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Abstrakt 
 

Von technischen Systemen wird in der heutigen Zeit erwartet, dass diese stets fehlerfrei 

funktionieren, um einen reibungslosen Ablauf des Alltags zu gewährleisten. Technische 

Systeme jedoch können Defekte aufweisen, die deren Funktionsweise einschränken oder zu 

deren Totalausfall führen können. Grundsätzlich zeigen sich Defekte durch eine Veränderung 

im Verhalten von einzelnen Komponenten. Diese Abweichungen vom Nominalverhalten 

nehmen dabei an Intensität zu, je näher die entsprechende Komponente an einem 

Totalausfall ist. Abnutzung und Verschleiß von Komponenten lassen sich in der Regel nicht 

gänzlich vermeiden. Aus diesem Grund sollte das Fehlverhalten von Komponenten 

rechtzeitig erkannt werden, um permanenten Schaden zu verhindern. Von besonderer 

Bedeutung ist dies für die Luft- und Raumfahrt. Bei einem Satelliten kann keine Wartung 

seiner Komponenten durchgeführt werden, wenn er sich bereits im Orbit befindet. Der 

Defekt einer einzelnen Komponente, wie der Batterie der Energieversorgung, kann hierbei 

den Verlust der gesamten Mission bedeuten. Aus diesem Grund muss auch subtiles 

Fehlverhalten von Komponenten erkannt werden, um Gegenmaßnahmen einleiten zu 

können. Grundsätzlich lässt sich Fehlererkennung manuell durchführen, wie es im 

Satellitenbetrieb oft üblich ist. Hierfür muss ein menschlicher Experte, ein sogenannter 

Operator, das System überwachen. Diese Form der Überwachung ist allerdings stark von der 

Zeit, Verfügbarkeit und Expertise des Operators, der die Fehlererkennung und Diagnose 

durchführt, abhängig. Ein anderer Ansatz ist die Verwendung eines dedizierten 

Diagnosesystems. Dieses kann das technische System permanent überwachen und 

selbstständig, ohne manuellen Eingriff, Diagnosen berechnen. Die Diagnosen können dann 

durch einen Experten eingesehen werden, der auf ihrer Basis Aktionen durchführen kann. 

Das in dieser Arbeit vorgestellte modellbasierte Diagnosesystem verwendet ein quantitatives 

Modell eines technischen Systems, das dessen Nominalverhalten beschreibt. Das 

beobachtete Verhalten des technischen Systems, gegeben durch Messwerte, wird mit 

seinem erwarteten Verhalten, gegeben durch simulierte Werte des Modells, verglichen und 

Diskrepanzen bestimmt. Jede Diskrepanz ist dabei ein Symptom. Diagnosen werden dadurch 

berechnet, dass zunächst zu jedem Symptom eine sogenannte Konfliktmenge berechnet 

wird. Dies ist eine Menge von Komponenten, sodass der Defekt einer dieser Komponenten 

das entsprechende Symptom erklären könnte. Mithilfe dieser Konfliktmengen werden 

sogenannte Treffermengen berechnet. Eine Treffermenge ist eine Menge von Komponenten, 

sodass der gleichzeitige Defekt aller Komponenten dieser Menge alle beobachteten 

Symptome erklären könnte. Jede minimale Treffermenge entspricht dabei einer Diagnose. 

Zur Berechnung dieser Mengen nutzt das Diagnosesystem ein Verfahren, bei dem zunächst 

abhängige Komponenten bestimmt werden und diese von symptombehafteten 

Komponenten belastet und von als korrekt funktionierend erachteten Komponenten 

entlastet werden. Für die einzelnen Komponenten werden Bewertungen mit dem Charakter 

einer Pseudowahrscheinlichkeit auf Basis dieser Be- und Entlastungen berechnet und mit 

ihnen Diagnosen gestellt. Obwohl das Diagnosesystem generisch und prinzipiell für beliebige 

technische Systeme einsetzbar ist, ist der Haupt Use Case dieser Arbeit die Diagnose von 

Nanosatelliten. Da das Diagnosesystem auf ausreichend genaue Modelle angewiesen ist und 

die manuelle Kalibrierung dieser Modelle mit erheblichem Aufwand verbunden ist, wurde 



ein Verfahren zur automatischen Kalibrierung entwickelt. Dieses verwendet einen Zyklischen 

Genetischen Algorithmus, um mithilfe von nicht kalibrierten Modellen und aufgezeichneten 

Werten der entsprechenden realen Komponenten Modellparameter zu bestimmen, sodass 

die Modelle die aufgezeichneten Daten möglichst gut reproduzieren können. Zur Evaluation 

der automatischen Kalibrierung wurden ein Testaufbau und verschiedene dynamische und 

manuell schwierig zu kalibrierende Komponenten des Qualifikationsmodells eines realen 

Nanosatelliten, dem SONATE-Nanosatelliten modelliert und kalibriert. Der Testaufbau 

bestand dabei aus einem Batteriepack, einem Laderegler, einem Tiefentladeschutz, einem 

Entladeregler, einem Stepper Motor HAT und einem Motor. Er wurde zusätzlich zur 

automatischen Kalibrierung unabhängig manuell kalibriert. Die automatisch kalibrierten 

Satellitenkomponenten waren ein Reaktionsrad mit Drehraten und 

Drehmomentkommandierung, ein Entladeregler, Magnetspulen, bestehend aus einer 

Ferritkernspule und zwei Luftspulen, eine Abschlussleiterplatine und eine Batterie. Zur 

Evaluation des Diagnosesystems wurde die Energieversorgung des Qualifikationsmodells des 

SONATE-Nanosatelliten modelliert. Für die Batterien, die Entladeregler, die Magnetspulen 

und die Reaktionsräder wurden die vorher automatisch kalibrierten Modelle genutzt. Die 

restlichen Komponenten, deren Stromverbräuche nur von ihren diskreten Betriebsmodi 

abhängig waren, wurden manuell kalibriert. Für das Modell der Energieversorgung wurden 

Fehler simuliert und diese diagnostiziert. Die Ergebnisse der Evaluation der automatischen 

Kalibrierung waren, dass die automatische Kalibrierung eine mit der manuellen Kalibrierung 

vergleichbare Genauigkeit für den Testaufbau lieferte und diese sogar leicht übertraf und 

dass die automatisch kalibrierten Satellitenkomponenten eine durchweg hohe Genauigkeit 

aufwiesen und damit für den Einsatz im Diagnosesystem geeignet waren. Die Ergebnisse der 

Evaluation des Diagnosesystems waren, dass die simulierten Fehler zuverlässig gefunden 

wurden und dass das Diagnosesystem in der Lage war die plausiblen Ursachen dieser Fehler 

zu diagnostizieren. 
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1 Einleitung 
 

Diagnose bezeichnet im herkömmlichen Sinne die Bestimmung derjenigen Krankheit, die die 

Symptome eines Patienten erklärt. 

διάγνωσις-diágnōsis-Erkenntnis 

Das Wort Diagnose leitet sich ab vom griechischen διάγνωσις (diágnōsis) und bedeutet 

Unterscheidung, Beurteilung oder Erkenntnis [1]. Im Allgemeinen wird unter Diagnose die 

medizinische Diagnose verstanden (DX), jedoch wird dieser Begriff inzwischen weitergefasst. 

Mit zunehmender Automatisierung und unserer Abhängigkeit von fehlerfrei 

funktionierenden technischen Systemen, wird oft die Maschine zum Patient und eine zu 

hohe Spannung zum Fiebersymptom. Passend dazu hat die moderne Diagnose von 

technischen Systemen Wurzeln in der Medizin. 

Der Ursprung der modellbasierten Diagnose findet sich bei der Expertensystem Community 

in den späten Siebzigern. Diagnose durch Expertensysteme war ein beliebtes 

Forschungsthema und erste Systeme mit einer Erklärungskomponente, wie das bekannte 

MYCIN [2], stammen aus dieser Zeit. Das Haupteinsatzgebiet der Diagnose durch 

Expertensysteme blieb jedoch die Medizin. Motiviert durch die Mächtigkeit dieses 

Werkzeugs, wurden Versuche unternommen das Einsatzgebiet auszuweiten. Die 

Erweiterung des Feldes auf andere Gebiete erwies sich allerdings als nicht trivial. Der Einsatz 

für technische Systeme stellte eine große Hürde dar. Die Zielsetzung war die Diagnose von 

Computerhardware, genauer die Diagnose von logischen Schaltungen. Schnell wurde klar, 

dass der bisherige Expertensystem Ansatz, wie er zur medizinischen Diagnose eingesetzt 

wurde, bei der Anwendung auf technischen Artefakten, einige Schwächen aufwies. Zum 

einen waren die Regeln, die für ein System gültig waren, nicht ohne Weiteres auf ein 

anderes übertragbar. Zum anderen fehlte die Möglichkeit Strukturen zu beschreiben [3]. Mit 

diesen Herausforderungen konfrontiert, begann die Forschung sich darauf zu konzentrieren 

diagnostisches Wissen aus der Struktur und dem Verhalten eines Systems direkt abzuleiten. 

Das Ergebnis dieser Anstrengung war die „Theorie of first Principles“ von [4] und [5] [6]. 

Diese Theorie bildet auch heute noch die Grundlage für viele KI Diagnosealgorithmen. Ein 

bestehendes Problem ist die Schwierigkeit der Problemkomplexität. Das Diagnostizieren von 

mehreren Fehlern ist NP-Vollständig [7]. Beschränkt durch die NP-Vollständigkeit der 

Aufgabe entwickelten sich unterschiedliche Techniken und Ansätze, die versuchen 

zufriedenstellende Lösungen mit vertretbarem Aufwand zu bestimmen. Hierbei kommen 

verschiedene Einschränkungen und Heuristiken zum Einsatz, die auf Kosten der 

Vollständigkeit, den Suchraum auf die praktisch relevante Größe einschränken. 

Im Herzen jedes modellbasierten Diagnoseverfahrens steht eine strukturelle Beschreibung 

des Systems. Diese Beschreibung bildet die Obergrenze für die Qualität der Diagnosen. Das 

Modell selbst kann qualitativ oder quantitativ beschrieben werden. Qualitative Modelle 

verwenden fest definierte diskrete Werte für die Systemvariablen, zum Beispiel „Hoch“, 
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„Mittel“, „Niedrig“, während quantitative Modelle numerische Ausgaben liefern1. Qualitative 

Modelle bilden das reale System meist stark abstrahiert ab, auf Kosten der Genauigkeit. 

Weiterhin muss für viele Systembeschreibungen eine eigene qualitative Arithmetik 

entwickelt werden, da beispielsweise nicht intuitiv verständlich ist, welchen Wert 

„Niedrig+Mittel“ oder „Mittel+Mittel“ annehmen soll. Dies mindert allerdings nicht nur die 

Genauigkeit des Modells, sondern auch die Mächtigkeit der Beschreibungssprache an sich, 

da nicht alle Systeme qualitativ beschrieben werden können. Quantitative Modelle auf der 

anderen Seite verfügen über mächtige Beschreibungssprachen und können eine Vielzahl an 

realen Systemen abbilden. Jedoch ist die Genauigkeit von quantitativen Modellen in der 

Regel initial niedrig. Um die Genauigkeit zu erhöhen, muss das Modell ausreichend gut 

kalibriert werden. Während das Problem der fehlenden Möglichkeit, Strukturen genau zu 

beschreiben, durch die Verwendung von quantitativen Modellen prinzipiell überwunden ist, 

wird eine ausreichend gute Kalibrierung von Modellen meistens als gegeben angenommen. 

In der Realität ist dies allerdings selten der Fall. Ein kalibriertes Modell ist in den meisten 

Fällen das Ergebnis eines aufwendigen manuellen Prozesses, der durch „Trial-and-Error“ 

(Versuch und Irrtum) erfolgt. Die Qualität der manuellen Kalibrierung ist stark abhängig von 

der Expertise, der Systemkenntnis und der aufgewendeten Zeit des Experten, der die 

Kalibrierung durchführt. Oftmals hängt die Qualität der Kalibrierung lediglich davon ab, wie 

viele Parameterkombinationen ausprobiert wurden. Da diese Anzahl bei der manuellen 

Kalibrierung äußerst begrenzt ist, würde es sich anbieten, diesen Vorgang zu automatisieren, 

um von der Leistung moderner Rechner Gebrauch zu machen. Diese könnten den 

Parametersuchraum effizienter absuchen, als dies unter Verwendung von manueller 

Kalibrierung möglich ist.  

Aktuell wird automatische Kalibrierung für Simulationsmodelle vergleichsweise selten 

verwendet. Weiterhin findet sich in der Literatur derzeit kein einheitlicher Ansatz zur 

automatischen Kalibrierung von Modellen außerhalb von sehr speziellen Domänen, wie zum 

Beispiel der Kalibrierung von konzeptionellen Regenwasserabflussmodellen. Die meisten 

Diagnosesysteme sind auf ein spezielles technisches System zugeschnitten und können 

mangels Trennung der Systembeschreibung vom Diagnosealgorithmus nicht ohne Weiteres 

auf andere technische Systeme übertragen werden. Die Diagnosesysteme, die eine solche 

Trennung unterstützen, sind allerdings meist qualitativer Natur, was deren 

Beschreibungsmächtigkeit und damit die Menge der Fehler die sie erkennen können 

mindert, oder beschränken sich auf Ein-Komponenten-Fehler.  

Das Ziel dieser Arbeit war es ein Diagnosesystem zu entwickeln, das es durch die 

Verwendung von quantitativen Modellen ermöglicht, technische Systeme zu modellieren 

und zu diagnostizieren. Das Diagnosesystem soll menschliche Experten beim überwachen 

von technischen Systemen, wie einem Satelliten, unterstützen, indem es selbständig 

Diagnosen berechnet. Hierdurch soll auch in Zeiten, in denen kein menschlicher Experte 

verfügbar ist, eine Überwachung ermöglicht werden. Durch die strikte Trennung von Modell 

und Diagnosealgorithmus soll es möglich sein, das Diagnosesystem schnell und einfach auf 

 

1 Boolesche Beschreibungen können als qualitative Beschreibungen mit dem Wertebereich „0“ und „1“ 
aufgefasst werden. 
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verschiedene technische Systeme zu übertragen oder bestehende Modelle zu erweitern. 

Weiterhin soll der Wissensingenieur kein Wissen über die Funktionsweise des 

Diagnosealgorithmus benötigen, sondern Modelle lediglich mithilfe seines Domänenwissens 

erstellen können. 

Diese Arbeit gliedert sich wie folgt: 

In Kapitel 2 wird der Stand der Forschung der modellbasierten Diagnose und der 

automatischen Kalibrierung beschrieben und verschiedene Anwendungen kurz vorgestellt. 

Kapitel 3 beschreibt die klassische Vorgehensweise bei der Fehlererkennung bei 

Satellitenmissionen mithilfe einer Telemetrie-Anzeigesoftware und Parametergrenzwerten, 

anhand des Telemetrie-Clients, der für die SONATE-Mission entwickelt wurde. Hierbei wird 

auf die Schwierigkeit der manuellen Fehlererkennung und auf die Nachteile des Verlassens 

auf Parametergrenzwerte alleine eingegangen. Zusätzlich werden die Vorteile und 

Anwendungsfelder der autonomen Diagnose aufgeführt. 

Kapitel 4 beschreibt das Format des Modells, das von der automatischen Kalibrierung und 

dem Diagnosesystem verwendet wird. 

In Kapitel 5 wird die Funktionsweise des Simulators erläutert, der für die Bestimmung der 

Qualität der Parametersätze, während der automatischen Kalibrierung, und für die 

Berechnung des erwarteten Verhaltens eines technischen Systems, während der Diagnose, 

verwendet wird. 

Kapitel 6 beschreibt ausführlich die Funktionsweise der Diagnose-Engine. Es wird eine 

Systemübersicht gegeben und auf die einzelnen Algorithmen eingegangen. 

Kapitel 7 beschreibt ausführlich die Funktionsweise der automatischen Kalibrierung. Es 

werden zunächst die wichtigsten Definitionen und Begriffe eingeführt, eine Übersicht über 

das System gegeben und anschließend die einzelnen Algorithmen betrachtet. 

Kapitel 8 beschreibt die Evaluation der automatischen Kalibrierung, anhand eines 

Testaufbaus, bestehend aus sechs Komponenten, sowie verschiedenen dynamischen 

Satellitenkomponenten des Qualifikationsmodells des SONATE-Nanosatelliten. 

Kapitel 9 umfasst die Evaluation der Diagnose-Engine anhand eines Modells des 

Qualifikationsmodells des SONATE-Nanosatelliten. Zunächst wird kurz der Aufbau des 

Modells und die darin enthaltenen Komponenten betrachtet und anschließend 

unterschiedliche durchgeführte Experimente beschrieben, in denen Fehler simuliert und 

diagnostiziert wurden. 

Kapitel 10 diskutiert die Ergebnisse dieser Arbeit und gibt einen Ausblick betreffend die 

Diagnose-Engine und das System der automatischen Kalibrierung. 
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2 Stand der Forschung 
 

Sowohl die Fault Detection and Isolation (FDI) Community als auch die KI Community haben 

sich aktiv auf dem Gebiet der modellbasierten Diagnose betätigt. Klassische FDI 

Fehlererkennung beruht oft auf Hardware Redundanz [8]. Aus Platz- und Kostengründen ist 

es allerdings nicht immer möglich redundante Hardware einzusetzen. Aus diesem Grund 

wurde Redundanz durch Software untersucht. Damit sind zusammen mit dem KI-Ansatz, der 

seinen Ursprung bei den Expertensystemen hat, zwei unterschiedliche Herangehensweisen 

entstanden. Die Ansätze der FDI Community basieren dabei meist auf sogenannter 

analytischer Redundanz und quantitativen Methoden [9] [10] [11]. Bei den meisten FDI-

Ansätzen werden durch Paritätsgleichungen, Kalman Filter und Parameterschätzungen, aus 

der Systembeschreibung, sogenannte Analytical Redundancy Relations (ARRs) abgeleitet. 

Aus den ARRs wird schließlich eine sogenannte Fault Signature Matrix (FSM) berechnet. Jede 

Spalte entspricht einer Komponente und jede Zeile einer ARR. Wenn eine ARR von einer 

Komponente abhängig ist, dann enthält die FSM an dieser Stelle eine 1, ansonsten eine 0. 

Zur Berechnung von Diagnosen werden, mithilfe der ARRs und Messwerten, Residuen 

berechnet. Die genaue Berechnungsvorschrift eines Residuums wird dabei über die 

entsprechende ARR modelliert. Wenn ein Residuum um mehr als einen bestimmten 

Toleranzwert von 0 abweicht, so wurde ein Fehler entdeckt und es wird die Signatur 1 

erzeugt, ansonsten die Signatur 0. Die so berechneten Signaturen werden mit den Spalten 

der FSM verglichen. Da jede Spalte einer Komponente entspricht, ist das Ergebnis dieses 

Vergleichs eine Menge von Komponenten. Jede dieser Komponenten entspricht einer 

Diagnose. Auf diese Weise können allerdings nur Einfachfehler erkannt werden. Zur 

Diagnose von Mehrfachfehlern muss die FSM für jeden möglichen Mehrfachfehler einen 

entsprechenden Eintrag enthalten. Damit wäre ihre Größe exponentiell in der Anzahl der 

Komponenten, was in der Praxis nicht umsetzbar ist. Aus diesem Grund beschränkt sich der 

FDI-Ansatz meist auf die Diagnose von Einfachfehlern. Neben quantitativen Ansätzen finden 

seltener auch qualitative Methoden Anwendung, unter anderem in Form von qualitativen 

physikalischen Modellen, aber auch aus dem Gebiet der KI bekannte Entscheidungsbäume 

[12], Expertensysteme und statistische Verfahren [13] sind vertreten. Die Diagnosesysteme 

der KI bauen meist auf Expertensystemen [14] [15] oder der Theorie von [4], der „Theorie of 

first Principles“ auf. Bei diesem sei die Beschreibung des Nominalverhaltens eines Systems, 

zusammen mit einer Menge von Beobachtungen, die nicht mit dem erwarteten Verhalten 

des Systems übereinstimmen, gegeben. Die Berechnung einer Diagnose erfolgt dadurch, die 

Komponenten zu finden, die, unter der Annahme, dass sie nicht korrekt funktionieren, die 

Konsistenz zwischen beobachtetem und erwartetem Verhalten wiederherstellen. Dieser 

Ansatz wird auch konsistenzbasiert (consistency based) genannt. Die Modelle des KI-

Ansatzes sind in der Regel qualitativ und beschreiben meist nur das Nominalverhalten 

(weak-fault-model) [16]. Ausgehend von beobachteten Diskrepanzen werden zuerst 

Konfliktmengen bestimmt. Dies sind Mengen von Komponenten, die bei den aktuellen 

Beobachtungen nicht gleichzeitig korrekt funktionieren können. Ausgehend von diesen 

Konfliktmengen werden Treffermengen berechnet. Eine Treffermenge ist eine Menge von 

Komponenten, deren Schnittmenge mit jeder Konfliktmenge mindestens ein Element 

enthält. Jede minimale Treffermenge ist eine Diagnose. Einige Methoden formulieren das 
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Problem als Erfüllbarkeitsproblem (SAT-Problem). Zur Berechnung von Diagnosen wird dann 

ein (Max)SAT-Löser verwendet [17] [18] [19]. Bei der abduktiven Diagnose (abductive 

diagnosis, vgl. überdeckende Klassifikation [15] [20]) wird das Wissen über das Fehlverhalten 

einzelner Komponenten, in Form von Fehlermodi (strong-fault-model) [21], dazu benutzt, 

jeder Komponente einen Nominal- oder Fehlermodus zuzuweisen, sodass das erwartete 

Verhalten mit dem beobachteten konsistent ist [22] [23]. Obwohl die FDI- und die KI-Ansätze 

von der Herangehensweise sehr unterschiedlich sind, zeigen die Autoren von [24] das beide 

Ansätze äquivalent sind, was die prinzipielle Fähigkeit angeht Diagnosen zu berechnen. Ein 

großer Nachteil des FDI-Ansatzes ist es jedoch, dass die Residuen direkt über die ARRs 

berechnet werden. Die ARRs hingegen bilden die strukturelle Beschreibung des Systems und 

damit das eigentliche Modell. Die ARRs und die Berechnung der Residuen, der wesentliche 

Teil des Diagnosealgorithmus, sind damit nicht ohne Weiteres trennbar. Die Übertragung 

eines solchen FDI-Ansatzes von einem System auf ein anderes erfordert die Erstellung eines 

neuen Modells in Form von ARRs und damit eine Neuentwicklung der Residuen-

Generierung. Da die Eigenschaft, generisch und leicht auf neue Systeme übertragbar zu sein 

ein außerordentlich wichtiges Element bei Diagnosesystemen darstellt, wurde für die 

Entwicklung des Systems in dieser Arbeit der KI-Ansatz bevorzugt. 

Im Folgenden sollen einige unterschiedliche Verfahren aufgeführt werden, um das breite 

Spektrum der Diagnose von technischen Systemen zu veranschaulichen. 

 

2.1 Expertensysteme 
 

Der Einsatz von Expertensystemen ist aus der medizinischen Diagnostik hinlänglich bekannt 

[2] [25] [26] [27] [28] [29]. Ein Expertensystem verfügt über eine Wissensbasis, die Regeln 

der Form „Wenn 𝑆𝑦𝑚𝑝𝑡𝑜𝑚, dann 𝐷𝑖𝑎𝑔𝑛𝑜𝑠𝑒 mit Sicherheit 𝑝“ enthält. Mithilfe dieser 

Wissensbasis sollen bei gegebenen Symptomen diejenigen Diagnosen bestimmt werden, die 

möglichst alle Symptome erklären und zusätzlich mit möglichst wenigen nicht beobachteten 

Symptomen assoziiert sind. Ein Expertensystem, das zur Diagnose von Satelliten entwickelt 

wurde, findet sich in [30]. Weitere Anwendungen von Expertensystemen in 

unterschiedlichen Bereichen finden sich in [31] [32]. 

Neben den klassischen Expertensystemen, sind auch hybride Expertensysteme, die 

Symptome mithilfe von quantitativen Modellen berechnen, möglich. Die Arbeit von [33] 

verwendet ein quantitatives Dymola/Modelica [34] Modell zur Simulation einer 

Brennstoffzelle, um simulierte Werte zu erhalten. Diese werden mit Messwerten der 

Brennstoffzelle verglichen. Jede Diskrepanz ist dabei ein Symptom. Die eigentliche Diagnose 

übernimmt ein Expertensystem, das in einer Wissensbasis Symptom-Diagnose Paare in Form 

von Regeln enthält. Der Nachteil dieses Verfahrens ist, dass nur die Diagnosen gestellt 

werden können, die vorher manuell in die Wissensbasis eingetragen wurden und zu denen 

die berechneten Symptome passen. Symptome, die nicht in der Wissensbasis erfasst 

wurden, können nicht diagnostiziert werden. Ein weiterer Nachteil ist, dass der Regelsatz im 

Allgemeinen nicht ohne Weiteres von einem System auf ein anderes übertragen werden 

kann. Die Regeln einer Wissensbasis werden meist aufwendig von Hand für eine spezifische 

Anwendung erzeugt, wodurch die Übertragung dieser Regeln auf eine andere Anwendung 
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der Erstellung eines neuen Regelsatzes gleichkommt. Weiterhin ist es im Allgemeinen 

schwierig, das Fehlverhalten von Komponenten vollständig zu erfassen. Komponenten 

können sich in nahezu beliebigen Formen abnormal verhalten, die vorher oft nicht bekannt 

sind. Die Erforderlichkeit, das Fehlverhalten eines Systems möglichst vollständig erfassen zu 

müssen, ist den Expertensystem basierten Verfahren allerdings inhärent, was deren 

Einsatzfähigkeit auf Gebieten mindert, in denen das Verhalten von Komponenten zu 

komplex ist, um es überschauen zu können. Ein Ansatz, diesen Nachteil auszugleichen, wird 

in [35] vorgestellt. Die Autoren von [35] verwenden quantitative Dymola/Modelica 

Simulationsmodelle und Fehlerinjektion, um eine Wissensbasis mit Ursache-Wirkung Paaren 

zu füllen. Da die Einträge der Wissensbasis qualitativer Natur sind, werden die quantitativen 

Werte der Simulation vor dem Einfügen in die Wissensbasis auf qualitative Werte gemappt. 

Diese Wissensbasis wird dann zur Diagnose verwendet. Der Nachteil dieses Verfahrens ist, 

dass sich die Generierung von Fehlern als äußerst aufwendig gestalten kann, bedingt durch 

die hohe Zahl an möglichen Fehlern. Weiterhin muss darauf geachtet werden, dass nur 

plausible Fehler generiert werden und nicht Fehler, die in der Realität nicht vorkommen 

können, um keine unnötigen Einträge in die Wissensbasis aufzunehmen. Weiterhin muss 

eine ausreichend gute Abbildung von quantitativen auf qualitative Werte existieren, sodass 

die Ursache-Wirkung Paare aus der Wissensbasis mit den Werten des Modells verglichen 

werden können. Schließlich ist dieses Verfahren nur für Einfachfehler anwendbar, bei dem 

sich nur jeweils eine Komponente in einem Fehlerzustand befindet, da nur dieser Fall mit 

vertretbarem Rechenaufwand berechnet werden kann. Das Diagnostizieren von 

Mehrfachfehlern ist zwar prinzipiell möglich, erfordert allerdings bei 𝑛 Komponenten, mit 

jeweils 𝑚 Fehlermodi die Erzeugung von bis zu 𝑚𝑛 Ursache-Wirkung Paaren. In [36] wird 

dieser Ansatz fortgeführt und das Konzept der „combinatorial stength“ eingeführt, um die 

benötigte Anzahl an Fehlersamples zu verringern. Hierbei müssen Fehler einen 

Mindestunterschied aufweisen, um in die Wissensbasis aufgenommen zu werden, das heißt, 

der Fehlerraum wird weniger dicht gesampelt. Die Autoren erwähnen, dass unterschiedliche 

Domänen eine unterschiedliche „combinatorial strength“ und damit unterschiedlich viele 

Samples benötigen. Welche „combinatorial strength“ exakt für welche Domäne benötigt 

wird und wie diese bestimmt wird, ist noch Gegenstand der Forschung. 

 

2.2 Konsistenzbasierte Diagnose 
 

Konsistenzbasierte Diagnose beruht auf der Theorie von [4] und [5], die im Folgenden kurz 

ausgeführt werden soll. Ein System sei definiert als ein Tupel (𝑆𝐷, 𝐶𝑂𝑀𝑃𝑆), mit 𝑆𝐷, der 

Systembeschreibung (System Description) und 𝐶𝑂𝑀𝑃𝑆, einer Menge von Komponenten 

(Components). In der klassischen Definition von [4] ist die Systembeschreibung eine Menge 

von aussagenlogischen Formeln. Bedingt durch die Beschränkung früher modellbasierter 

Diagnosesysteme (MBD-Systeme) auf die Diagnose von logischen Schaltungen, stellte diese 

Definition zunächst keine Limitierung dar. Da sich viele Systeme jedoch nicht 

aussagenlogisch beschreiben lassen, umfasst 𝑆𝐷 aktuell weitere Systembeschreibungen, 

einschließlich der aussagenlogischen, der Beschreibung als Bedingungserfüllungsproblem 

(Constraint Satisfaction Problem, CSP) und der Beschreibung durch ein qualitatives oder 
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quantitatives Modell, wobei die aussagenlogische Beschreibung nach wie vor die häufigste 

Form der Systembeschreibung ist. 

Die Menge der Beobachtungen (Observations) des Verhaltens des realen Systems wird 

bezeichnet mit 𝑂𝐵𝑆. Die Beobachtungen des Verhaltens eines Systems können 

aussagenlogische Fakten, im Falle einer aussagenlogischen Systembeschreibung, oder 

Wertebelegungen von Variablen, im Falle einer Systembeschreibung in Form eines 

qualitativen oder quantitativen Modells, sein. Auf reale Systeme bezogen sind die 

Beobachtungen meist Werte, die am entsprechenden System direkt gemessen wurden. 

Zusätzlich existiert das Prädikat 𝐴𝐵(𝑐), das für eine Komponente 𝑐 angibt, dass diese defekt 

ist und das negierte Prädikat ¬𝐴𝐵(𝑐), das angibt, dass 𝑐 korrekt funktioniert. Ein 

Diagnoseproblem ist ein Tripel (𝑆𝐷, 𝐶𝑂𝑀𝑃𝑆, 𝑂𝐵𝑆), für das 𝑆𝐷 ∪ {¬𝐴𝐵(𝑐)|𝑐 ∈ 𝐶𝑂𝑀𝑃𝑆} ∪

𝑂𝐵𝑆 inkonsistent ist, das heißt, die Systembeschreibung stimmt nicht mit dem beobachteten 

Verhalten überein, wenn angenommen wird, dass alle Komponenten korrekt funktionieren. 

Daraus folgt, dass es Komponenten geben muss, die nicht korrekt funktionieren und wenn 

man für sie annimmt, dass sie nicht korrekt funktionieren, die Systembeschreibung mit den 

Beobachtungen konsistent ist. Es ist allerdings nicht möglich einfach solange Komponenten 

zu verdächtigen bis die Systembeschreibung mit den Beobachtungen konsistent ist. Es wäre 

auf diese Weise möglich alle Komponenten als nicht korrekt funktionierend anzunehmen 

und auf diese Weise Konsistenz herzustellen. Nur die minimalen Mengen an nicht korrekt 

funktionierenden Komponenten sind von Interesse. Aus diesem Grund ist eine Diagnose 

definiert als eine minimale Menge 𝐷 ⊆ 𝐶𝑂𝑀𝑃𝑆, sodass 𝑆𝐷 ∪ {¬𝐴𝐵(𝑐)|𝑐 ∈ 𝐶𝑂𝑀𝑃𝑆\𝐷} ∪

{𝐴𝐵(𝑐)|𝑐 ∈ 𝐷} ∪ 𝑂𝐵𝑆 konsistent ist. Eine Diagnose ist damit eine minimale Menge von 

Komponenten, deren Defekt, bei gegebener Systembeschreibung, die Beobachtungen 

erklären kann. Für einen ausführlichen Beweis sei auf [4] und [37] verwiesen. Ein primitiver 

Ansatz Diagnosen zu berechnen wäre es, alle Teilmengen 𝐷′ ⊆ 𝐶𝑂𝑀𝑃𝑆 zu bilden und für 

diese zu prüfen, ob sie eine Diagnose sind. Da es allerdings 2|𝐶𝑂𝑀𝑃𝑆| solcher Teilmengen gibt, 

ist dieser Ansatz in der Praxis meist nicht durchführbar. Ausgehend von der strukturellen 

Information in 𝑆𝐷 wurde deswegen das Konzept von Konflikt- und Treffermengen 

eingeführt. Für jede beobachtete Diskrepanz wird eine Konfliktmenge berechnet. Dies ist 

eine Menge von Komponenten, für die gilt, dass die Komponenten dieser Menge nicht 

gleichzeitig korrekt funktionieren können. Dies bedeutet im weiteren Sinne, dass ein Defekt 

einer dieser Komponenten die beobachtete Diskrepanz erklären könnte. Konfliktmengen 

werden meist durch Ausnutzen der strukturellen Information von 𝑆𝐷 berechnet. Eine 

Konfliktmenge ist damit meist die Menge von strukturell abhängigen Komponenten. Eine 

minimale Konfliktmenge ist eine Konfliktmenge, die keine anderen Konfliktmengen enthält. 

Eine Treffermenge ist eine Menge von Komponenten, für die gilt, dass der gleichzeitige 

Defekt aller Komponenten der Treffermenge alle beobachteten Diskrepanzen erklärt. Damit 

darf die Schnittmenge jeder Treffermenge mit allen Konfliktmengen nicht leer sein. Hiermit 

„trifft“ eine Treffermenge jede Konfliktmenge. Jede minimale Treffermenge, das heißt jede 

Treffermenge, die nicht Teil einer anderen Treffermenge ist, ist eine Diagnose. 

Der bekannteste Vertreter der klassischen konsistenzbasierten Diagnosealgorithmen ist die 

General Diagnostic Engine (GDE) [5] [16] [38], deren Implementierung der Diagnose von 

logischen Schaltungen dient und über die Jahre modifiziert wurde [39]. Weitere 
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Anwendungen zur Diagnose von logischen Schaltungen umfassen unter anderem [40] und 

[41]. Grundsätzlich lässt sich 𝑆𝐷 um Fehlerzustände, die das fehlerhafte Verhalten von 

Komponenten beschreiben erweitern. Durch eine solche Erweiterung lässt sich abduktive 

Diagnose betreiben [22] [42] [43]. Hierbei wird eine Zustandsbelegung der Komponenten 

gesucht, die bei gegebener Systembeschreibung die Beobachtungen erklärt. Der Zustand 

einer Komponente kann hierbei ihr Nominalzustand sein oder einer ihrer Fehlerzustände. 

Die Aussagekraft solcher Diagnosen ist stärker, da hier der genaue Zustand jeder einzelnen 

Komponente angegeben wird. In der Praxis lässt sich reine abduktive Diagnose jedoch nur 

selten einsetzen, da das Fehlverhalten von Komponenten oft nicht vollständig erfasst 

werden kann. Ansätze, die Fehlerzustände verwenden, integrieren diese daher oft in den 

konsistenzbasierten Ansatz [44] [45]. Weiterhin vergrößert sich der Suchraum von 2|𝐶𝑂𝑀𝑃𝑆| 

für den binären Fall auf (𝑚 + 1)|𝐶𝑂𝑀𝑃𝑆| im Falle von 𝑚 Fehlermodi (𝑚 + 1, da zusätzlich 

noch ein Nominalzustand existiert). 

Die Arbeit von [46] [47] ist ein Beispiel für die Anwendung solcher abduktiven 

Diagnosekomponenten im Bereich der Diagnose von Kraftfahrzeugen und verwendet 

Tabellen, um für jede Komponente, deren input-output Relation qualitativ sowohl für ihr 

Nominal- als auch für ihr Fehlverhalten zu definieren. Bei einer Diskrepanz kann das 

beobachtete Verhalten rückwärts durch den Modellgraphen propagiert werden und so die 

Tabellenzeilen eliminiert werden, die inkonsistent zur Beobachtung sind. Anschließend 

werden alle Komponenten mit auf diese Weise reduzierten Verhaltenstabellen betrachtet. 

Für diese Komponenten wird eine Bewertung berechnet, die sich nach der Anzahl der 

verbleibenden Tabellenzeilen, die die Beobachtungen erklären können, richtet. Die 

Komponente mit der höchsten Bewertung bildet die Diagnose. Durch das nachträgliche 

Hinzufügen von zusätzlichen Beobachtungen können Diagnosen verfeinert werden. 

Die Autoren von [48] verwenden den Ansatz der konsistenzbasierten Diagnose zum Testen 

von Software. Die zu testende Software wird dabei in einer vorher festzulegenden 

Granularität in Komponenten unterteilt, die einzeln getestet werden können. Analog zum 

𝐴𝐵 Prädikat von [4] kann jeder Test bestanden oder nicht bestanden werden. Die 

Systembeschreibung wird implizit durch die graphähnlichen Abhängigkeiten der 

Komponenten untereinander erzeugt. Eine Komponente funktioniert korrekt, wenn alle 

Komponenten, von denen sie abhängig ist, korrekt funktionieren. Aus den Beobachtungen 

und diesen Abhängigkeiten werden zunächst konsistenzbasiert Diagnosen erzeugt und 

zusätzlich Tests vorgeschlagen, um weitere Informationen einzuholen, die die Zahl der 

Diagnosen reduzieren können. Der Nutzer muss diese Tests durchführen und dem System 

die neuen Beobachtungen zuführen. Dieser Prozess wird solange wiederholt, bis nur eine 

Diagnose gestellt wird und damit die nicht korrekt funktionierende Komponente identifiziert 

ist. Die Autoren von [49] verwenden den konsistenzbasierten Ansatz in Verbindung mit einer 

Systembeschreibung in Form eines Bedingungserfüllungsproblems (Constraint Satisfaction 

Problem, CSP, vgl. [50]), um Excel-Spreadsheets für eine kleine Teilmenge von Excel-

Funktionen für Integer Werte zu debuggen. Formeln werden hierbei als Bedingungen 

bestehend aus Zellen und Operationen dargestellt. Treffermengen werden berechnet, indem 

ein sogenannter Hitting Set Directed Acyclic Graph (HSDAG) nach [51] [52] erzeugt wird, 

wobei bei der Erzeugung eines neuen Knotens alle Bedingungen, an denen die dem Knoten 
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zugehörige Variable beteiligt ist, entfernt werden. Wenn das so entstehende CSP lösbar ist, 

dann wurde eine minimale Treffermenge und damit eine Diagnose gefunden. 

Die Autoren von [53] entwickeln das Konzept der Dualität von Diagnosen und Konflikten. 

Eine Diagnose ist eine minimale Treffermenge von Konflikten und eine nicht minimale 

Treffermenge ist ein Konflikt. Bei diesem Verfahren werden aus einer zunächst 

unvollständigen Menge von nicht notwendigerweise minimalen Konfliktmengen 

Treffermengen abgeleitet und diese auf Konsistenz zur Systembeschreibung geprüft. Sollte 

eine Treffermenge zur Systembeschreibung konsistent sein, so ist sie eine Diagnose und 

sollte sie inkonsistent sein, dann ist sie eine Konfliktmenge. Die neuen gefundenen 

Konfliktmengen werden wiederum dazu verwendet neue Treffermengen zu berechnen. 

Die Arbeit von [54] setzt voraus, dass manche Komponenten eines Modells einen „Alarm“ 

auslösen können, sobald sie nicht mehr korrekt funktionieren, und macht sich den 

Modellgraphen zunutze, um im Falle eines Alarms die Ursache dieses Alarms zu bestimmen. 

Dabei werden die einzelnen Komponenten mit Wahrscheinlichkeiten versehen und eine 

statische Abhängigkeitsmatrix vorberechnet. Diese enthält die Information von welchen 

Komponenten die Komponenten, die einen Alarm auslösen können, abhängig sind. Sollte ein 

Alarm ausgelöst werden, werden die Komponenten betrachtet, von denen die Komponenten 

abhängig sind, die einen Alarm ausgelöst haben. Davon werden alle Komponenten 

eliminiert, von denen die Komponenten abhängig sind, die keinen Alarm ausgelöst haben. 

Für die restlichen Komponenten werden Diagnosen berechnet, indem ein Minimal Set Cover 

Problem gelöst wird, das der klassischen Treffermengenberechnung entspricht. 

Ein besonderer Fall von konsistenzbasierter Diagnose, der keine Konflikt- und Treffermengen 

verwendet, ist das Verfahren von [55]. Es wurde für die Anwendung für Satelliten entwickelt 

und kann Ein-Komponenten Fehler diagnostizieren. Es benutzt ein quantitatives 

Matlab/Simulink [56] Modell zur Simulation. Die Diagnosen werden dadurch berechnet, dass 

im Falle einer Diskrepanz zwischen dem beobachteten und dem simulierten Verhalten des 

realen Systems, nacheinander jeweils eine Komponente entfernt wird, während alle anderen 

Komponenten erhalten bleiben. Die Reihenfolge der zu entfernenden Komponenten ergibt 

sich aus der Anzahl der Verbindungen der jeweiligen Komponente zu anderen Komponenten 

des Systems und einer Robustheitsbewertung, die den Charakter einer 

Ausfallwahrscheinlichkeit hat. Nachdem eine Komponente entfernt wurde, wird das Modell 

erneut für den letzten Zeitschritt simuliert. Sollte danach keine Diskrepanz mehr vorhanden 

sein, ist die zuletzt entfernte Komponente die Diagnose. Der Nachteil dieses Verfahrens ist 

die Beschränkung auf Einfachfehler und die Notwendigkeit im schlimmsten Fall eine Anzahl 

von Simulationen durchzuführen, die der Anzahl der Komponenten entspricht. Weiterhin 

lässt sich nicht jede Komponente entfernen, sodass der Rest des Modells noch sinnvoll 

simulierbar bleibt. 

Das von der NASA entwickelte Livingstone System [57] [58] [59] verwendet ein qualitatives 

Modell, für dessen Komponenten sowohl das Nominalverhalten als auch das Verhalten in 

bestimmten Fehlermodi erfasst wird. Im Falle eines Fehlers wird jeder Komponente ein 

Zustand zugeordnet, entweder der Zustand des Nominalverhaltens oder ein Fehlermodus, 

sodass das erwartete Verhalten des Systems mit dem beobachteten, übereinstimmt. Die 
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Komponenten, denen ein Fehlerzustand zugeordnet wurde, bilden die Diagnose. Zusätzlich 

verwendet Livingstone einen Satz von Regeln, um bei einem Fehler eine entsprechende 

Wiederherstellungsprozedur auszuführen. Zu den Schwächen von Livingstone (in Version 

zwei, L2) gehört die Schwierigkeit, dynamische physikalische Prozesse qualitativ abzubilden, 

die Schwierigkeit zyklisches Verhalten abzubilden und Komponenten so zu modellieren, dass 

sie in mehr als nur einem Modell verwendet werden können [60]. 

 

2.3 SAT-basierte Verfahren 
 

Dieser Ansatz vermeidet Konfliktmengen vollständig, indem ein Orakel (ein SAT-Löser), das 

für eine Treffermenge bestimmt, ob diese eine Diagnose ist, verwendet wird [61] [62]. Das 

Erfüllbarkeitsproblem der Aussagenlogik (engl. Satisfiability, SAT [63]) ist eine Teildisziplin 

der Aussagenlogik und beschäftigt sich mit der Erfüllbarkeit von booleschen Formeln. Beim 

MaxSAT-Problem geht es darum, die maximale Anzahl an erfüllbaren Klauseln einer 

booleschen Formel zu bestimmen. Einige Ansätze überführen ein modellbasiertes 

Diagnoseproblem (MBD-Problem) zunächst in ein SAT-Problem in Form einer booleschen 

Formel in konjunktiver Normalform. Dieses „kompilierte“ MBD-Problem wird anschließend 

mithilfe eines (Max)SAT-Lösers gelöst [64] [65] [17] [18].  

Da SAT-Löser Diagnosen iterativ aufzählen, nimmt ihre Performanz mit der Zahl der 

gefundenen Diagnosen ab. Um alle Diagnosen aufzulisten, muss, sobald eine Lösung 

gefunden wurde, diese negiert, zur Klauselmenge hinzugefügt und eine neue Lösung 

berechnet werden. Weiterhin haben SAT-Löser, der Problemkomplexität geschuldet, eine 

potentielle Laufzeit, die exponentiell von der Anzahl der Klauseln abhängig ist. Diese 

wiederum wächst durch den iterativen Ansatz mit der Anzahl der Diagnosen. Eine 

Möglichkeit, die Größe der booleschen Formel zu reduzieren, ist, direkt voneinander 

abhängige Komponenten zu logischen Einheiten zusammenzufassen [19] [66], die anstelle 

der Komponenten, aus denen sie bestehen, zur Generierung des SAT-Problems verwendet 

werden [17] [67] [68]. Die Reduktion der Größe der Formel hängt allerdings stark von der 

Topologie des zu diagnostizierenden Systems ab. 

Arbeiten wie [69] verwenden implizite Treffermengen, sogenannte „Implicit Hitting Sets“ 

[70] [71] [72], in Verbindung mit (Max)SAT-Lösern zum Berechnen von Diagnosen. Implizite 

Treffermengen sind hierbei Treffermengen, die iterativ berechnet werden, indem eine 

immer größer werdende Menge an nicht optimalen Lösungen ausgeschlossen wird. Sie sind 

deswegen implizit, da sie nicht wie bei der klassischen Treffermengenberechnung mit einer 

Menge von Klauseln beginnen und die boolesche Formel, die durch die Konjunktion der 

Klauseln entsteht, lösen, sondern mit einer leeren Menge von Literalen (die jeweils einer 

defekten Komponente entsprechen) anfangen und diese solange vergrößern, bis ein 

(Max)SAT-Löser bestätigt, dass diese Menge von Literalen eine Treffermenge ist. 

Der größte Nachteil des SAT-basierten Ansatzes ist jedoch die „Kompilierung“, das heißt, die 

Überführung des MBD-Problems in ein SAT-Problem. Um ein Problem direkt mithilfe eines 

SAT-Lösers zu lösen, muss das MBD-Problem zunächst in eine aussagenlogische Form 

gebracht werden. Während dies bei logischen Schaltkreisen ohne Weiteres möglich ist, 



11 
 

benötigen qualitative Modelle bereits eine Anpassung des SAT-Lösers, um mit 

mehrdimensionalen anstelle von binären Zuständen umgehen zu können, da eine binäre 

Darstellung der Systembeschreibung schnell zu einer kombinatorischen Explosion der 

Klauselmenge führen würde [73]. Für quantitative Modelle ist eine direkte Berechnung von 

Diagnosen nicht möglich, da quantitative Modelle reellwertige Ausgaben liefern, die nicht 

durch einfache Variablenbelegungen geprüft werden können. Weiterhin sind die 

Simulationen bei quantitativen Modellen zu aufwendig, um sie, in der von einem SAT-Löser 

benötigten Zahl, durchzuführen. Für quantitative modellbasierte Diagnose können SAT-Löser 

lediglich zur Berechnung von Treffermengen aus den Konfliktmengen, die durch ein 

konsistenzbasiertes Verfahren bestimmt wurden, verwendet werden. Für diese Anwendung 

ist ihre Effizienz allerdings vergleichsweise gering, wie der Vergleich von verschiedenen 

Algorithmen zur Berechnung von Treffermengen der Autoren von [74] gezeigt hat. 

 

2.4 Kalibrierung von Simulationsmodellen 
 

Für die modellbasierte Diagnose eines technischen Systems wird zunächst ein Modell 

benötigt. Dieses Modell muss möglichst genau sein, da ein Diagnosealgorithmus auf die 

Erkennung von Diskrepanzen zwischen erwartetem und beobachtetem Verhalten 

angewiesen ist. Das Erzeugen eines genauen quantitativen Modells ist jedoch schwierig, da 

das Verhalten von realen technischen Systemen durch äußere Störfaktoren beeinflusst wird. 

Weiterhin erschweren Messungenauigkeiten und Rauschen das Erfassen des exakten 

Verhaltens eines Systems. Aus diesem Grund muss ein Modell auf der einen Seite 

ausreichend genau sein, um Diagnose zu ermöglichen und auf der anderen Seite allgemein 

genug sein, um natürliche Abweichungen im Verhalten des realen Systems zu kompensieren. 

Das Erstellen eines Modells folgt folgendem Ablauf: Erfassung der einzelnen Komponenten 

des Systems; Analyse des Verhaltens der Komponenten; Kalibrierung des Modells. Die 

Analyse des Verhaltens der einzelnen Komponenten kann empirisch erfolgen, für 

Diagnosezwecke wird allerdings meist der analytische Ansatz gewählt, bei dem das 

Verhalten einer Komponente durch die ihr zugrundeliegenden physikalischen 

Gesetzmäßigkeiten definiert wird (White Box Knowledge). Bei der Kalibrierung werden 

exakte Werte für die Parameter bestimmt, die während der Modellierung gewählt wurden, 

um das Verhalten der Komponente zu beschreiben. Diese Werte müssen so gewählt werden, 

dass das Verhalten des Modells das Verhalten des realen technischen Systems möglichst 

genau wiedergibt. Klassisch wird diese Kalibrierung manuell durchgeführt, indem per Trial-

and-Error solange Werte für die Parameter eingesetzt und angepasst werden, bis eine 

ausreichend hohe Übereinstimmung erreicht wurde. Hierfür werden meist graphische 

Verfahren und eine Qualitätsmetrik verwendet. Die initiale Kalibrierung erfolgt oft durch 

graphische Verfahren. Dem Experten stehen hierbei aufgezeichneten Daten in Form von 

Profilen zur Verfügung. Zur Aufzeichnung von Profilen werden alle Systemvariablen des 

realen Systems festgehalten und nur jeweils eine (falls möglich) variiert. Diese Profile lassen 
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sich graphisch veranschaulichen. Der Experte2 kann während der Kalibrierung die simulierten 

Daten mit den Profilen graphisch vergleichen, um eine grobe Einschätzung der Qualität der 

Kalibrierung zu erhalten und zu bestimmen, welche Parameter als Nächstes in welcher 

Weise modifiziert werden sollen. Zusätzlich wird der Experte durch eine Qualitätsmetrik 

unterstützt, die die Qualität der Kalibrierung quantifiziert. Im weiteren Verlauf der 

Kalibrierung nimmt die Bedeutung des graphischen Vergleichs ab und der Experte führt die 

Kalibrierung mit Fokus auf die Qualitätsmetrik durch. Der graphische Vergleich ist gerade zu 

Beginn der Kalibrierung wichtig, da mit ihm bestimmt wird, welche Profile oder Bereiche 

innerhalb der Profile auf welche Weise unzureichend durch das Modell reproduziert werden. 

Nach der Identifizierung dieser Profile oder Bereiche können die entsprechenden Parameter 

adäquat angepasst werden. In der Praxis stehen allerdings nicht immer Profile zur 

Verfügung. Gerade bei Systemen, die sich bereits im Einsatz befinden, besteht oft nicht die 

Möglichkeit bestimmte Systemvariablen festzuhalten. Anstelle der Profile erhält der Experte 

auf den ersten Blick willkürliche Verläufe von Messgrößen. Der Vorteil des graphischen 

Vergleichs entfällt damit weitestgehend und der Experte muss sich ausschließlich auf die 

Qualitätsmetrik verlassen. Wenn dem Experten nur eine Qualitätsmetrik zur Verfügung 

steht, fehlt dem Experten gerade zu Beginn der Kalibrierung die Orientierung, welcher 

Parameter als Nächstes in welcher Weise modifiziert werden soll und damit eine 

Einschränkung des Parametersuchraums. Weiterhin gestaltet sich die manuelle Kalibrierung 

aufgrund von unterschiedlichen Aspekten als schwierig. Der Raum der Parameterwerte, der 

durchsucht werden muss, ist meist so groß, dass dies von Hand kaum bewältigbar ist, sodass 

die Kalibrierung oft mit einer guten, aber nicht optimalen Lösung endet. Im Allgemeinen 

lässt sich bei einer gefundenen Wertebelegung nicht überprüfen, ob sie ein Optimum ist, 

oder eine Lösung, die sich durch weitere Anpassungen in ein Optimum überführen lässt. Die 

Qualität der Lösung hängt dann von der subjektiven Einschätzung des Experten ab, ob er 

eine weitere Verbesserung durch das Ausprobieren von weiteren Parameterwerten 

erreichen könnte und wie groß diese Verbesserung wäre. Zusätzlich wird die Suche per Hand 

besonders erschwert, wenn die Parameter in einem nichtlinearen Zusammenhang 

zueinanderstehen. Weiterhin ist es nicht ersichtlich, ob bei einer unzureichenden 

Übereinstimmung die Qualität der Parameter die Ursache ist, oder Defizite des Modells 

selbst. Dies hat Einfluss auf die Modellbildung. Damit Defizite im Modell erkannt werden 

können, muss das Modell zunächst aufwendig kalibriert werden. Wenn die Genauigkeit des 

Modells danach nicht ausreichend hoch ist und der Experte der Meinung ist, dass er durch 

weiteres Kalibrieren keine signifikante Verbesserung mehr erreichen kann, dann wird das 

Modell angepasst. Anschließend wird das angepasste Modell erneut manuell kalibriert. 

Dieser Vorgang wird solange durchgeführt, bis das Modell eine ausreichend hohe 

Genauigkeit aufweist. Da der Kalibrierungsprozess sehr aufwendig und nur schwer zu 

überschauen ist, ist es attraktiv diesen durch Methoden der KI zu unterstützen. 

Anwendungsgebiete von KI gestützter Kalibrierung von Simulationsmodellen sind 

hauptsächlich hydrologische Simulationsmodelle [75] [76] [77] [78] [79] [80] [81], aber auch 

Energieverbrauchssimulationen von Gebäuden [82], Motorsimulationen [83], 

 

2 Ein Experte kann von beliebigem Geschlecht sein. 
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Verkehrssimulationen [84] [85] [86], Simulationen von CMOS-Geräten [87] und 

Waldwachstumssimulationen [88], sowie die Kalibrierung von zellulären Automaten [89]. 

In der Literatur lassen sich verschiedene Verfahren zur automatischen Kalibrierung von 

Simulationsparametern finden. Diese Verfahren werden überwiegend im Kontext der 

Bestimmung von Parametern für hydrologische Modelle genutzt. Die meisten Verfahren 

verwenden eine Form von evolutionärem Algorithmus. Das weitverbreitetste Verfahren ist 

der Genetische Algorithmus (GA) [90] in verschiedenen Variationen [87] [79] [85] [91] [89] 

[83] [82]. Ein genetischer Algorithmus verfügt über eine Population von Individuen. Die 

Individuen verfügen über Chromosomen, die wiederum aus Genen bestehen. Im Kontext der 

automatischen Kalibrierung ist ein Individuum meist eine vollständige 

Parameterwertbelegung und jedes Gen entspricht einem Parameterwert. Diese Population 

wird iterativ durch künstliche Selektion, Rekombination und Mutation konvergiert. Hierzu 

wird die Population zu Beginn jeder Iteration, auch Generation3 genannt, in eine Menge von 

Überlebenden und Nachkommen geteilt. Die Überlebenden werden ohne Änderungen in die 

Population der nächsten Iteration übernommen. Auf der Menge der Nachkommen werden 

Rekombinations- und Mutationsoperatoren ausgeführt. Bei der Rekombination werden die 

Gene von zwei oder mehr Individuen zu einem neuen Individuum rekombiniert. Die 

klassische Form der Rekombination ist dabei der Single Point Crossover. Hierbei werden zwei 

Eltern-Individuen zu einem neuen Individuum rekombiniert, indem zunächst ein zufälliger 

Index 𝑖 ∈ [0, 𝑛 − 1] gewählt wird, wobei 𝑛 die Anzahl der Gene der Eltern-Individuen ist. 

Anschließend wird ein neues Individuum erzeugt und es erhält die Gene (0, … , 𝑖) vom ersten 

Eltern-Individuum und die Gene (𝑖 + 1, … , 𝑛 − 1) vom zweiten Eltern-Individuum. Nach der 

Rekombination werden die Individuen mutiert, indem zufällige Gene von zufälligen 

Individuen zufällig verändert werden. Die Überlebenden, sowie die rekombinierten und 

mutierten Nachkommen, werden zu einer neuen Population zusammengefasst. Diese neue 

Population wird in der nächsten Iteration verwendet. Der Algorithmus terminiert, wenn eine 

bestimmte Anzahl an Generationen erreicht wurde, oder für eine bestimmte Anzahl an 

Generationen keine Verbesserung stattgefunden hat. Ein weiterer Vertreter der 

evolutionären Algorithmen, und dem genetischen Algorithmus sehr ähnlich, ist der Shuffled 

Complex Evolution Algorithmus (SCE-UA) [92] [75] [77], der speziell für die Kalibrierung von 

konzeptionellen Regenwasserabflussmodellen entwickelt wurde. Der SCE-UA verwendet 

ebenfalls eine Population, sowie Selektion, Rekombinations- und Mutationsoperatoren, 

jedoch unterscheidet er sich vom genetischen Algorithmus insoweit, als dass die initiale 

Population in kleinere Gruppen, sogenannte Komplexe, aufgeteilt wird. Die Individuen der 

einzelnen Komplexe werden unabhängig voneinander für eine gewisse Anzahl von 

Generationen rekombiniert und mutiert, bevor sie erneut zu einer Population 

zusammengefasst und anschließend erneut in Komplexe aufgeteilt werden. 

Bei der Particle Swarm Optimization (PSO) [93], wie sie unter anderem von [94] [95] [96] [97] 

zur Kalibrierung von Regenwasser Abflussmodellen verwendet wird, wird ebenfalls eine 

Population, bestehend aus Individuen nach dem Vorbild des biologischen 

 

3 Die Bezeichnung „Generation“ kann sowohl für die Iteration als auch für die Population einer bestimmten 
Iteration verwendet werden. 
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Schwarmverhaltens von Vögeln und Fischen evolviert. Die Population wird auch Schwarm 

und die Individuen des Schwarms Partikel genannt. Zunächst wird ein Schwarm mit 

zufälligen Partikeln initialisiert. Jedes Partikel 𝑝 ist ein Vektor und verfügt über eine 

persönliche beste Position 𝑏𝑝. Diese wird mit 𝑏𝑝 = 𝑝 initialisiert. Zusätzlich verfügt jedes 

Partikel über eine Geschwindigkeit 𝑣𝑝. Die beste Position des gesamten Schwarms wird mit 

𝑔 bezeichnet. Während jeder Iteration werden für jeden Wert 𝑝𝑖, mit 𝑖 = (0, … , |𝑝| − 1), 

jedes Partikels 𝑝 die Zufallszahlen 𝑟𝑝,𝑖, 𝑟𝑔,𝑖 ∈ [0,1] gewählt. Die Geschwindigkeit 𝑣𝑝 von 𝑝 

wird Elementweise durch 𝑣𝑝,𝑖 = 𝜔𝑣𝑝,𝑖 + 𝜙𝑝𝑟𝑝(𝑏𝑝,𝑖 − 𝑝𝑖) + 𝜙𝑔𝑟𝑔(𝑔𝑖 − 𝑝𝑖) angepasst, wobei 

𝜔, 𝜙𝑝 und 𝜙𝑔 frei gewählt werden können. Mithilfe von 𝑣𝑝,𝑖 wird die Position von 𝑝 

angepasst. Wenn die Fitness von 𝑝 besser ist als die Fitness von 𝑏𝑝, wird 𝑏𝑝 = 𝑝 gesetzt. 

Wenn die Fitness von 𝑝 besser ist als die Fitness von 𝑔, dann wird 𝑔 = 𝑝 gesetzt. Der 

Algorithmus terminiert, wenn eine gewisse Anzahl an Iterationen erreicht wurde oder wenn 

für eine gewisse Anzahl an Iterationen keine Verbesserung stattgefunden hat. 

Weiterhin wird seltener Differential Evolution (DE) [98] angewandt [80]. Der Differential 

Evolution Algorithmus ist ebenfalls ein evolutionärer Algorithmus. Die Individuen der 

Population des Differential Evolution Algorithmus sind einfache Vektoren. Die Population bei 

der Differential Evolution wird iterativ evolviert, indem während jeder Iteration für jedes 

Individuum 𝑥 der Population zunächst jeweils drei unterschiedliche andere Individuen 𝑦1, 𝑦2, 

𝑦3 aus der Population gewählt werden. Anschließend wird ein Donator-Vektor 𝑥′ = 𝑦1 + 𝐹 ⋅

(𝑦2 − 𝑦3) erzeugt, wobei 𝐹 ∈ [0,2] eine Konstante ist. Aus dem Individuum 𝑥 und dem 

Donator-Vektor 𝑥′ wird ein sogenannter Versuchs-Vektor 𝑢 erzeugt. Hierbei wird für jedes 

Element 𝑒𝑢,𝑖 von 𝑢, mit 𝑖 ∈ (0, … , |𝑥| − 1) eine Zufallszahl 𝑟𝑖 ∈ [0,1] gewählt. Zusätzlich wird 

eine ganzzahlige Zufallszahl 𝑗 ∈ [0, … , |𝑥| − 1] bestimmt. Der Wert von 𝑒𝑢,𝑖 wird auf 𝑒𝑥′,𝑖 

gesetzt, wenn 𝑟𝑖 ≤ 𝐶𝑅 oder 𝑖 = 𝑗 ist, wobei die Konstante 𝐶𝑅 ∈ [0,1] hierbei die 

Rekombinationswahrscheinlichkeit ist. Der Wert von 𝑒𝑢,𝑖 wird auf 𝑒𝑥,𝑖 gesetzt, wenn 𝑟𝑖 > 𝐶𝑅 

und 𝑖 ≠ 𝑗 ist. Die Population der nächsten Generation wird gebildet, indem für jedes 

Individuum 𝑥, die Fitness von 𝑥 mit der Fitness des zugehörigen Versuchs-Vektors 𝑢 

verglichen wird. Wenn die Fitness von 𝑥 größer ist, als die Fitness von 𝑢, dann wird 𝑥 in die 

Population der nächsten Generation aufgenommen und 𝑢 verworfen. Wenn die Fitness von 

𝑥 kleiner ist als die Fitness von 𝑢, dann wird 𝑢 in die Population der nächsten Generation 

aufgenommen. Der Algorithmus terminiert, wenn eine bestimmte Anzahl von Generationen 

erreicht wurde, oder für eine bestimmte Anzahl an Generationen keine Verbesserung mehr 

stattgefunden hat. 

Ein nicht populationsbasierter Algorithmus ist Simulated Annealing (SA) [99], der ebenfalls 

zur Kalibrierung von Regenwasser Abflussmodellen eingesetzt wird [100]. Beim Simulated 

Annealing Algorithmus wird zunächst eine zufällige Lösung erzeugt. Diese Lösung wird 

iterativ modifiziert. Hierbei wird eine zufällige Modifikation akzeptiert, wenn sie die Fitness 

der Lösung verbessert. Wenn eine Modifikation die Fitness nicht verbessert hat, so wird 

diese ebenfalls akzeptiert, allerdings nur mit einer, durch eine sogenannte 

Temperaturfunktion, gegebenen Wahrscheinlichkeit. In jeder Iteration sinkt die 

„Temperatur“ und damit die Wahrscheinlichkeit, eine Modifikation zu akzeptieren, die die 

Fitness der Lösung nicht verbessert. Der Algorithmus terminiert, wenn eine gewisse Anzahl 

an Iterationen erreicht wurde. 
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Ein weiteres Verfahren ist die Stepwise Line Search (SLS) [78], bei der die Parameter 

zunächst geschätzt werden und anschließend iterativ ein Parameter nach dem anderen 

verändert wird, während die anderen Parameter festgehalten werden. Beim ersten 

Parameter beginnend, wird dieser um einen festen Wert erhöht. Verbessert dies die 

Übereinstimmung der Gesamtfunktion, wird mit dem nächsten Parameter fortgefahren, 

ansonsten wird der aktuell betrachtete Parameter um denselben Wert verringert. Führt auch 

dies zu keiner Verbesserung der Übereinstimmung, wird ebenfalls mit dem nächsten 

Parameter fortgefahren, ohne eine Veränderung durchzuführen. Der Algorithmus terminiert, 

wenn eine bestimmte Anzahl an Iterationen erreicht worden ist oder eine ausreichend gute 

Übereinstimmung gefunden wurde. Dieses Verfahren hat allerdings zwei wesentliche 

Nachteile. Zum einen können damit keine Parameter optimiert werden, die einen 

nichtlinearen Zusammenhang zueinander haben, da die Parameter einzeln nacheinander 

verändert werden. Zum anderen handelt es sich hierbei um einen Suchalgorithmus, der 

leicht in lokalen Optima stecken bleiben kann. Die Autoren von [88] vereinen die iterative 

Vorgehensweise von SLS in Verbindung mit Gibbs-Sampling. Hierbei erfolgt die Auswahl des 

zu optimierenden Parameters in jeder Iteration zufällig. Wie bei SLS bleiben die restlichen 

Parameter unverändert. Der ausgewählte Parameter wird anschließend solange angepasst, 

bis keine Verbesserung bezüglich der Qualitätsmetrik mehr erreicht werden kann. 

Anschließend wird ein neuer Parameter gewählt und der Vorgang wiederholt. Die Autoren 

vergleichen SLS mit Gibbs-Sampling-SLS und einem evolutionären Algorithmus zur Simulation 

von Waldwachstum und kommen zu dem Schluss das Gibbs-Sampling-SLS bessere 

Ergebnisse liefert als SLS und evolutionäre Algorithmen bessere Ergebnisse liefern als Gibbs-

Sampling-SLS. 

Vergleiche von verschiedenen Algorithmen für hydrologische Modelle von unterschiedlicher 

Rechenkomplexität haben ergeben, dass kein dominierender Algorithmus existiert und das 

die Qualität der Ergebnisse der einzelnen Verfahren ähnlich ist. Die Performanz der 

einzelnen Algorithmen hängt entscheidend vom zu kalibrierenden Modell ab [101] [102] 

[103] [104] [105], was in Übereinstimmung mit dem sogenannten No-free-Lunch-Theorem 

[106] [107] ist, das besagt, dass jeder Such- und Optimierungsalgorithmus einen Vorteil auf 

einer Klasse von Problemen, mit einem Nachteil von exakt derselben Signifikanz auf einer 

anderen Klasse von Problemen bezahlt. 

Der Nachteil von globalen Suchalgorithmen wie evolutionären Algorithmen ist, dass sie zwar 

in die Nähe eines globalen Optimums kommen, allerdings das genaue globale Optimum 

selten finden. Dies liegt an der groben Suche, die globale Suchalgorithmen durchführen. 

Sowohl Rekombination, als auch Mutation stellen oft starke Veränderungen der Lösung dar. 

Zum Finden des genauen globalen Optimums, müsste die Suche feiner werden, sobald sich 

der Algorithmus in der Nähe des globalen Optimums befindet. Lokale Suchstrategien 

hingegen können einen kleinen Suchraum sehr genau absuchen, bleiben allerdings häufig in 

lokalen Optima stecken und finden daher globale Optima nur unzuverlässig. Optimal wäre 

ein Algorithmus, der durch eine grobe Suche in die Nähe des globalen Optimums kommt und 

dort mit einer feinen Suche das genaue globale Optimum findet. Dies kann durch 

Hybridisierung eines globalen Suchalgorithmus mit einem lokalen Suchalgorithmus 

umgesetzt werden. Hierbei wird ein globaler Suchalgorithmus, wie ein genetischer 
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Algorithmus, verwendet, um eine initiale Lösung zu erzeugen. Wenn der globale 

Suchalgorithmus die Lösung nicht weiter verbessern kann, wird von dieser Lösung aus eine 

lokale Suche durchgeführt. Dieser Prozess kann anschließend wiederholt werden, solange bis 

die Lösung nicht weiter verbessert werden kann. 

 

2.5 Auswahl des Verfahrens 
 

Eine Diagnose-Engine sollte möglichst generisch sein und es ermöglichen eine Vielzahl von 

unterschiedlichen realen Systemen zu diagnostizieren. Die Modelle sollten dabei von 

Experten derjenigen Domäne, für die die Diagnose-Engine eingesetzt werden soll, erzeugt 

werden können. Da nicht immer vorausgesetzt werden kann, dass diese die Möglichkeit 

haben, sich in die Funktionsweise des Diagnosealgorithmus einzuarbeiten, sollte diese 

wegabstrahiert werden, sodass der Experte lediglich das Wissen über seine eigene Domäne 

formalisieren muss. Hierfür muss eine strikte Trennung von Modell und Algorithmus 

stattfinden. Die Beschreibungsmächtigkeit des Modells muss ausreichend groß sein, um 

möglichst viele Systeme abbilden zu können. Zur Erzeugung des Modells muss es einen 

Modelleditor geben, der von einem Wissensingenieur verwendet werden kann, der wenig 

oder keine Information über den Diagnosealgorithmus hat. Aus der Forderung nach einer 

möglichst großen Beschreibungsmächtigkeit der Modellsprache folgt die Verwendung von 

quantitativen Modellen. Diese können prinzipiell in beliebiger Genauigkeit erzeugt werden, 

abhängig von der Menge und Qualität der aufgezeichneten Daten des realen Systems. Die 

Verwendung von quantitativen Modellen bringt allerdings die Notwendigkeit der 

Kalibrierung mit sich. Da diese abhängig vom Modell sehr aufwendig werden kann, soll diese 

durch KI unterstützt werden, um den Wissensingenieur zu entlasten. Idealerweise sollte ein 

Diagnosesystem nicht angewiesen sein auf proprietäre Drittanbietersoftware oder 

Bibliotheken, um es zu ermöglichen, das Diagnosesystem für einen möglichst breiten Einsatz 

auf verschiedene Plattformen übertragen zu können. Aus diesem Grund sollte ein 

unabhängiges Modellformat gewählt werden, zu dem ein entsprechender Simulator zu 

entwickeln ist. Der Fokus beim Modellformat sollte darauf liegen, dass es leicht verständlich 

ist und der zugehörige Modelleditor auf möglichst vielen Plattformen einsatzfähig ist, ohne 

die Beschreibungsmächtigkeit des Modells einzuschränken. Weiterhin sollte die 

Einarbeitungszeit möglichst gering sein, um es attraktiv für Experten aus verschiedenen 

Domänen zu machen. Da technische Systeme oft mehrere Komponenten desselben Typs 

enthalten, sollten Komponenten auf Klassenebene modelliert und anschließend instanziiert 

werden können. Auf diese Weise entfällt die Notwendigkeit für Mehrfachbeschreibungen 

von identischen Komponenten. Da in der Realität nicht immer davon ausgegangen werden 

kann, dass zu jedem Zeitschritt immer dieselben Messwerte vorhanden sind, soll der 

Simulator mit einer dynamisch wechselnden Menge von Messwerten umgehen können. 

Hierfür soll er auch in der Lage sein nur Teile eines Modells zu simulieren, abhängig von den 

verfügbaren Messwerten. Der Simulator muss nicht nur mit den Primäreingabewerten, 

sondern mit beliebigen gemessenen Eingabe- und Ausgabewerten umgehen können, da 

auch Messwerte, die durch Zwischenmessungen entstanden sind, verwendet werden sollen. 
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Hierdurch soll sichergestellt werden, dass die Simulation mit so vielen Daten des realen 

Systems wie möglich durchgeführt wird, um die Genauigkeit des Modells zu erhöhen. 

Das Diagnosesystem soll auf Basis von einem Modell und Messwerten Diagnosen stellen 

können. Zu diesen Diagnosen sollen die zugrundeliegenden Symptome mitgespeichert 

werden. Es sollen wahlweise alle möglichen Diagnosen gestellt werden, oder nur die 

wahrscheinlichsten. Die gestellten Diagnosen sollen zusammen mit den entsprechenden 

Symptomen nach Wahrscheinlichkeit geordnet in einer XML-Datei gespeichert und dem 

Experten präsentiert werden können. 

Basierend auf den Vor- und Nachteilen der einzelnen Diagnoseverfahren wurde das 

konsistenzbasierte Verfahren gewählt, da dies den Anforderungen am besten gerecht wird. 

Da die Beschreibungsmächtigkeit des Modells möglichst hoch sein sollte, wird das Verhalten 

des Modells quantitativ definiert. Dies hat einige Implikationen für die Modellbeschreibung 

selbst. Zum einen ist es selten möglich, das Fehlverhalten von Komponenten vollständig 

quantitativ zu erfassen. Zum anderen würde, selbst wenn es möglich wäre, es vollständig zu 

erfassen, die benötigte Dauer einen konsistenten Systemzustand zu berechnen prohibitiv 

groß sein. Für die Berechnung eines konsistenten Systemzustands müsste der 

Diagnosealgorithmus im schlimmsten Fall eine Kombination aller möglichen Fehlerzustände 

berechnen. Die Überprüfung jeder solchen Hypothese (eine Zuweisung eines Nominal- oder 

Fehlerzustandes zu jeder Komponente) erfordert eine eigene Simulation. Im Gegensatz zum 

aussagenlogischen Fall ist eine Simulation eines quantitativen Modells jedoch wesentlich 

aufwendiger, sodass der Ansatz, wie ihn SAT-basierte Verfahren verwenden, nicht mit 

vertretbarem Aufwand anwendbar ist. Abduktive Diagnose scheidet damit aus. Bedingt 

durch die Struktur von technischen Systemen ist es möglich die einzelnen Komponenten des 

zu diagnostizierenden Systems als Modellgraphen darzustellen. Die Komponenten 

entsprechen dabei den Knoten und die Verbindungen unter den Komponenten den Kanten 

des Modellgraphs. Hierdurch werden Abhängigkeiten unter den Komponenten nicht nur 

implizit gegeben, sondern können ohne Mehraufwand explizit während der Modellbildung 

formalisiert werden. Weiterhin sind unterschiedliche Komponenten in der Realität oft 

unterschiedlich ausfallanfällig. Ein einfacher Leiter ist beispielsweise meist weniger 

fehleranfällig als eine Komponente mit mechanischen Bauteilen. Dieses Wissen kann genutzt 

werden, um die Modelle zu augmentieren. Der konsistenzbasierte Ansatz bietet für diesen 

Anwendungsfall die richtigen Werkzeuge, Diagnosen nur mithilfe des Wissens über das 

Nominalverhalten des Systems zu stellen. Mithilfe des Modellgraphen können 

Konfliktmengen berechnet werden, aus denen Treffermengen erzeugt werden können. Die 

Erzeugung der Treffermengen kann durch die Verwendung der Ausfallwahrscheinlichkeiten 

der einzelnen Komponenten unterstützt werden. Ein entscheidender Vorteil, den der 

konsistenzbasierte Ansatz der KI bringt, ist die Möglichkeit das Modell vom 

Diagnosealgorithmus zu trennen. Hierdurch können die Diagnosefähigkeiten eines 

technischen Systems leicht erweitert oder das Diagnosesystem an verschiedene technische 

Systeme angepasst werden, da nur das Modell verändert, beziehungsweise ausgetauscht 

werden muss. Es müssen keine Änderungen am Diagnosealgorithmus durchgeführt werden. 

Da nur das Nominalverhalten beschrieben werden muss, lassen sich, wenn ausreichend 

aufgezeichnete Daten verfügbar sind, Modelle relativ einfach erzeugen. Weiterhin 
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ermöglicht der modulare Aufbau des Modells mithilfe eines explizit definierten 

Modellgraphen die Wiederverwertung von einmal definierten Komponenten. Zusätzlich 

benötigt der Wissensingenieur beim Erzeugen der Modelle kein Wissen über die 

Funktionsweise des Diagnosealgorithmus. 

Für den Modelleditor wurde Microsoft Excel [108] ausgewählt. Excel ist de facto 

Industriestandard, hat einen hohen Bekanntheitsgrad und ist auf nahezu jedem Rechner 

lauffähig. Durch die Verwendung von Excel als Modelleditor wird die Einsetzbarkeit 

begünstigt und es entfällt die Einarbeitungszeit in einen neuen Modelleditor. Eine 

ausreichende Mächtigkeit der Beschreibungssprache wird durch die Verwendung von Python 

[109] Inline-Code zur Erzeugung der quantitativen Beschreibungen des Modells 

gewährleistet. Mithilfe von Python können simple Modelle, die nur arithmetische Ausdrücke 

verwenden, aber auch Modelle, die komplexe Berechnungen mit if-else-Konstrukten 

durchführen, definiert werden. Zur Simulation des Modells wurde ein eigener effizienter 

parallelisierbarer Simulator entwickelt, der auch für die automatische Kalibrierung genutzt 

wird. 

Für die automatische Kalibrierung selbst wird ein auf dem Genetischen Algorithmus 

aufbauender Zyklischer Genetischer Algorithmus verwendet. Der Genetische Algorithmus 

wurde ausgewählt, da dieser bereits für die Kalibrierung von konzeptionellen 

Regenwasserabflussmodellen konsistent gute Ergebnisse geliefert hat. Die Stärken des 

Genetischen Algorithmus liegen in seiner vielseitigen Einsetzbarkeit und der effizienten 

Parallelisierung, was mit der aktuell steigenden Anzahl an Prozessorkernen von großem 

Vorteil ist. Der Zyklische Genetische Algorithmus ist hybridisiert mit einem Hill Climber, um 

die relativ grobe Suchrasterung des Genetischen Algorithmus auszugleichen. Die 

Fitnessfunktion wird mithilfe desselben Simulators berechnet, der auch für die Diagnose-

Engine verwendet wird. Hierbei muss das zugrundeliegende Modell nicht umgewandelt 

werden, sondern kann direkt verwendet werden. Der Satz von Parametern, der durch die 

automatische Kalibrierung bestimmt wird, lässt sich direkt für das Modell verwenden. 
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3 Klassische Fehlererkennung im Satellitenbetrieb 
 

Dieses Kapitel beschreibt den Vorgang der klassischen Fehlererkennung mithilfe einer ASCII-

Telemetrie-Anzeige, am Beispiel des Betriebs des SONATE-Nanosatelliten [110] [111] [112] 

[113] [114] und geht auf die Bedeutung von KI gestützter Fehlererkennung und Diagnose für 

Interplanetare Missionen, große Satellitenkonstellationen und für die bemannte Raumfahrt 

ein. Zunächst wird dafür das SONATE-Missionskontrollzentrum und die Telemetrie-

Anzeigesoftware vorgestellt, die für den Einsatz während der SONATE-Mission entwickelt 

wurde. Anschließend wird darauf eingegangen, wie die Anzeigesoftware dazu verwendet 

wird, die Telemetrie des Satelliten zu überwachen und mögliche Fehler zu erkennen. Hierbei 

wird auch auf die Schwächen der klassischen Fehlerüberwachung eingegangen und die 

Vorteile einer KI gestützten Fehlererkennung betont. Der Vorgang und die Nachteile der 

klassischen Fehlererkennung werden anhand von Beispielen veranschaulicht. 

 

3.1 SONATE-Nanosatellit 
 

Der SONATE-Nanosatellit ist ein 3U-Nanosatellit zur Verifikation von autonomen Detektions-, 

Planungs- und Diagnosetechnologien, entwickelt an der Universität Würzburg. Er verfügt 

über zwei Energieversorgungsbusse, die verschiedene Nutzlasten und Verbraucher, unter 

anderem zwei experimentelle AROS-Sternenkameras, drei experimentelle Reaktionsräder, 

ein ASAP-System zur autonomen Detektion von plötzlichen und unvorhergesehenen 

Phänomenen, vier on-board Computer, zwei HISPICO-Systeme, zwei ADIA-L Platinen und 

zwei ADCS-Lageregelungssysteme mit der Hauptenergieversorgung, bestehend aus zwei 

Lithium-Ionen Batteriepacks und 24 Solarzellen, verteilt auf vier Solarpanele, verbindet. 

 
Abbildung 1: Schematische Darstellung des SONATE-Nanosatelliten mit seinen wesentlichen Komponenten, nämlich den 
Transceivern, Solarzellen, der ASAP-Nutzlast, experimentellen Sternenkameras, S-Band HISPICO-Systemen, 
experimentellen Reaktionsrädern, Interface- und Abschlussleiterplatinen, PCU Einheiten, ADIA-Nutzlasten, SSTV-
Systemen, ADCS-Systemen und OBDH on-board Computern [115]. 
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Abbildung 1 zeigt die schematische Darstellung des SONATE-Nanosatelliten und seiner 

wesentlichen Komponenten. Eine vollständige Auflistung der für die Diagnose relevanten 

Komponenten findet sich in Kapitel 9.1. 

 
Abbildung 2: Flugmodell des SONATE-Nanosatelliten [115]. 

Abbildung 2 zeigt das Flugmodell des SONATE-Nanosatelliten. Das Flugmodell ist die Version 

des Satelliten, die für den Einsatz im Orbit vorgesehen ist. Der Satellit wird kommandiert und 

sendet Telemetriedaten über UHF/VHF Radio. Kommandiert wird der Satellit über eine 

Bodenstation, die über ein Missionskontrollzentrum von menschlichen Operatoren bedient 

wird. Seit seinem erfolgreichen Start vom Kosmodrom Vostochny am 05.07.2019 lässt sich 

dieser zuverlässig kommandieren und sendet Telemetrie (Stand: 10.12.2019). 

 

3.2 Missionskontrollzentrum 
 

Über ein Missionskontrollzentrum wird ein Satellit von menschlichen Operatoren 

kommandiert und überwacht. Hierfür sind verschiedene Terminals vorgesehen, an denen 

sich im Regelbetrieb Operatoren befinden und über ASCII-Telemetrie-Anzeigen die 

Telemetrie der Subsysteme überprüfen, für die die jeweiligen Operatoren verantwortlich 

sind. Über das Missionskontrollzentrum wird der Satellit sowohl kommandiert als auch 

überwacht. Im Falle eines erkannten Fehlers meldet der Operator, der für das Subsystem an 

dem der Fehler erkannt wurde verantwortlich ist, diesen, sodass Gegenmaßnahmen in Form 

von Kommandos eingeleitet werden können, die von einem weiteren Operator 

kommandiert werden. 
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Abbildung 3: SONATE-Missionskontrollzentrum mit verschiedenen Terminals mit ASCII-Telemetrie-Anzeigen und 
Operatoren, die Terminals bedienen [116]. 

Abbildung 3 zeigt das SONATE-Missionskontrollzentrum der Universität Würzburg mit 

verschiedenen Terminals mit ASCII-Telemetrie-Anzeigen über das der SONATE-Nanosatellit 

überwacht wird, sowie weitere missionsrelevante Software und Operatoren, die Terminals 

bedienen. Während eines Überfluges wird von diesem Missionskontrollzentrum aus die 

Telemetrie des Satelliten analysiert und Kommandos an den Satelliten geschickt. 

 

3.3 Telemetrie-Anzeigesoftware 
 

Der klassische Missionsbetrieb umfasst eine ASCII-Telemetrie-Anzeige, über die ein Operator 

die Telemetrie des Satelliten präsentiert bekommt. Während des Betriebs erzeugt der 

Satellit in bestimmten Intervallen Telemetrie und speichert diese. Dies ist die sogenannte 

„Offline“-Telemetrie. Wenn der Satellit Kontakt zu einer Bodenstation hat, sendet er 

während des Überfluges erzeugte Telemetrie, sogenannte „Online“- oder „Live“-Telemetrie, 

an diese Bodenstation. Während des Kontakts kann auch die Offline-Telemetrie per 

Telekommando angefragt werden, welche der Satellit dann an die Bodenstation schickt. Am 

Boden wird sowohl die Offline- als auch die Live-Telemetrie in einer Datenbank gespeichert, 

wobei die Live-Telemetrie direkt an die Telemetrie-Anzeigesoftware weitergeleitet wird, wo 

diese angezeigt wird. 
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Abbildung 4: Screenshot der Telemetrie-Anzeigesoftware mit Telemetrie des Qualifizierungsmodells des SONATE-
Nanosatelliten. 

 
Abbildung 5: Screenshot der Graph-Anzeige der Telemetrie-Anzeigesoftware mit Telemetrie des sich im Orbit 
befindlichen SONATE-Nanosatelliten. 

Abbildung 4 zeigt einen Screenshot der Telemetrie-Anzeigesoftware, auch Telemetrie-Client 

genannt, der vom Autor dieser Arbeit für die SONATE-Mission entwickelt wurde, mit der 

Telemetrie des Qualifizierungsmodells des SONATE-Nanosatelliten auf vier sogenannten 

Telemetrieseiten und Abbildung 5 zeigt beispielhaft die Graph-Anzeige der Telemetrie-

Anzeigesoftware für vier Parameter des sich im Orbit befindlichen Flugmodells in zwei 

Graphen. Die Telemetrie wird zu sinnvollen Einheiten gruppiert und die Gruppen auf 

verschiedenen Seiten der Telemetrie-Anzeigesoftware dargestellt. Zur Betrachtung von 

Offline-Telemetrie kann diese über die Anzeigesoftware von der Datenbank explizit 

angefragt und dargestellt werden. 
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3.4 Telemetrie-Empfang und Vorverarbeitung 
 

Bei Kontakt des Satelliten mit der Bodenstation, sendet dieser Live-Telemetrie. Die 

empfangenen Rohdaten werden dort in der sogenannten Telemetriedatenbank gespeichert 

und gleichzeitig an den Telemetrie-Client weitergeleitet. Dieser erhält die Rohdaten und 

muss diese zunächst kalibrieren. Solche Kalibrierung umfasst unter anderem das Umwandeln 

von ADC-Werten der analog-digital Wandler (Analog-to-Digital Converter) zu Spannungen 

und Stromstärken und das Skalieren von Werten. Die Vorschriften zur Kalibrierung der 

einzelnen Werte werden einem speziellen Schema entnommen, das in der 

Telemetridatenbank gespeichert ist. 

1 -55 0.7137254902 
Abbildung 6: Beispiel für einen Kalibrierungsausdruck für den Telemetrieparameter SPR2VO. 

Abbildung 6 zeigt den Kalibrierungsausdruck für den Telemetrieparameter SPR2VO der 

Eingangsspannung des Entladereglers des zweiten Energieversorgungsbusses. Der erste 

Wert gibt den Typ der Kalibrierung an und die folgenden Werte sind die Argumente für die 

entsprechende Kalibrierungsfunktion. Bei diesem Ausdruck wird der Telemetrieparameter 

mit einem Polynom kalibriert. Das Polynom hat die Form 𝑓(𝑥) = −55 + 0.7137254902𝑥. 

Insgesamt gibt es 8 Typen von Kalibrierungen. Diese sind unter anderem die Skalierung 

durch einen Skalar, ein Polynom, eine Logarithmusfunktion oder eine Exponentialfunktion. 

Weiterhin gibt es Ausdrücke, die den numerischen Werten der Telemetrieparameter eine 

textuelle Beschreibung zuweisen. Diese dienen lediglich der Anzeige im Telemetrie-Client. 

Die kalibrierten Werte werden anschließend auf Verfügbarkeit geprüft. Verfügbarkeit 

bezeichnet hier die nachträgliche Prüfung, ob der Wert eines Telemetrieparameters gültig ist 

und damit verwendet werden kann, oder ob dieser ungültig und damit für die weiteren 

Berechnungen nicht verfügbar ist. Die Notwendigkeit der Prüfung auf Verfügbarkeit hat 

mehrere Ursachen. Zum einen ist ein Telemetrierahmen immer gleich lang, das heißt, er 

enthält immer gleich viele Telemetriewerte. Jedoch liefern nicht alle Sensoren immer gültige 

Werte. Wenn beispielsweise ein Subsystem ausgeschaltet ist, sind meist auch die Sensoren 

des entsprechenden Subsystems ausgeschaltet und liefern keine sinnvollen Werte. Ein 

ausgeschalteter Sensor liefert meist einen Standard-Wert. Es kann vorkommen, dass 

Leckströme hoch genug sind einen Sensor einzuschalten, welcher dann einen ungültigen, 

vom Standard-Wert abweichenden, Wert liefert. Da jeder Telemetrierahmen immer gleich 

lang sein muss, enthält der Telemetrierahmen auch solche ungültigen Werte. Diese Werte 

müssen herausgefiltert werden, da sie ansonsten Grenzwertüberschreitungen und damit 

Alarme auslösen könnten. Aus diesem Grund kann zu jedem Telemetrieparameter eine 

Bedingung, ein sogenannter Availability-Ausdruck, angegeben werden, der definiert, wann 

der entsprechende Telemetrieparameter verfügbar ist. Diese Bedingungen werden ebenfalls 

im Schema der Telemetriedatenbank gespeichert. 

(ADC1PW=1 OR ADC2PW=1) AND ADCVOL<5.499999 
Abbildung 7: Beispiel für einen Availability-Ausdruck für den Telemetrieparameter ADCVOL. 

Abbildung 7 zeigt den Availability-Ausdruck für den Telemetrieparameter ADCVOL, der 

Spannung des Lageregelungssystems (Attitude Determination and Control System, ADCS). 

Dieser ist abhängig von zwei anderen Telemetrieparametern ADC1PW und ADC2PW. Der 
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Telemetrieparameter ADCVOL ist verfügbar, wenn entweder ADCS1 oder ADCS2 

eingeschaltet sind und der Wert von ADCVOL kleiner ist als 5.499999. Ob ADCS1 oder 

ADCS2 eingeschaltet ist, wird durch ADC1PW und ADC2PW festgelegt. Wenn beide ADCS-

Systeme ausgeschaltet sind, dann ist auch kein Spannungssensor aktiv und ADCVOL ist nicht 

verfügbar. Die Bedingung 𝐴𝐷𝐶𝑉𝑂𝐿 < 5.499999 wird benötigt, da der entsprechende 

Spannungssensor im Falle einer Störung den Standard-Wert 5.5 liefert. Ein solcher Wert ist 

ebenfalls ungültig und sollte nicht für weitere Berechnungen verwendet werden. Zur 

Auswertung der Availability-Ausdrücke verfügt der Telemetrie-Client über einen speziellen 

Parser und Tree-Walker. Dem Parser liegt eine ANTLR .g4 Grammatik zugrunde [117]. Da sich 

die Ausdrücke auf andere Telemetrieparameter beziehen können, müssen zuerst alle 

Telemetrieparameter kalibriert werden, bevor die Verfügbarkeit ausgewertet werden kann. 

Sobald die Verfügbarkeit ausgewertet wurde, werden die Werte der Telemetrieparameter 

auf Grenzwertüberschreitungen geprüft. Alle Grenzwertüberschreitungen werden 

gesammelt und die Telemetrie zusammen mit den erkannten Grenzwertüberschreitungen 

angezeigt. Neben der Live-Telemetrie kann über ein entsprechendes Menü im Telemetrie-

Client auch Offline-Telemetrie angezeigt werden. Diese wird von der Telemetriedatenbank 

angefragt und wie die Live-Telemetrie ausgewertet und angezeigt. 

 
Abbildung 8: Telemetrie-Anzeige für Offline-Telemetrie mit Auswahlfenster für den Zeitraum der anzuzeigenden Offline-
Telemetrie sowie den Steuerknöpfen "Abspielen", "Pause", "Zurücksetzen", „Vor“, „Zurück“ und einem Schieberegler. 

Abbildung 8 zeigt den Telemetrie-Client mit Telemetrie-Anzeige für Offline-Telemetrie. Über 

die Menüleiste kann der Zeitraum ausgewählt werden für den Offline-Telemetrie von der 

Telemetriedatenbank angefragt werden soll. Daneben sind die Steuerknöpfe „Abspielen“, 

„Pause“ und „Zurücksetzen“ zu sehen, mit denen die Offline-Telemetrie abgespielt werden 

kann. Daneben befindet sich ein Schieberegler und die Knöpfe „Vor“ und „Zurück“, mit 

denen manuell durch die Offline-Telemetrie navigiert werden kann. Beim Abspielen der 

Offline-Telemetrie werden alle 𝑥 Zeiteinheiten jeweils ein Frame der Offline-

Telemetriedaten aus dem ausgewählten Zeitraum angezeigt. Der Wert 𝑥 ist hierbei frei über 

die Einstellungen des Telemetrie-Clients wählbar. 
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3.5 Fehlererkennung mithilfe der Telemetrie-Anzeigesoftware 
 

Bestimmte Telemetrieparameter verfügen über Grenzwerte, die, wenn sie verletzt werden, 

eine Benachrichtigung nach sich ziehen. Beispielsweise verfügt der Telemetrieparameter der 

Batteriespannung über einen Grenzwert, der eine Benachrichtigung bei einer möglichen 

Tiefentladung der Batterie auslösen soll. Ein solcher Alarm wird ausgelöst, wenn die 

Ausgangsspannung der Batterie unter einen bestimmten Wert fällt. Solche 

Benachrichtigungen sind oft kritisch, da, wie im Falle der Tiefentladung der Batterie, die 

entsprechenden Komponenten dauerhaft Schaden nehmen können. Wenn die Batterie 

beispielsweise tiefentladen wird, so entstehen Kurzschlüsse im Elektrolyt, wodurch die 

Gesamtkapazität der Batterie dauerhaft reduziert wird. Wenn eine solche 

Grenzwertverletzung eintritt, ist es allerdings möglicherweise bereits zu spät zu reagieren, 

besonders, wenn die Grenzwertverletzung aufgetreten ist während kein Operator verfügbar 

war, die Grenzwertverletzung zu bemerken. 

 
Abbildung 9: Screenshot der Anzeige von Grenzwertverletzungen der Telemetrie-Anzeigesoftware. 

Abbildung 9 zeigt einen Screenshot der Anzeige der Grenzwertverletzungen der Telemetrie-

Anzeigesoftware mit verschiedenen Grenzwertverletzungen von verschiedenen 

Telemetrieparametern. Zusätzlich zu dieser Übersicht wird der Operator über einen Zähler 

im Statusfenster der Telemetrie-Anzeigesoftware, sowie optional über ein akustisches Signal 

über eine neue Grenzwertverletzung informiert. Diese Benachrichtigungen haben allerdings 

nur dann Effekt, wenn ein Operator anwesend ist diese zu bemerken. Die ständige 

Anwesenheit eines Operators ist gerade bei kleineren Satelliten-Missionen nicht immer 

gewährleistet. Für missionskritische Systeme kann eine Grenzwertverletzung dazu führen, 

dass der Satellit in den sogenannten Safemode übergeht. Anschließend wird eine spezielle 

Kommandoliste abgearbeitet und alle nicht für den Betrieb essentiellen Subsysteme werden 

abgeschaltet. Das Übergehen in den Safemode ist allerdings eine wenig zufriedenstellende 

Lösung, da dieses dem Fehler nicht entgegenwirkt. Ein besseres Verfahren wäre es, mögliche 
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Fehler noch vor einer Grenzwertverletzung zu erkennen und zu reagieren, während dies 

noch möglich ist. Über ein ASCII-Display gestaltet sich dies jedoch als schwierig, 

insbesondere da standardmäßig nur die Telemetrie direkt angezeigt wird, die der Satellit 

während des Überfluges erzeugt. So ist es beim Überwachen eines Entladereglers, bei 

gegebener Spannung und Stromstärke der Energieversorgung zusammen mit den Lasten der 

einzelnen angeschlossenen Verbraucher schwierig zu entscheiden, ob die Spannungen und 

Ströme akzeptabel sind. Auch wenn keine Grenzwertverletzungen auftreten, kann der 

Entladeregler defekt sein. Die Telemetrie alleine gibt keine Auskunft darüber, ob 

beispielsweise ein von der Energieversorgung angeforderter Strom von 0,45 A bei den 

gegebenen Spannungen und Strömen der Energieversorgung und den Lasten der 

Verbraucher korrekt ist. Die Effizienz des Entladereglers hat sich möglicherweise 

verschlechtert und den von der Energieversorgung angeforderten Strom von einem 

Nominalwert von beispielsweise 0,26 A auf 0,45 A erhöht. Der Nominalwert ist dem 

Operator jedoch nicht bekannt, da dieser sehr dynamisch ist und von vielen 

unterschiedlichen Spannungen und Strömen gleichzeitig abhängig ist. In der Praxis ist es sehr 

unwahrscheinlich das ein Operator einen solchen Fehler nur mithilfe der Telemetrie 

bemerken würde. Idealerweise verfügt ein Operator über ausreichend Erfahrungswissen, um 

zu erkennen, dass ein angezeigter Wert nicht plausibel ist, sollte dieser auffällig stark vom 

erwarteten Wert abweichen. Diese Plausibilitätsprüfung hängt allerdings direkt von der 

Expertise, dem Wissen über die Funktionsweise des Satelliten und den Fähigkeiten des 

Operators ab, ist nicht immer verlässlich und hat wieder den Charakter der Erkennung von 

Grenzwertverletzungen. Weiterhin wäre ein Diagnosesystem, das an Bord des Satelliten 

eingesetzt wird, unabhängig davon, ob aktuell Kontakt zur Bodenstation besteht oder nicht. 

Das Diagnosesystem könnte den Satelliten permanent überwachen und Fehler erkennen. Bei 

Kontakt mit der Bodenstation würden die erkannten Fehler und gestellten Diagnosen an den 

Boden geschickt, wo sie dem Operator übersichtlich präsentiert werden würden. Durch die 

Verwendung eines Diagnosesystems muss der Operator nicht selbst die Telemetrie auf 

mögliche aufgetretene Fehler prüfen, sondern erhält das Ergebnis der Fehlerüberwachung, 

auf dessen Basis er Aktionen durchführen kann. Damit wird die Dauer zwischen dem 

Auftreten eines Fehlers und der ersten Reaktion darauf reduziert. 

 

3.6 Interplanetare Mission 
 

Die in diesem Kapitel am Beispiel des SONATE-Nanosatelliten beschriebenen Schwierigkeiten 

der manuellen Fehlererkennung intensivieren sich sobald interplanetare Missionen und der 

Betrieb von großen Satellitenkonstellationen betrachtet werden. Bei interplanetaren 

Missionen wird die manuelle Fehlererkennung durch eine zusätzliche 

Kommunikationsverzögerung erschwert. Die empfangene „Live“-Telemetrie repräsentiert 

bei solchen Missionen nicht den aktuellen Zustand des Satelliten, sondern einen bereits 

Vergangenen. Die Dauer der Kommunikationsverzögerung hängt dabei wesentlich von der 

Entfernung des Satelliten oder des Raumfahrzeugs von der Erde ab. So beträgt 

beispielsweise die Kommunikationsverzögerung zum Mars zwischen 4 und 21 Minuten. Für 

interplanetare Missionen über den vergleichsweise nahegelegenen Mars hinaus sind die 
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Kommunikationszeiten noch gravierender. So beträgt beispielsweise die 

Kommunikationsverzögerung Erde-Pluto fünf Stunden. Zu beachten ist, dass die 

Kommunikationsverzögerung auch die Kommandierung betrifft, wodurch sie sich doppelt 

auf die Reaktionszeit bei der Fehlererkennung auswirkt. Die KI gestützte autonome Diagnose 

könnte den Nachteil der Kommunikationsverzögerung aufheben oder mindern, wenn 

Diagnosen direkt an Bord des Satelliten oder des Raumfahrzeugs berechnet werden. 

 

3.7 Große Satellitenkonstellationen 
 

Ein anderer Aspekt der die KI gestützte Diagnose in der Luft- und Raumfahrt attraktiv macht 

ist die Möglichkeit sie perspektivisch für große Satellitenkonstellationen einzusetzen. 

Satellitenkonstellationen haben die Besonderheit, dass an ihnen nicht ein einzelner Satellit, 

sondern mehrere dutzend oder gar tausende Satelliten gleichzeitig beteiligt sind. Bekannte 

Satellitenkonstellationen sind unter anderem das GPS-Navigationssatellitensystem, das 

Satellitenkommunikationsnetz Globalstar [118] und das sich derzeit im Aufbau befindliche 

Internetsatellitennetzwerk Starlink des Unternehmens SpaceX, mit derzeit etwa 12000 

bewilligten Satelliten und Anträgen für 30000 weitere [119] (Stand: 15.10.2019). Die 

Satelliten einer Konstellation sollten im Idealfall ebenfalls einzeln überwacht werden, damit 

ihre korrekte Funktionsweise sichergestellt werden kann. Während die Überwachung eines 

einzelnen Satelliten bereits mit großem Aufwand verbunden ist, ist der Ressourcenaufwand 

für die manuelle Überwachung von mehreren hundert Satelliten prohibitiv groß. Auch für 

diesen Fall würde sich KI gestützte Diagnose eignen, da jeder Satellit der Konstellation nur 

sich selbst diagnostizieren müsste und die Erforderlichkeit von menschlichem Eingreifen auf 

ein Minimum reduziert werden würde. 

 

3.8 Bemannte Missionen 
 

Einen Sonderfall stellen bemannte Missionen dar, da hierbei Fehlfunktionen des 

Raumfahrzeugs Menschenleben gefährden könnten. Insbesondere bei interplanetaren 

bemannten Missionen, bei denen die Kommunikationsverzögerung die Überwachung durch 

ein Team von Operatoren am Boden beeinträchtigt, ist es wichtig, dass die Besatzung 

möglichst schnell den Zustand ihres eigenen Raumfahrzeugs erfassen kann. Die KI gestützte 

Diagnose könnte die Besatzung hierbei unterstützen, um subtile Fehler zu erkennen und 

direkt darauf reagieren zu können, ohne auf das Team von Operatoren am Boden warten zu 

müssen. Durch die Anwesenheit der Besatzung wäre es möglich die berechneten Diagnosen 

direkt zu überprüfen und ohne Kommunikationsverzögerung Gegenmaßnahmen im Falle 

eines Defekts einzuleiten.  
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4 Modellformat 
 

Dieses Kapitel beschreibt das Format des Modells, das für die automatische Kalibrierung und 

für die Diagnose verwendet wird. Modelle werden mithilfe von Microsoft Excel auf Klassen-

Ebene beschrieben. Die Komponentenklassen können anschließend instanziiert und die 

Instanzen Port-Weise miteinander verknüpft werden. Komponentenklassen verfügen über 

einen Namen, eine A-priori-Ausfallwahrscheinlichkeit, beliebig viele Eingabe-Ports, beliebig 

viele Ausgabe-Ports und beliebig viele Fehlerfunktionen. Im Folgenden wird kurz auf den 

Modelleditor eingegangen, anschließend wird der Aufbau und die Syntax der einzelnen 

Bestandteile des Modellformats beschrieben und dieser anhand von Beispielen 

veranschaulicht. 

 

4.1 Modelleditor 
 

Als Entwicklungsumgebung für die Modelle wurde Microsoft Excel gewählt, welches ein 

bekanntes und weit verbreitetes Tabellenkalkulationsprogramm und de facto 

Industriestandard ist. Es bietet eine Vielzahl von Layout-Tools, Eingabehilfen und die 

Möglichkeit zur farblichen Hervorhebung von einzelnen Zellen. Excel ist weltweit verfügbar, 

einfach zu bedienen und ist auf den meisten modernen Rechnern einsatzfähig. Das 

Dateiformat von Excel kann von jeder beliebigen Excel-Instanz gelesen und bearbeitet 

werden. Außerdem ist mit vielen andere Programmen und Diensten, wie LibreOffice [120] 

und dem Microsoft Office Webdienst [121], die Möglichkeit gegeben Modelle unabhängig 

dieses Frameworks einzusehen und zu bearbeiten. Mithilfe des Office Webdienstes ist es 

außerdem möglich Modelle von jedem beliebigen Rechner aus zu erstellen. Die bekannte 

Tabellendarstellung verleiht den Modellen Übersichtlichkeit und Menschenlesbarkeit. 

Zusätzlich entfällt die Einarbeitungszeit in eine neue Entwicklungsumgebung. 

 

4.2 Komponentendefinitionen 

 

Die Modelle selbst bestehen aus einzelnen miteinander verbundenen Komponenten. Um das 

mehrfache Beschreiben ein und derselben Komponente zu vermeiden, werden 

Komponentenklassen definiert und diese später instanziiert. Jede Komponentenklasse ist 

unabhängig von allen anderen Komponentenklassen und lässt sich daher in anderen 

Modellen erneut einsetzen. Dies dient dazu, den Wissensingenieur zu entlasten, da dieser 

bereits modellierte Komponenten wiederverwenden kann, ohne sie jedes Mal aufs Neue 

beschreiben und dabei auf deren Interaktion untereinander achten zu müssen. Jede 

Komponentenklasse wird in einer eigenen Tabelle definiert und enthält den Namen der 

Komponentenklasse, eine A-priori-Ausfallwahrscheinlichkeit, beliebig viele Eingabe-Ports, 

beliebig viele Ausgabe-Ports mit zugehörigen quantitativen Beschreibungen und beliebig 

viele Fehlerfunktionen. Die Modelle können sowohl zur automatischen Kalibrierung als auch 

zur Diagnose verwendet werden. Das Format ist für beide Anwendungen dasselbe und es ist 
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keine Konvertierung der Modelle notwendig. Abbildung 10 zeigt eine Beispiel-

Komponentenklassendefinition eines Entladereglers. Die erste Zeile enthält den Header. 

Dieser ist für alle Tabellen, in denen Komponentenklassen definiert werden, gleich. 

 

 
Abbildung 10: Komponentenklassendefinition eines Entladereglers. 

4.2.1 Komponentenname und A-priori-Ausfallwahrscheinlichkeit 

In der Spalte „Probability“ ist, wie in Abbildung 11 hervorgehoben wird, die A-priori-

Ausfallwahrscheinlichkeit dieser Komponentenklasse eingetragen. Diese wird für die 

automatische Kalibrierung nicht benötigt und ausschließlich von der Diagnose-Engine 

verwendet. Sie wird anhand von Funktionstests der entsprechenden realen Komponenten 

bestimmt oder nach Erfahrung des Ingenieurs oder des Experten, der die Modellierung 

durchführt, festgelegt. Sollte beides nicht verfügbar sein, so kann ein Wert geschätzt 

werden. Die A-priori-Ausfallwahrscheinlichkeit wird später verwendet um Komponenten zu 

verdächtigen oder zu entlasten und um die Wahrscheinlichkeit der gestellten Diagnosen zu 

berechnen. Eine ausführliche Beschreibung hierzu findet sich in Kapitel 6.6. Die dritte Spalte 

enthält den Namen der Komponentenklasse. Er wird später für die Instanziierung der Klasse 

benötigt. 

 
Abbildung 11: Component-Zeile der Komponentenklassendefinition des Entladereglers aus Abbildung 10. 

Probability Name Type QuantitativeDescription

Component 0.2 Boostconverter

Inputs

CDI CurrentDrawIn double,-5.0,4.0,0.05,0.15,A

VBO VBatOldIn double,-5.0,4.3,0.05,0.0,V

CBO CurBatOldIn double,-5.0,4.0,0.05,0.15,A

BRP BatResistanceParam double,0,1,0.0,0.0

BVP BaseVoltageParam double,0,10,0.0,0.0

BRP BoostResistanceParam double,0,1,0.0,0.0

SBP SigmoidBaseParam double,0,10,0.0,0.0

SNP SigmoidNegativeOffsetParam double,0,10,0.0,0.0

SSP SigmoidScalarParam double,0,1,0.0,0.0

SOP SigmoidOffsetParam double,0,1,0.0,0.0

Outputs

CDO CurrentDrawOut double,-5.0,4.0,0.05,0.15,A

VBat = VBatOldIn - 

CurBatOldIn*BatResistanceParam

c = (BaseVoltageParam-

CurrentDrawIn*BoostResistanceParam)*CurrentDr

awIn

eff=(SigmoidScalarParam/(1+pow(SigmoidBasePar

am, (CurrentDrawIn-

SigmoidNegativeOffsetParam)*-

1)))+SigmoidOffsetParam

CurrentDrawOut = ((VBat- 

math.sqrt(max(VBat*VBat-

4*BatResistanceParam*eff*c,0.0)))/(2*BatResistan

ceParam))

VO VOut double,-5.0,5.2,0.05,0.0,V

if(VBatOldIn>=2.8):

 VOut=(BaseVoltageParam-

CurrentDrawIn*BoostResistanceParam)

else:

 VOut = 0.0

ErrorFunctions

0.4 Boostconverter produces overvoltage

if(VOut > 5.2):

 error = True

else

 error = False

Probability Name Type QuantitativeDescription

Component 0.2 Boostconverter
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4.2.2 Eingabe-Ports 

Zeile drei enthält den Tag „Inputs“ und leitet damit die Definition der Eingabe-Ports ein. 

Abbildung 12 zeigt ein Beispiel für die Definition von Eingabe-Ports. 

 
Abbildung 12: Definition der Eingabe-Ports der Komponentenklassendefinition des Entladereglers aus Abbildung 10. 

Jeder Eingabe-Port besteht aus einer Kurzbezeichnung von einem bis drei Zeichen für die 

spätere Anzeige im Graphen, in Spalte eins. Die Spalte „Name“ enthält den kompletten 

Namen des definierten Ports. Die Spalte „Type“ enthält die bis zu fünf, durch Komma 

getrennten, Parameter des Eingabe-Ports. Von links nach rechts sind dies: 

• Datentyp, mit den erlaubten Werten 

• double, Fließkommazahlen 

• boolean, Wahrheitswerte (True, False) 

• string, Strings (beliebige Zeichenketten) 

• Untere Schranke für den entsprechenden Wert des Eingabe-Ports 

• Ein Messwert gilt als symptomatisch, sollte er diese untere Schranke 

unterschreiten 

• Nur bei Datentyp double erforderlich 

• Angabe als double Wert 

• Obere Schranke für den entsprechenden Wert des Eingabe-Ports 

• Ein Messwert gilt als symptomatisch, sollte er diese obere Schranke 

überschreiten 

• Nur bei Datentyp double notwendig 

• Angabe als double Wert 

• Prozentuales Toleranzintervall 

• Wert in Prozent, der angibt wie weit ein gemessener Wert höchstens vom 

entsprechenden simulierten Wert abweichen darf, ohne als symptomatisch zu 

gelten 

• Beschreibt ein symmetrisches Intervall 

• Nur bei Datentyp double erforderlich 

• Angabe als double Wert 

• Absolutes Toleranzintervall 

• Absoluter Wert, der angibt wie weit ein gemessener Wert höchstens vom 

entsprechenden simulierten Wert abweichen darf, um als gleich angesehen 

zu werden 

Probability Name Type QuantitativeDescription

Inputs

CDI CurrentDrawIn double,-5.0,4.0,0.05,0.15,A

VBO VBatOldIn double,-5.0,4.3,0.05,0.0,V

CBO CurBatOldIn double,-5.0,4.0,0.05,0.15,A

BRP BatResistanceParam double,0,1,0.0,0.0

BVP BaseVoltageParam double,0,10,0.0,0.0

BRP BoostResistanceParam double,0,1,0.0,0.0

SBP SigmoidBaseParam double,0,10,0.0,0.0

SNP SigmoidNegativeOffsetParam double,0,10,0.0,0.0

SSP SigmoidScalarParam double,0,1,0.0,0.0

SOP SigmoidOffsetParam double,0,1,0.0,0.0
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• Beschreibt ein symmetrisches Intervall 

• Nur bei Datentyp double erforderlich 

• Angabe als double Wert 

• Einheit 

• Die optionale Einheit der Werte des entsprechenden Ports 

Die Einheit ist optional, da Modellparameter nicht immer zu tatsächlichen physikalischen 

Größen korrespondieren müssen. Es lassen sich beliebig viele Eingabe-Ports definieren. 

Modellparameter können ebenfalls als Eingabe-Ports modelliert werden. Auf diese Weise 

können Modellparameter später zur Laufzeit geändert werden, indem dem entsprechenden 

Port einfach ein anderer Wert zugeführt wird. Wenn ein Modellparameter durch die 

automatische Kalibrierung kalibriert werden soll, so muss dieser Parameter durch einen 

Eingabe-Port veränderbar sein. Es gibt keine vorgeschriebene Syntax für Parameterports, 

jedoch empfiehlt es sich, wie in Abbildung 12 zu sehen ist, den Suffix „Param“ zu verwenden 

oder Parameterports anders kenntlich zu machen, um die Lesbarkeit der 

Komponentenklassendefinitionen zu verbessern. Modellparameter benötigen keine 

relativen und absoluten Toleranzintervalle sowie keine Einheit. Da prinzipiell jeder Port für 

die automatische Kalibrierung genutzt werden kann, müssen Parameterports syntaktisch wie 

gewöhnliche Eingabe-Ports definiert werden. Die relativen und absoluten Toleranzwerte, 

sowie die Einheit von Parameterports können beliebig gewählt werden. 

 

4.2.3 Ausgabe-Ports 

Ab dem Tag „Outputs“ folgen die Definitionen der Ausgabe-Ports. Abbildung 13 zeigt ein 

Beispiel für die Definition von Ausgabe-Ports. 

 
Abbildung 13: Definition der Ausgabe-Ports der Komponentenklassendefinition des Entladereglers aus Abbildung 10. 

Analog zu den Definitionen der Eingabe-Ports werden die Ausgabe-Ports definiert. Der 

einzige Unterschied besteht darin, dass jedem Ausgabe-Port eine quantitative Beschreibung 

zugeordnet ist. Diese quantitative Beschreibung gibt die Berechnungsvorschrift für die Werte 

des Ports in Abhängigkeit einer Teilmenge der Eingabe-Ports an. Um das Verhalten einer 

Komponente genau abbilden zu können, benötigt es eine ausreichend 

Probability Name Type QuantitativeDescription

Outputs

CDO CurrentDrawOut double,-5.0,4.0,0.05,0.15,A

VBat = VBatOldIn - 

CurBatOldIn*BatResistanceParam

c = (BaseVoltageParam-

CurrentDrawIn*BoostResistanceParam)*CurrentDr

awIn

eff=(SigmoidScalarParam/(1+pow(SigmoidBasePar

am, (CurrentDrawIn-

SigmoidNegativeOffsetParam)*-

1)))+SigmoidOffsetParam

CurrentDrawOut = ((VBat- 

math.sqrt(max(VBat*VBat-

4*BatResistanceParam*eff*c,0.0)))/(2*BatResistan

ceParam))

VO VOut double,-5.0,5.2,0.05,0.0,V

if(VBatOldIn>=2.8):

 VOut=(BaseVoltageParam-

CurrentDrawIn*BoostResistanceParam)

else:

 VOut = 0.0
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beschreibungsmächtige Sprache. Diese sollte jedoch auch über eine einfache Syntax 

verfügen, sodass die Einarbeitungszeit möglichst gering ist. Aus diesem Grund fiel die 

Entscheidung, welche Sprache für die quantitativen Beschreibungen zu nutzen sei, auf 

Python. Python-Variablen müssen keinen Typ haben und der Code ist im Vergleich zu Java 

weniger verbos. Jede quantitative Beschreibung erfolgt in Form von Python Inline-Code, der 

direkt in die Spalte „QuantitativeDescription“ eingefügt wird. Diese quantitativen 

Beschreibungen können einfach mit einer Python Shell getestet werden und können aus ihr 

direkt in die entsprechende Zeile in der Komponentendefinition kopiert werden. Um eine 

fehlerfreie Simulation zu gewährleisten, ist dabei Folgendes zu beachten: 

• Der angegebene Python Code muss syntaktisch korrekt sein. 

• Innerhalb der quantitativen Beschreibung muss eine Zuweisung der Form                   

< 𝐴𝑢𝑠𝑔𝑎𝑏𝑒 − 𝑃𝑜𝑟𝑡 > = < 𝑊𝑒𝑟𝑡 > erfolgen. 

• Es muss unter allen möglichen Wertebelegungen der Eingabe-Ports, die in 

dieser quantitativen Beschreibung verwendet wurden, eine Zuweisung 

erfolgen. 

• Der dem Ausgabe-Port zugewiesene Datentyp muss mit dem in der Spalte 

„Type“ angegebenen Datentyp übereinstimmen. 

• Der quantitative Ausdruck darf als Variablen, die nicht explizit initialisiert werden, nur 

die definierten Eingabe-Ports verwenden. 

Es lassen sich beliebig viele Ausgabe-Ports definieren. 

 

4.2.4 Fehlerfunktionen 

Ab dem Tag „ErrorFunctions“ beginnen die Definitionen der heuristischen Fehlerfunktionen. 

Fehlerfunktionen werden nur von der Diagnose-Engine benutzt und haben keinen Einfluss 

auf die automatische Kalibrierung. Die quantitativen Ausdrücke der Ausgabe-Ports geben 

das Nominalverhalten der Komponente an. Jedes Verhalten, welches davon abweicht, gilt als 

abnormal. Sollte zusätzliches Wissen über mögliches Fehlverhalten einer Komponente 

vorhanden sein, so kann dies in Form von Fehlerfunktionen eingefügt werden. Abbildung 14 

zeigt ein Beispiel für eine Fehlerfunktionsdefinition. 

 
Abbildung 14: Fehlerfunktionsdefinitionen der Komponentenklassendefinition des Entladereglers aus Abbildung 10. 

Die Spalte „Probability“ enthält die Wahrscheinlichkeit für das Auftreten des 

entsprechenden Fehlers. Sollte eine Fehlerfunktion zutreffen, wird die 

Ausfallwahrscheinlichkeit der entsprechenden Komponenteninstanz auf die hier angegebene 

Wahrscheinlichkeit gesetzt. Eine Fehlerfunktion mit Wahrscheinlichkeit 0 bedeutet, dass es 

sich hierbei um einen Fehler handelt, der unmöglich durch einen Defekt der Komponente 

auftreten kann und daher auf Sensorfehler zurückzuführen ist. Ein Beispiel hierfür wäre, dass 

für eine Glühbirne gemessen wurde, dass kein Strom fließt und die Glühbirne leuchtet. Da 

Probability Name Type QuantitativeDescription

ErrorFunctions

0.4 Boostconverter produces overvoltage

if(VOut > 5.2):

 error = True

else

 error = False
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kein möglicher Defekt der Glühbirne erklären könnte, dass sie ohne Strom leuchtet, ist 

entweder die Messung des Stroms oder die Messung des Leuchtens der Glühbirne ungültig. 

In der Spalte „Name“ kann zu jedem Fehler ein Erklärungstext eingetragen werden. Die 

Spalte „QuantitativeDescription“ enthält die quantitative Beschreibung des Fehlers, die 

ebenfalls in Form von Python Inline-Code erfolgt. Für diese Beschreibung ist Folgendes zu 

beachten: 

• Der angegebene Python Code muss syntaktisch korrekt sein. 

• Innerhalb der quantitativen Beschreibung muss eine Zuweisung der Form           

𝑒𝑟𝑟𝑜𝑟 =< 𝑇𝑟𝑢𝑒 𝑜𝑑𝑒𝑟 𝐹𝑎𝑙𝑠𝑒 > erfolgen und die quantitative Beschreibung muss 

𝑇𝑟𝑢𝑒 liefern, wenn der angegebene Fehler vorliegt und 𝐹𝑎𝑙𝑠𝑒 wenn dieser nicht 

vorliegt. 

• Der quantitative Ausdruck darf als Variablen, die nicht explizit initialisiert werden, nur 

die definierten Eingabe- und Ausgabe-Ports verwenden. 

Es können beliebig viele Fehlerfunktionen definiert werden. Die Auswertung der 

Fehlerfunktionen wird in Kapitel 6.6.2 ausführlicher beschrieben. Zur erleichterten 

Bedienung wird empfohlen Tools wie Notepad++ [122] oder eine Python IDE, wie PyDev 

[123] zur Erzeugung der quantitativen Beschreibungen zu verwenden, da diese über Syntax-

Hervorhebung verfügen. Die erstellten quantitativen Ausdrücke können dann einfach in die 

entsprechende Spalte in der Komponentenklassendefinition kopiert werden. 

 

4.2.5 Komponententypen 

Je nach Anzahl und Eigenschaften der Eingabe- und Ausgabe-Ports lässt sich eine 

Komponentenklasse einer von vier Typen zuordnen. Jeder dieser Typen hat verschiedene 

Aufgaben innerhalb eines Modells. 

 

4.2.5.1 Komponente 

Eine Komponentenklasse beschreibt eine (gewöhnliche) Komponente, wenn sie mindestens 

einen Eingabe-Port und mindestens einen Ausgabe-Port besitzt, dessen quantitative 

Beschreibung sich auf mindestens einen Eingabe-Port bezieht. Dies ist der häufigste Typ von 

Komponentenklassen. Komponenten dieses Typs bilden den wesentlichen Teil eines jeden 

Modells und können an beliebiger Stelle vorkommen. Abbildung 15 zeigt die Definition einer 

gewöhnlichen Komponente. 

Probability Name Type QuantitativeDescription

Component 0.2 Komponente

Inputs

II InputIn double,0,1,0.05,0

Outputs

OO OutputOut double,0,1,0.05,0 OutputOut = InputIn * 0.8

ErrorFunctions  
Abbildung 15: Beispiel einer Komponentenklassendefinition einer Komponente. 



34 
 

4.2.5.2 Virtuelle Komponente 

Eine virtuelle Komponente ist eine Komponente mit einer A-priori-Ausfallwahrscheinlichkeit 

von 0. Virtuelle Komponenten verfügen über kein physikalisches Analog im realen System 

und können benutzt werden, um Software-Operationen oder physikalische Prozesse 

abzubilden. Da diese Komponenten virtuell sind und daher nicht ausfallen können, werden 

sie zwar bei der Berechnung von Diagnosen miteinbezogen, sind allerdings nicht in ihnen 

enthalten. 

 

4.2.5.3 Emitter 

Eine Komponentenklasse beschreibt einen Emitter, wenn sie keine Eingabe-Ports und 

mindestens einen Ausgabe-Port hat, der über eine quantitative Beschreibung verfügt. Da 

Emitter keine Eingabe-Ports haben, befinden sie sich immer am äußeren Rand des Modells. 

Die Ausgabewerte von Emittern sind unabhängig von Messwerten und werden lediglich nach 

ihrer quantitativen Beschreibung berechnet. Emitter können dazu genutzt werden Modelle 

zu erzeugen, die keine Eingabemesswerte benötigen. Abbildung 16 zeigt die Definition eines 

Emitters. 

Probability Name Type QuantitativeDescription

Component 0.2 Emitter

Inputs

Outputs

OO OutputOut double,0,1,0.05

OutputOut = 

random.random()

ErrorFunctions  
Abbildung 16: Beispiel einer Komponentenklassendefinition eines Emitters. 

 

4.2.5.4 Sensorkomponente 

Eine Komponentenklasse beschreibt eine Sensorkomponente, wenn diese keine Eingabe-

Ports hat und keiner ihrer Ausgabe-Ports über eine quantitative Beschreibung verfügt. 

Sensorkomponenten sind nicht zu verwechseln mit gewöhnlichen Sensoren, die verwendet 

werden, um beispielsweise Spannungen oder Ströme zu messen. Bei Sensorkomponenten 

handelt es sich um Komponenten, deren Berechnungsvorschrift unbekannt ist oder nicht 

angegeben werden kann. Meist tritt dies bei Komponenten auf, die von äußeren nicht 

gemessenen Faktoren abhängig sind, wie beispielsweise bei Solarpanelen, die einen 

bestimmten Strom in Abhängigkeit der Strahlungsintensität der Sonne produzieren. Wenn 

die Strahlungsintensität der Sonne nicht gemessen wird, kann nicht berechnet werden wie 

viel Strom die Solarpanels produzieren. Da Sensorkomponenten keine Eingabe-Ports haben, 

befinden sie sich immer am äußeren Rand des Modells, und da sie über keine quantitativen 

Beschreibungen verfügen, können sie nicht simuliert werden. Zu Sensorkomponenten sind 

meistens Messwerte verfügbar. Abbildung 17 zeigt die Definition einer Sensorkomponente. 
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Probability Name Type QuantitativeDescription

Component 0.2 Sensorkomponente

Inputs

Outputs

OO OutputOut double,0,1,0.05,0

ErrorFunctions
 

Abbildung 17: Beispiel einer Komponentenklassendefinition einer Sensorkomponente. 

4.2.5.5 Wiederverwendung von Komponentenklassen 

Jede Komponentenklasse wird in einer gesonderten Tabelle definiert. Alle 

Komponentenklassen eines Modells können in einer einzigen oder auf mehrere Dateien 

verteilt gespeichert werden. Dies erlaubt die Gruppierung von Komponentenklassen. So 

können leichter Komponentenklassenbibliotheken erzeugt werden, was die 

Wiederverwendung dieser Komponentenklassen in anderen Modellen erleichtert. Es müssen 

nicht alle Klassen einer Komponentenklassendatei verwendet werden. Die tatsächlich im 

Modell benutzen Komponentenklassen werden im Konnektor festgelegt. Die Tabellen dürfen 

nach Belieben gefärbt oder mit anderen Excel-Funktionen graphisch verändert werden. Alle 

Spalten ab Spalte sechs einer jeden Tabelle dürfen Kommentare enthalten. Sollten alle 

Komponentenklassen einer Datei fertig definiert worden sein, wird diese als .xlsx-Datei 

abgespeichert. 

 

4.3 Konnektor 

Der sogenannte Konnektor ist eine weitere Excel-Datei, in der Komponentenklassen 

instanziiert und portweise miteinander verknüpft werden. Die Konnektor-Datei enthält den 

eigentlichen Aufbau des Modells, da sie dessen enthaltene Komponenten und Topologie 

vorgibt. Der Aufbau eines Konnektors ist, unabhängig vom Modell, immer gleich. Jede 

Konnektor-Datei enthält die Tabellen „components“, „forward_connector“ und 

„backward_connector“. Mithilfe des Konnektors lassen sich verschiedene Topologien 

beschreiben. Der Konnektor wird ebenfalls als .xlsx-Datei gespeichert. 

 

4.3.1 Instanziierung von Komponenten 

In der Tabelle „components“ werden Instanzen von Komponentenklassen erzeugt. Die 

Tabelle selbst besteht aus zwei Spalten. Die erste Spalte trägt die Bezeichnung „Id“ und 

enthält den Namen der entsprechenden Instanz. Die zweite Spalte, mit der Bezeichnung 

„Type“, enthält den Namen der Komponentenklasse, von der eine Instanz erzeugt werden 

soll. Abbildung 18 zeigt einen Ausschnitt aus einer „components“-Tabelle eines Konnektors. 
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Abbildung 18: Ausschnitt aus einer components-Tabelle eines Konnektors. 

Es wird zu jedem Eintrag in der Spalte „Id“ eine Instanz der entsprechenden 

Komponentenklasse der Spalte „Type“ erzeugt. Die vierte Zeile der components-Tabelle aus 

Abbildung 18 entspricht damit dem Java Code:  

Battery battery1 = new Battery("Battery1") 
 

Es können nur diejenigen Komponentenklassen instanziiert werden, zu denen eine 

Komponentenklassendefinition erstellt wurde. Jede ID darf nur einmal vergeben werden und 

muss innerhalb eines Konnektors eindeutig sein. Es dürfen beliebig viele 

Komponenteninstanzen erzeugt werden. Insbesondere darf ein und dieselbe 

Komponentenklasse beliebig oft instanziiert werden. Die Tabelle kann, wie auch die Tabellen 

der Komponentenklassendefinitionen, mit beliebigen Excel-Funktionen graphisch angepasst 

werden. Die Spalten ab Spalte drei dürfen Kommentare enthalten. 

 

4.3.2 Vorwärtsverknüpfung von Komponenten 

In der Tabelle mit dem Namen „forward_connector“ werden portweise Verknüpfungen von 

Komponenten eingetragen. Zusammen mit der optionalen „backward_connector“ Tabelle 

beschreibt sie die Topologie des Modells. Die „forward_connector“-Tabelle enthält 

Vorwärtsverbindungen und die „backward_connector“-Tabelle enthält 

Rückwärtsverbindungen. Die Bedeutung der einzelnen Verbindungstypen wird im Folgenden 

erläutert. Die Verbindungen der „backward_connector“-Tabelle, sowie die Tabelle selbst 

enthalten den Zusatz „Rückwärts“ für eine bessere Unterscheidung von der 

„forward_connector“-Tabelle, die Verbindungen enthält, die zur Vorwärtspropagation von 

Werten während der Simulation dienen. Die Tabelle selbst besteht aus vier Spalten. Die 

erste Spalte trägt die Bezeichnung „output“ und enthält in jeder Zeile einen Ausgabe-Port 

einer Komponenteninstanz. Die zweite Spalte mit der Bezeichnung „input“ enthält in jeder 

Zeile einen Eingabe-Port einer Komponente. Die dritte Spalte mit der Bezeichnung „ignore 

exclusion“ enthält in denjenigen Zeilen ein „x“, in denen eine Verbindung existiert, über die 

während der Berechnung der auszuschließenden Komponenten kein Ausschluss berechnet 

werden soll. Die vierte Spalte mit der Bezeichnung „ignore suspicion“ enthält in denjenigen 

Zeilen ein „x“, in denen eine Verbindung existiert, über die während der Berechnung der zu 

verdächtigenden Komponenten keine Verdächtigung erfolgen soll. Abbildung 19 zeigt einen 

Ausschnitt aus der „forward_connector“-Tabelle eines Konnektors. 

Id Type

Magnetorquer1 Magnetorquer

Magnetorquer2 Magnetorquer

Battery1 Battery

Battery2 Battery

Boostconverter1 Boostconverter

Boostconverter2 Boostconverter

Bus1 Bus

Bus2 Bus
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Abbildung 19: Ausschnitt aus der foward_connector-Tabelle eines Konnektors. 

Jede Zeile gibt die Verknüpfung eines Ausgabe-Ports einer Komponente mit dem Eingabe-

Port einer anderen Komponente an. Die Syntax für die Einträge in der Spalte „Output“ ist 

dabei: 

< 𝑁𝑎𝑚𝑒 𝑑𝑒𝑟 𝐾𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝑒𝑛𝑖𝑛𝑠𝑡𝑎𝑛𝑧 >. < 𝑁𝑎𝑚𝑒 𝑑𝑒𝑠 𝐴𝑢𝑠𝑔𝑎𝑏𝑒 − 𝑃𝑜𝑟𝑡𝑠 > 
 
Die Syntax für die Einträge in der Spalte „Input“ lautet: 

< 𝑁𝑎𝑚𝑒 𝑑𝑒𝑟 𝐾𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝑒𝑛𝑖𝑛𝑠𝑡𝑎𝑛𝑧 >. < 𝑁𝑎𝑚𝑒 𝑑𝑒𝑠 𝐸𝑖𝑛𝑔𝑎𝑏𝑒 − 𝑃𝑜𝑟𝑡𝑠 > 
 

In dieser Tabelle dürfen nur Graphen beschrieben werden, die auf Port-Ebene azyklisch sind, 

das heißt, es darf kein Pfad von einem Ausgabe-Port zu einem Eingabe-Port existieren, von 

dem der entsprechende Ausgabe-Port abhängig ist. Sollte es nötig sein einen zyklischen 

Graphen zu definieren, so muss dies mithilfe der Tabelle „backward_connector“ geschehen. 

Es dürfen nur Komponenten referenziert werden, die in der Tabelle „components“ 

instanziiert wurden. Außerdem dürfen nur Ports referenziert werden, die in der 

Komponentenklassendefinition der entsprechenden Komponenteninstanz definiert wurden. 

Die Spalten ab Spalte drei können für Kommentare genutzt werden. 

 

4.3.3 Rückwärtsverknüpfung von Komponenten 

Manche Systeme können nur mithilfe von zyklischen Abhängigkeiten zwischen ihren 

Komponenten beschrieben werden. Damit enthält auch der Graph des Modells mindestens 

einen gerichteten Kreis. Beispielsweise ist die Kapazität eines Kondensators nicht nur 

abhängig davon wie stark er aktuell geladen oder entladen wird, sondern auch von der 

Kapazität, die er hatte, bevor der Lade- oder Entladevorgang eingesetzt hat. 

Output Input ignore exclusion ignore suspicion

Boostconverter1.VOut Bus1.VIn

Boostconverter2.VOut Bus2.VIn

Bus1.CurrentOut Boostconverter1.CurrentDrawIn

Bus2.CurrentOut Boostconverter2.CurrentDrawIn

Bus1.VOut Terminationboard1.VIn

Bus2.VOut Terminationboard2.VIn

Bus1.VOut Interfaceboard1.VIn

Bus2.VOut Interfaceboard2.VIn
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Abbildung 20: Zyklischer Beispielgraph eines Kondensatormodells. 

Zyklen hätten allerdings zur Folge, dass je nach Komponente, bei der begonnen wird zu 

simulieren, für ein und dasselbe Modell unterschiedliche Ergebnisse berechnet werden 

könnten. Folgendes Beispiel soll dies veranschaulichen: 

 
Abbildung 21: Beispielgraph mit vier Komponenten und einem Kreis. 

Betrachtet werde der Graph aus Abbildung 21. Angenommen es sei bereits eine Iteration 

durchgeführt worden, das heißt, es sind Werte für die Ausgabe-Ports der Komponenten 𝐴 

und 𝐵 vorhanden. In der aktuellen Iteration werden nun Werte für 𝐶 und 𝐷 angelegt. Sollte 

der Pfad von 𝐷 zu 𝐵 zuerst gewählt werden, so wird der neue Ausgabewert von 𝐴 aus dem 

Ausgabewert von 𝐵 berechnet werden. Damit hängt der aktuelle Ausgabewert von 𝐴 vom 

Ausgabewert von 𝐴 aus der vorherigen Iteration und von den Ausgabewerten von 𝐶 und 𝐷 

aus der aktuellen Iteration ab. Sollte stattdessen der Pfad von 𝐶 zu 𝐴 zuerst gewählt werden, 

hängt der aktuelle Ausgabewert von 𝐴 vom Ausgabewert von 𝐵 aus der vorherigen Iteration 

und vom Ausgabewert von 𝐶 aus der aktuellen Iteration ab. Damit hängt der aktuelle 

Ausgabewert von 𝐴 vom Ausgabewert von 𝐴 und 𝐷 aus der vorherigen Iteration und dem 

Ausgabewert von 𝐶 aus der aktuellen Iteration ab. Angenommen 𝐴 und 𝐵 sind Addierer und 

die Werte ihrer Ausgabe-Ports sind jeweils die Summe der Werte ihrer Eingabe-Ports. 

Weiterhin wird angenommen, dass nach der ersten Iteration 𝐴. 𝑜𝑢𝑡𝑝𝑢𝑡 den Wert 1 und 
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𝐵. 𝑜𝑢𝑡𝑝𝑢𝑡 den Wert 2 hat und in der zweiten Iteration die Werte 𝐶. 𝑜𝑢𝑡𝑝𝑢𝑡 = 2 und 

𝐷. 𝑜𝑢𝑡𝑝𝑢𝑡 = 2 gemessen wurden. Sollte der Pfad von D zu B zuerst gewählt werden, sind die 

Werte der Ausgabe-Ports von 𝐴 und 𝐵 wie folgt: 

A.output B.output 

5 3 
 

Sollte stattdessen der Pfad von 𝐶 zu 𝐴 zuerst gewählt werden, so ändern sich die Werte der 

Ausgabe-Ports zu: 

A.output B.output 

4 6 

 
Somit unterscheiden sich die Ausgabewerte der Komponenten bereits eine Iteration nach 

der Initialisierung, nur aufgrund eines Unterschieds in der Reihenfolge der Berechnung. Um 

dieses Problem zu vermeiden, muss bei Kreisen eine Reihenfolge angegeben werden. So 

könnte der Kreis aus Abbildung 21 wie folgt aufgelöst werden: 

 
Abbildung 22: Beispielgraph aus Abbildung 21 mit aufgelöstem Kreis. Die blauen Pfeile stehen für Vorwärtsverbindungen 
und der rote Pfeil steht für eine Rückwärtsverbindung. 

Betrachtet werde der Graph aus Abbildung 22. Der rote Pfeil gibt an, dass für den 

Eingabewert von 𝐵, der Ausgabewert von 𝐴 aus der vorherigen Iteration verwendet werden 

soll. Die blauen Pfeile bedeuten, dass für diese Verbindungen nur Werte aus der aktuellen 

Iteration verwendet werden sollen. Unter der Bedingung, dass eine Komponente nur dann 

simuliert wird, wenn für alle Ihre Eingabe-Ports Werte vorliegen, wird immer der Pfad von 𝐷 

nach 𝐵 zuerst gewählt. Somit hängt der aktuelle Ausgabewert von 𝐴 immer vom 

Ausgabewert von 𝐴 aus der vorhergehenden Iteration und den Ausgabewerten von 𝐶 und 𝐷 

aus der aktuellen Iteration ab. Dies definiert eine bestimmte zeitliche Reihenfolge. Abbildung 

23 veranschaulicht diese Modifikation: 
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Abbildung 23: Auflösung von Kreisen über die Zeit (für eine Erklärung der Verbindungstypen siehe Abbildung 22). Beim 
Auflösen des Kreises, wird die Rückwärtsverbindung einmalig zwischen zwei Zeitschritten wie eine Vorwärtsverbindung 
ausgeführt. 

Alle Kreise werden auf diese Weise aufgelöst, was dafür sorgt, dass stets eine feste 

Berechnungsreihenfolge existiert und die Ergebnisse deterministisch sind. Um eine solche 

Reihenfolge angeben zu können, existiert die Tabelle „backward_connector“. Sie enthält die 

Verbindungen, deren Eingabe-Ports die Werte der entsprechenden Ausgabe-Ports aus der 

vorherigen Iteration verwenden sollen. Abbildung 24 zeigt einen Ausschnitt aus der 

„backward_connector“-Tabelle eines Konnektors. 

 
Abbildung 24: Ausschnitt aus der backward_connector-Tabelle eines Konnektors. 

Die Syntax der Verbindungen ist dieselbe, wie bei der Tabelle “forward_connector”. Im 

Gegensatz zu ihr, dürfen hier die Ausgabe-Ports einer Komponente mit ihren eigenen 

Eingabe-Ports verbunden werden, auch wenn die entsprechenden Ausgabe-Ports von diesen 

Eingabe-Ports abhängig sind. 

A.XOut A.XIn

A.YOut A.YIn

A.ZOut A.Zin  
Abbildung 25: Beispiel für drei Einträge der backward_connector-Tabelle. 

Beispielsweise erzeugen die drei Zeilen aus Abbildung 25 drei Selbstreferenzen der 

Komponente 𝐴. Drei ihrer Ausgabe-Ports werden mit jeweils einem ihrer eigenen Eingabe-

Ports verbunden. Dies ist allerdings kein echter Kreis, da die Werte der Ausgabe-Ports aus 

der vorherigen Iteration stammen. In diesem konkreten Beispiel könnte die Komponente aus 

den 𝑋, 𝑌 und 𝑍 Koordinaten aus der vorherigen Iteration mithilfe einer Rotationsmatrix, die 

𝑋, 𝑌 und 𝑍 Koordinaten der aktuellen Iteration berechnen. Im Beispiel von Abbildung 22 

Output Input ignore exclusion ignore suspicion

Battery1.VBatOut Battery1.VBatOldIn

Battery1.CurrentOut Battery1.CurrentOldIn

Battery2.VBatOut Battery2.VBatOldIn

Battery2.CurrentOut Battery2.CurrentOldIn

Battery1.VBatOut Boostconverter1.VBatOldIn

Battery1.CurrentOut Boostconverter1.CurBatOldIn

Battery2.VBatOut Boostconverter2.VBatOldIn

Battery2.CurrentOut Boostconverter2.CurBatOldIn
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würde die „forward_connector“-Tabelle alle durch blaue Pfeile dargestellten Verbindungen 

und die „backward_connector“-Tabelle alle durch rote Pfeile dargestellten Verbindungen 

enthalten. 

Obwohl die Modelle im Allgemeinen gedächtnislos sind, ist es möglich, durch 

Rückkopplungen Speicher zu erzeugen und damit beispielsweise die Inkrementierung einer 

Variablen zu modellieren. 

 
Abbildung 26: Beispiel einer Komponente, die 𝒙 = 𝒙 + 𝟏 berechnet (für eine Erklärung der Verbindungstypen siehe 
Abbildung 22). 

Betrachtet werde das Beispiel aus Abbildung 26. Die hier dargestellte Komponente 

berechnet 𝑥𝑜𝑢𝑡 = 𝑥𝑖𝑛 + 1. Da die Komponente hierfür eine zyklische Abhängigkeit von 𝑥𝑜𝑢𝑡 

zu 𝑥𝑖𝑛 und damit zu sich selbst hat, ist die entsprechende Verbindung als 

Rückwärtsverbindung modelliert, sodass der Kreis über die Zeit aufgelöst wird. Die 

Komponente berechnet dadurch 𝑥𝑜𝑢𝑡𝑡𝑖
= 𝑥𝑖𝑛𝑡𝑖

+ 1 und da 𝑥𝑖𝑛𝑡𝑖
= 𝑥𝑜𝑢𝑡𝑡𝑖−1

, berechnet sie 

damit 𝑥𝑜𝑢𝑡𝑡𝑖
= 𝑥𝑜𝑢𝑡𝑡𝑖−1

+ 1 und damit 𝑥 = 𝑥 + 1. Dies demonstriert auch die 

Vorgehensweise, um Speicher zu modellieren. Wenn eine Komponente in der aktuellen 

Iteration einen ihrer Werte aus der vorherigen Iteration benötigt, so wird dieser Wert aus 

der vorherigen Iteration über einen Ausgabe-Port in der aktuellen Iteration an einen 

Eingabe-Port derselben Komponente geliefert. Dieses Vorgehen findet ähnlich auch in 

Hardware Verwendung, zum Beispiel bei dynamischem Speicher, wie dem Arbeitsspeicher 

eines gewöhnlichen Rechners. Die Spalten, ab Spalte drei, können für Kommentare genutzt 

werden. Mithilfe des Konnektors können verschiedene Topologien dargestellt werden. Die 

so erzeugten Modelle können vollständig über beliebig viele Iterationen simuliert werden. 

 

4.4 Heuristisches Wissen 
 

Da neben dem Wissen über die Funktionsweise eines technischen Systems noch weiteres 

Experten- und Erfahrungswissen zur Verfügung stehen kann, ist es sinnvoll dieses zu nutzen, 

um die Qualität der Diagnosen zu verbessern. Beispielsweise können innerhalb des Modells 

Abhängigkeiten zwischen Komponenten bestehen, die nicht aus dessen Topologie absehbar 

sind. Um solche Abhängigkeiten beschreiben zu können, benötigt es neben dem eigentlichen 

heuristischen Wissen, das meist von Experten stammt, auch eine Möglichkeit dieses Wissen 

zu formalisieren, um es innerhalb des Modells nutzen zu können. Hierfür wird im Folgenden 

eine eigene Wissensrepräsentation beschrieben. Neben den A-priori-

Ausfallwahrscheinlichkeiten und Fehlerfunktionen für Komponentenklassendefinitionen, 

kann das Modell mit weiterem, mehrere Komponenten betreffenden, heuristischem Wissen 
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erweitert werden. Es können Fehlerfunktionen für mehrere Komponenten und 

Wahlverfahren definiert werden. 

 

4.4.1 Fehlerfunktionen für mehrere Komponenten 

Fehlerfunktionen für mehrere Komponenten werden in einer eigenen Excel-Datei definiert. 

Mit ihrer Hilfe lassen sich logische Verbindungen zwischen zwei oder mehreren 

Komponenten herstellen, die keine topologische Äquivalenz haben. Sie dienen dazu Wissen 

einzubinden, dass sich in dieser Form nicht aus dem Modell ergibt. Im Gegensatz zu den 

Fehlerfunktionen aus den Komponentenklassendefinitionen, beziehen sich diese 

Fehlerfunktionen auf Komponenteninstanzen und sind daher meist modellabhängig. Jede 

Fehlerfunktion wird in einer eigenen Tabelle angegeben. Abbildung 27 zeigt die Definition 

einer Fehlerfunktion für zwei Komponenten. 

Components

A

B

HeuristicKnowledge

if(((A.Output1-B.Output1) > 0.2) or ((A.Output2 - B.Output2) < 

0.2)):

 error = True

else:

 error = False  
Abbildung 27: Fehlerfunktion für zwei Komponenten. Für die Ausgabe-Ports 𝑨. 𝑶𝒖𝒕𝒑𝒖𝒕𝟏, 𝑨. 𝑶𝒖𝒕𝒑𝒖𝒕𝟐, 𝑩. 𝑶𝒖𝒕𝒑𝒖𝒕𝟏 und 
𝑩. 𝑶𝒖𝒕𝒑𝒖𝒕𝟐 wird ein quantitativer Ausdruck angegeben, mit dessen Hilfe bestimmt wird, ob der definierte Fehler bei 
gegeben Werten für die entsprechenden Ausgabe-Ports aufgetreten ist. 

Jede Fehlerfunktionsdefinition enthält in der ersten Zeile in der ersten Spalte den Tag 

„Components“. Anschließend werden zeilenweise die IDs der Komponenteninstanzen, die an 

der jeweiligen Fehlerfunktion beteiligt sind, eingetragen. Nachdem alle 

Komponenteninstanzen aufgelistet wurden, folgt der Tag „HeuristicKnowledge“. An dieser 

Stelle beginnt die eigentliche Definition der Fehlerfunktion. Die folgende Zeile enthält in der 

ersten Spalte den quantitativen Ausdruck, der den entsprechenden Fehler modelliert. Die 

quantitative Beschreibung erfolgt durch Python Inline-Code. Für diese Beschreibung muss 

Folgendes beachtet werden: 

• Der angegebene Python Code muss syntaktisch korrekt sein. 

• Innerhalb der quantitativen Beschreibung dürfen nur die Ausgabe-Ports, der unter 

dem Tag „Components“ angegebenen Komponenteninstanzen, referenziert werden. 

• Der Syntax zum referenzieren eines Ausgabe-Ports einer Komponente ist                     

< 𝑁𝑎𝑚𝑒 𝑑𝑒𝑟 𝐾𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝑒𝑛𝑖𝑛𝑠𝑡𝑎𝑛𝑧 >. < 𝑁𝑎𝑚𝑒 𝑑𝑒𝑠 𝐴𝑢𝑠𝑔𝑎𝑏𝑒 − 𝑃𝑜𝑟𝑡𝑠 >. 

• Innerhalb der quantitativen Beschreibung muss eine Zuweisung der Form       

𝑒𝑟𝑟𝑜𝑟 = < 𝑇𝑟𝑢𝑒 𝑜𝑑𝑒𝑟 𝐹𝑎𝑙𝑠𝑒 > erfolgen. 

• Die Fehlerfunktion muss unter allen möglichen Wertebelegungen, der in ihr 

verwendeten Ausgabe-Ports, immer 𝑇𝑟𝑢𝑒 oder 𝐹𝑎𝑙𝑠𝑒 zurückgeben. 

• Die Fehlerfunktion muss 𝑇𝑟𝑢𝑒 zurückliefern, wenn der entsprechende Fehler vorliegt 

und 𝐹𝑎𝑙𝑠𝑒, wenn dieser nicht vorliegt. 



43 
 

Es dürfen beliebig viele Komponenten an einer Fehlerfunktion beteiligt sein und es dürfen 

beliebig viele Fehlerfunktionen definiert werden. Fertige Fehlerfunktionsdefinitionen 

werden als .xlsx-Datei abgespeichert. Die Tabellen dürfen mit beliebigen Excel-Funktionen 

graphisch angepasst werden. Die Spalten ab Spalte zwei einer jeden Tabelle können für 

Kommentare genutzt werden. 

 

4.4.2 Wahlverfahren 

Den zweiten Teil des heuristischen Wissens bilden Wahlverfahren. Wahlverfahren werden 

für mehrere Komponenten angegeben und vergleichen deren Ausgabewerte miteinander. 

Nach einem Mehrheitsentscheid werden dabei abweichende Komponenten bestimmt oder, 

sollten alle Ausgabewerte übereinstimmen, diese entlastet. Wahlverfahren können nur für 

Ausgabe-Ports des Datentyps double definiert werden. Da nicht immer erwartet werden 

kann, dass redundante Komponenten existieren, deren Ausgabewerte identisch sind, ist es 

möglich einen quantitativen arithmetischen Ausdruck für jeden, an einer Wahl beteiligten, 

Ausgabewert anzugeben. Hiermit wird die Beschreibungsmächtigkeit der Wahlverfahren 

erhöht, da nun mehr von verschiedenen Komponenten stammende Daten transformiert und 

damit genutzt werden können. Auf diese Weise können nicht nur Komponenten derselben 

Komponentenklasse miteinander verglichen werden, sondern Komponenten beliebiger 

verschiedener Klassen. 

 

4.4.2.1 Einfachwahlen 

Bei Einfachwahlen werden die an der entsprechenden Wahl beteiligten Komponenten 

aufgeführt und anschließend jeweils einer ihrer Ausgabe-Ports mit jeweils einem anderen 

Ausgabe-Port der verbleibenden Komponenten verglichen. Hierbei wird geprüft, ob sich für 

einen Ausgabewert eine Mehrheit bildet. Abbildung 28 zeigt eine Wahl für drei 

Komponenten. 

Components Tolerance QuantitativeDescription

A

B

C

Vote 0.05

A.Output A.Output*2

B.Output abs(B.Output)

C.Output C.Output*2  
Abbildung 28: Wahlverfahren mit drei Komponenten. Die Werte der Ausgabe-Ports 𝑨. 𝑶𝒖𝒕𝒑𝒖𝒕, 𝑩. 𝑶𝒖𝒕𝒑𝒖𝒕 und 
𝑪. 𝑶𝒖𝒕𝒑𝒖𝒕 werden mithilfe von arithmetischen Ausdrücken angepasst, sodass diese miteinander verglichen werden 
können, um Redundanz von Komponenten ausnutzen zu können. 

Jede Wahl wird in einer eigenen Tabelle definiert. Jede Tabelle besteht dabei aus den 

Spalten „Components“, „Tolerance“ und „QuantitativeDescription“. Die Definition einer 

Wahl beginnt mit dem Aufführen der an ihr beteiligten Komponenten. Hierzu werden 

zeilenweise in der Spalte „Components“ die IDs der Komponenteninstanzen, die an der Wahl 

beteiligt sein sollen, eingetragen. Nachdem alle benötigten Komponenten aufgelistet 

wurden, muss der Tag „Vote“ in der Spalte „Components“ unter der letzten eingetragenen 
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Komponenten ID folgen. In der Spalte „Tolerance“ wird ein symmetrisches Intervall definiert, 

das dazu dient, zu bestimmen, ob zwei Werte als gleich angesehen werden können. Die 

Angabe des Wertes erfolgt in Prozent und sorgt dafür, dass aus jedem, an einer Wahl 

beteiligten, Wert 𝑋 ein Intervall der Form 

𝐼𝑥 = [(1 − 𝑇𝑜𝑙𝑒𝑟𝑎𝑛𝑐𝑒) ⋅ 𝑋, (1 + 𝑇𝑜𝑙𝑒𝑟𝑎𝑛𝑐𝑒) ⋅ 𝑋] 

erzeugt wird. Unterhalb des Tags „Vote“ in der Spalte „Components“ werden anschließend 

zeilenweise die an der Wahl beteiligten Ausgabe-Ports angegeben. Die Syntax hierfür ist: 

< 𝑁𝑎𝑚𝑒 𝑑𝑒𝑟 𝐾𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝑒𝑛𝑖𝑛𝑠𝑡𝑎𝑛𝑧 >. < 𝑁𝑎𝑚𝑒 𝑑𝑒𝑠 𝐴𝑢𝑠𝑔𝑎𝑏𝑒 − 𝑃𝑜𝑟𝑡𝑠 > 

Hierbei dürfen nur Komponenteninstanzen referenziert werden, die unter dem Tag 

„Components“ aufgeführt wurden. Zu jedem Ausgabe-Port wird in derselben Zeile, in der 

Spalte „QuantitativeDescription“, ein quantitativer arithmetischer Ausdruck angegeben, mit 

welchem der Wert des Ausgabe-Ports transformiert wird. Die Angabe des quantitativen 

Ausdrucks erfolgt in Form von Python Inline-Code. Hierbei ist Folgendes zu beachten: 

• Der angegeben Python Code muss syntaktisch korrekt sein. 

• Es sind nur arithmetische Ausdrücke erlaubt. 

• Der quantitative Ausdruck muss den selben Datentyp berechnen, wie der Ausgabe-

Port, auf den er sich bezieht. 

• Als Variable ist nur der, diesem quantitativen Ausdruck zugehörige, Ausgabe-Port 

erlaubt. 

Beim Ausführen dieser Wahl wird für jeden in dieser Wahl angegebenen Ausgabe-Port 𝑝𝑥, 

mithilfe des quantitativen Ausdrucks 𝑓(𝑝𝑥), eine Variable 𝑥 nach der Formel 𝑥 = 𝑓(𝑝𝑥) 

berechnet. Aus dieser Variablen wird anschließend ein Intervall 𝐼𝑥 erzeugt. Ein Vergleich von 

zwei Ausgabe-Ports 𝑝𝑥 und 𝑝𝑦 ist dann ein Schnitt von 𝐼𝑥 und 𝐼𝑦. Sollten sich 𝐼𝑥 und 𝐼𝑦 

schneiden, so werden 𝑝𝑥 und 𝑝𝑦 als gleich angesehen. Sollten sie sich nicht schneiden, 

werden 𝑝𝑥 und 𝑝𝑦 als ungleich betrachtet. Eine Wahl wird dadurch entschieden, dass alle 

angegeben Ausgabe-Ports paarweise miteinander verglichen werden und für jeden Ausgabe-

Port die Anzahl der Abweichungen gezählt wird. Sollte sich dabei eine Mehrheit für einen 

Wert bilden, so werden die an der Wahl beteiligten Komponenten, deren Ausgabewerte von 

der Mehrheit abweichen, als symptomatisch markiert. Am Beispiel von Abbildung 28 und für 

die Werte 𝐴. 𝑂𝑢𝑡𝑝𝑢𝑡 = 50, 𝐵. 𝑂𝑢𝑡𝑝𝑢𝑡 = −95 und 𝐶. 𝑂𝑢𝑡𝑝𝑢𝑡 = 250, bedeutet dies: 

𝐼𝐴.𝑂𝑢𝑡𝑝𝑢𝑡 = [(50 ⋅ 2) ⋅ 0.95; (50 ⋅ 2) ⋅ 1.05] = [95; 105] 

𝐼𝐵.𝑂𝑢𝑡𝑝𝑢𝑡 = [abs(−95) ⋅ 0.95; abs(−95) ⋅ 1.05] = [90,25; 99,75] 

𝐼𝐶.𝑂𝑢𝑡𝑝𝑢𝑡 = [(250 ⋅ 2) ⋅ 0.95; (250 ⋅ 2) ⋅ 1.05] = [475; 525] 

Da 𝐴. 𝑂𝑢𝑡𝑝𝑢𝑡 und 𝐵. 𝑂𝑢𝑡𝑝𝑢𝑡 eine Mehrheit bilden und 𝐶. 𝑂𝑢𝑡𝑝𝑢𝑡 davon abweicht, würde 

die Komponente 𝐶 in diesem Fall als symptomatisch markiert werden. Sollten alle an einer 

Wahl beteiligten Ausgabe-Ports miteinander übereinstimmen, so werden die beteiligten 

Komponenten ausgeschlossen, sofern sie nicht von einer anderen Quelle belastet werden. 

Eine andere belastende Quelle kann hierbei eine Grenzwertüberschreitung, ein Abweichen 
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eines Messwertes von seinem entsprechenden simulierten Wert oder eine andere Wahl 

sein. Es können beliebig viele Komponenten an einer Wahl beteiligt sein. 

 

4.4.2.2 Mehrfachwahlen 

Sollte es nötig sein mehrere Ausgabewerte der an einer Wahl beteiligten Komponenten zu 

vergleichen, so kann dies durch die Angabe entsprechend vieler Einzelwahlen in jeweils einer 

eigenen Tabelle oder durch die Definition einer Mehrfachwahl erreicht werden. Eine solche 

Wahl ist ähnlich aufgebaut wie eine Einfachwahl, mit dem Unterschied, dass der Tag „Vote“ 

beliebig oft vorkommen kann. Jeder „Vote“-Tag leitet dabei eine andere Wahl mit anderen 

Ausgabe-Ports ein. Angenommen es wurden die Komponentenklassen 𝐴, 𝐵 und 𝐶 mit 

jeweils drei Ausgabe-Ports 𝑥, 𝑦 und 𝑧 definiert und als Komponenten 𝑎, 𝑏 und 𝑐 instanziiert. 

Eine Mehrfachwahl, die alle drei Ausgabe-Ports dieser Komponenten miteinander vergleicht, 

könnte dann wie in Abbildung 29 dargestellt aussehen:  

Components Tolerance Quantitative Description

A

B

C

Vote 0.05

A.x A.x*12

B.x B.x*8

C.x C.x*2+abs(c.x/pow(C.x,2))

Vote 0.05

A.y A.y*12

B.y B.y*8

C.y C.y*2

Vote 0.2

A.z A.z*12

B.z B.z*8

C.z C.z*2  
Abbildung 29: Beispiel für eine Mehrfachwahl, bestehend aus drei Einfachwahlen für drei Komponenten, mit jeweils drei 
Ausgabe-Ports. 

Bei einer Mehrfachwahl wird die Mehrheit über alle, in ihr enthaltenen Einfachwahlen 

bestimmt, das heißt, der Wert eines Ausgabe-Ports weicht genau dann von den Werten der 

Ausgabe-Ports der anderen Komponenten ab, wenn er bei mindestens einer Wahl abweicht, 

während die anderen Ausgabe-Ports bei allen Wahlen miteinander übereinstimmen. 

Es können Wahlen bestehend aus zwei Komponenten angegeben werden; allerdings lässt 

sich, wie bei einem Paritätstest, dann nicht bestimmen, welche Komponente die 

Abweichung verursacht hat, sollten beide Werte voneinander abweichen. Neben einfachen 

Mehrheitsentscheidungen werden, mithilfe dieser Wahlverfahren, auch relative Mehrheiten, 

wie 3:2 Mehrheiten bei 5 beteiligten Komponenten bestimmt. Die Spalten ab Spalte vier, 

einer jeden Tabelle, dürfen für Kommentare genutzt werden. Fertige Wahlen werden als 

.xlsx-Datei abgespeichert. Die Tabellen können mit beliebigen Excel-Funktionen graphisch 

angepasst werden. 
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4.5 Code-Generierung und Graph-Erzeugung 
 

Nachdem alle für ein Modell benötigten Komponentenklassen definiert, mithilfe eines 

Konnektors instanziiert und verknüpft worden sind und das benötigte heuristische Wissen 

modelliert worden ist, muss ausführbarer Code aus den einzelnen Excel-Dateien erzeugt 

werden. Dies ist nötig, um das Modell später simulieren zu können. Um dies zu 

bewerkstelligen, existiert ein Parser, mit dessen Hilfe die Excel-Dateien ausgelesen und aus 

ihnen Java-Code erzeugt wird, der anschließend ausgeführt werden kann. Zum Auslesen der 

Excel-Dateien wird die Apache POI Bibliothek [124] verwendet. Das Modell wird vollständig 

in den restlichen Code des Frameworks integriert. Dieses Kapitel beschreibt die einzelnen 

Vorgänge während der Überführung der Excel-Dateien in ein ausführbares, simulierbares 

Modell. 

 

4.5.1 Code-Generierung 

Zu Beginn des Einlese-Vorgangs steht ein Excel-Parser, der zunächst die 

Komponentenklassendefinitionen einliest. Aus jeder Komponentenklasse wird jeweils eine 

Java-Klasse erzeugt. Diese Klassen enthalten Funktionen, die Zugriff auf die in den Excel-

Dateien definierten Eigenschaften, wie Eingabe- und Ausgabe-Ports, mit ihren Parametern, 

und der A-priori-Ausfallwahrscheinlichkeit gewähren. Die so erzeugten Java-Klassen werden 

anschließend mithilfe eines Java-Compilers kompiliert und die entstandenen .class-Dateien 

in einer .jar-Datei gesammelt. Diese Bibliothek wird daraufhin mithilfe eines sogenannten 

URLClassLoaders geladen. Beim Einlesen des Konnektors werden die vorher erzeugten Java-

Klassen instanziiert. Nach dem Erzeugen einer Instanz werden die quantitativen Ausdrücke 

der jeweiligen Komponenteninstanz angepasst. Da innerhalb der quantitativen 

Beschreibungen die Eingabe- und Ausgabe-Ports der entsprechenden Komponentenklassen 

referenziert und diese vom Python-Interpreter als Variablen angesehen werden, muss dafür 

gesorgt werden, dass jeder Komponenteninstanz eigene Eingabe- und Ausgabevariablen 

zugewiesen werden. Hierfür werden die Vorkommen der Eingabe- und Ausgabe-Ports 

innerhalb der quantitativen Beschreibungen einer Komponenteninstanz durch einen String 

der Form  

< 𝐾𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝑒𝑛 𝐼𝐷 > __ < 𝑁𝑎𝑚𝑒 𝑑𝑒𝑠 𝐸𝑖𝑛𝑔𝑎𝑏𝑒 − 𝑜𝑑𝑒𝑟 𝐴𝑢𝑠𝑔𝑎𝑏𝑒𝑝𝑜𝑟𝑡𝑠 > 

ersetzt. Bedingt durch die Einzigartigkeit einer Komponenten ID ist jede solche Variable 

einzigartig innerhalb des gesamten Modells. 
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So wird beispielsweise der quantitative Ausdruck für den Ausgabe-Port „VOut“ der 

Komponentenklasse „Boostconverter“ aus Abbildung 10 bei der Instanziierung von 

„Boostconverter1“ wie in Abbildung 30 dargestellt angepasst: 

if(VBatOldIn>=2.8): 

    VOut=(BaseVoltageParam-CurrentDrawIn*BoostResistanceParam) 

else: 

    VOut = 0.0 

  

 

if(Boostconverter1__VBatOldIn>=2.8): 

    Boostconverter1__VOut=(Boostconverter1__BaseVoltageParam- 

        Boostconverter1__CurrentDrawIn* 

        Boostconverter1__BoostResistanceParam) 

else: 

    Bostconverter1__VOut = 0.0 
Abbildung 30: Umwandlung der quantitativen Beschreibung des Ausgabe-Ports „VOut“ der 
Komponentenklassendefinition „Boostconverter“ aus Abbildung 10 während der Instanziierung der Komponente 
Boostconverter1, zur Erzeugung einzigartiger Variablen. 

Nach diesen Anpassungen verfügt jede Komponenteninstanz über quantitative 

Beschreibungen, die sich nur noch auf diese eine Instanz beziehen. Anschließend werden die 

quantitativen Beschreibungen mithilfe des sogenannten „MiniPython“ Parsers geparst und 

daraus eine spezielle Datenstruktur erzeugt, mit deren Hilfe zu jedem Ausgabe-Port, die 

Eingabe-Ports berechnet werden können, von denen der jeweilige Ausgabe-Port abhängig 

ist. Die Auswertung der Bedingungen 

 

4.5.2 MiniPython 

Da die, in den Klassendefinitionen angegebenen, quantitativen Beschreibungen beliebig 

komplex sein dürfen, ist es nicht möglich, den Code allgemein zu analysieren. Um dennoch 

nutzbringende Information aus dem Code extrahieren zu können, ist es möglich quantitative 

Beschreibungen in MiniPython anzugeben. MiniPython erlaubt eine Untermenge der 

Konstrukte aus Python und kann mithilfe eines eigenen Parsers und Tree-Walkers analysiert 

werden. Dazu wird der MiniPython-Code geparst und mithilfe eines Tree-Walkers in eine 

eigene Datenstruktur umgewandelt. Mithilfe dieser Datenstruktur kann dann nach jedem 

Simulationsschritt berechnet werden, von welchen Eingabe-Ports ein Ausgabe-Port abhängig 

ist. Dies ist wichtig für die Berechnung der Konfliktmengen, wie sie in Kapitel 6.6.1 

beschrieben ist. Die MiniPython-Syntax wird durch eine kontextfreie Grammatik im g4 

Format von ANTLR vorgegeben und erlaubt arithmetische und boolesche Operationen auf 

Zahlen (int, float, double, …), auf booleschen Werten und auf Strings, sowie if-else Abfragen. 

Darüber hinaus unterstützt sie die wichtigsten Operationen der Python-

Mathematikbibliothek, der „math“-Bibliothek. Die MiniPython-Sprache ist dabei ausreichend 

mächtig, um einen großen Teil des Verhaltens von technischen Systemen, wie zum Beispiel 

der Energieversorgung eines Satelliten, zu beschreiben. Es wird empfohlen, für möglichst 

viele der quantitativen Beschreibungen in den Komponentenklassendefinitionen, 

MiniPython zu verwenden. 
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Für die Angabe von quantitativen Beschreibungen in MiniPython ist Folgendes zu beachten: 

• Der angegebene MiniPython-Code muss korrekte Python-Syntax haben. 

• Es dürfen beliebig viele arithmetische Ausdrücke angegeben werden. 

• Sollte die quantitative Beschreibung neben arithmetischen Ausdrücken auch if-else-

Abfragen enthalten, so müssen die arithmetischen Ausdrücke vor der if-else-Abfrage 

stehen. 

• Es sind if-elif-else-Abfragen möglich. 

• Die Ausdrücke sind schachtelbar, das heißt, ein if-, elif-, oder else-Block kann 

weitere if-(elif-)-else-Blöcke enthalten. 

• Jeder if-Block muss einen else-Block haben (beugt undefiniertem Verhalten 

vor). 

• Es gelten alle Regeln für die Erstellung von quantitativen Beschreibungen für 

Ausgabe-Ports. 

Da nur für Ausgabe-Ports Abhängigkeiten berechnet werden, ist es nicht nötig, MiniPython 

für die restlichen quantitativen Beschreibungen zu verwenden. Alle anderen quantitativen 

Beschreibungen können in beliebigem Python-Code erfolgen. MiniPython-Code kann aus 

einfachen arithmetischen Ausdrücken bestehen, aber auch komplexerer Code zur 

abschnittsweisen Modellierung von Kennlinien sein. Abbildung 31 zeigt einige 

Beispielausdrücke in MiniPython. 

Output = Input1*2 

 

a = Input1+Input2 

Output = a*2 

 

 

if(Input > 2) and (Input < 5): 

Output = Input*2 

     else: 

Output = Input 
 

 

a = Input1*2 

b = a*5 

if(((b>(8+abs(Input1))) and (Input2 == 2)) or (Input1 <5)): 

    c = abs(Input1) 

    d = 2 

    if(c == Input1): 

        output = Input1 + d 

    else: 

        output = -Input1 + d 

elif(Input1 >= 5): 

    output = 5 

else: 

    output = a 
Abbildung 31: Beispiele für quantitative Ausdrücke in MiniPython. 
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4.5.3 Port-Abhängigkeiten 

Aus den quantitativen Beschreibungen der einzelnen Komponenten werden zwei 

verschiedene Typen von Port-Abhängigkeiten erzeugt. Port-Abhängigkeiten geben für jeden 

Ausgabe-Port einer Komponente an, von welchen Eingabe-Ports der entsprechende 

Ausgabe-Port abhängig ist. Die beiden Typen von Port-Abhängigkeiten sind statische und 

dynamische Port-Abhängigkeiten. 

 

4.5.3.1 Statische Port-Abhängigkeiten 

Statische Port-Abhängigkeiten werden vom Simulator genutzt, um zu bestimmen, welche 

Ausgabe-Ports einer Komponente, bei gegebenen Eingabewerten simulierbar sind. Hierbei 

ist nur entscheidend, für welche Eingabe-Ports Werte vorliegen. Sie sind unabhängig von den 

tatsächlichen Werten der Eingabe- und Ausgabe-Ports der aktuellen Iteration und werden 

nur mithilfe der quantitativen Beschreibungen der einzelnen Komponenten berechnet. Die 

statischen Port-Abhängigkeiten geben zu jedem Ausgabe-Port einer Komponente an, für 

welche Eingabe-Ports Werte verfügbar sein müssen, sodass der entsprechende Ausgabe-Port 

simulierbar ist. Dies sind alle Eingabe-Ports, die an der Berechnung der quantitativen 

Beschreibung des entsprechenden Ausgabe-Ports beteiligt sind. 

 

4.5.3.2 Dynamische Port-Abhängigkeiten 

Dynamische Port-Abhängigkeiten geben für die Ausgabe-Ports einer Komponente an, von 

welchen Eingabe-Ports der entsprechende Ausgabe-Port unter den Eingabewerten der 

aktuellen Iteration abhängig ist. Sie werden ausschließlich von der Diagnose-Engine 

verwendet und werden für die automatische Kalibrierung nicht benötigt. Aus quantitativen 

Beschreibungen, die in MiniPython geschrieben sind, können dynamische Port-

Abhängigkeiten erzeugt werden. Hierfür wird der MiniPython-Code von einem MiniPython-

Parser geparst. Abbildung 32 zeigt einen Ausschnitt aus der kontextfreien Grammatik, die 

vom Parser verwendet wird. Aus dem dadurch entstehenden Parse-Tree wird mithilfe eines 

Tree-Walkers eine Datenstruktur erzeugt, die es später ermöglicht, nach jedem 

Simulationsschritt, für jeden Ausgabe-Port, die Eingabe-Ports zu berechnen, von denen der 

jeweilige Ausgabe-Port unter der aktuellen Wertebelegung abhängig ist. Die Datenstruktur 

ist dabei hierarchisch aufgebaut. Für jede quantitative Beschreibung wird ein Ausdrucks-

Objekt, ein sogenanntes 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt, erzeugt. Abbildung 33 zeigt eine schematische 

Darstellung eines 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekts. Dieses Ausdrucks-Objekt enthält jeweils eine Liste 

von Objekten für arithmetische Ausdrücke und von Objekten für if-else-Abfragen. Ein if-else-

Abfrage-Objekt enthält wieder jeweils eine Liste von Objekten für arithmetische Ausdrücke 

und von Objekten für if-else-Abfragen. Zu jedem Objekt für arithmetische Ausdrücke 

existiert ein Mapping von diesem Objekt zu den Eingabe-Ports, die in ihm enthalten sind. 

Jede if-else-Abfrage wird durch den Tree-Walker zerlegt. Die booleschen Ausdrücke aus den 

einzelnen if-, elif- und else-Blöcken werden dabei extrahiert und aus ihnen Regeln der Form 

„Wenn 𝐵𝑒𝑑𝑖𝑛𝑔𝑢𝑛𝑔, Dann sind Ports 𝑝1, … , 𝑝𝑛 abhängig“ erzeugt. 
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Abbildung 32: Auszug aus der kontextfreien Grammatik, die zur Erzeugung der dynamischen Port-Abhängigkeiten 
verwendet wird. 

Die Bedingungen der Regeln können durch einen Python-Interpreter ausgeführt werden, 

sodass bei gegebenen Werten für die Eingabe-Ports bestimmt werden kann, welcher Block 

zutrifft. Die Bedingung der Regel für einen if-Block ist der ihr zugehörige boolesche Ausdruck. 

Die Bedingung für eine Regel für einen folgenden elif-Block ist dann die negierte Bedingung 

aus dem ihm vorhergehenden if-Block, die durch Konjunktion mit dem, dem elif-Block 

zugehörigen, booleschen Ausdruck verbunden wird. Eine Bedingung für eine Regel für einen 

else-Block ist die Konjunktion der Negationen der Bedingungen aller ihm vorhergehenden if- 

und elif-Blöcke. Aus dem Inhalt der einzelnen Blöcke werden Objekte für arithmetische 

Ausdrücke oder Objekte für if-else-Abfragen erzeugt, die anschließend in die entsprechende 

Liste eingefügt und rekursiv bearbeitet werden. Zu jeder erzeugten Regel wird ein Mapping 

von der entsprechenden Regel zu dem Objekt hinzugefügt, das den Inhalt des 

entsprechenden if-else-Blocks speichert. 
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Abbildung 33: Schematische Darstellung der Expression-Datenstruktur. Aus der quantitativen Beschreibung (links) wird 
ein expression-Objekt, bestehend aus einem arithmetischen Ausdruck und einem if-else-Ausdruck erzeugt (mitte). Das 
expression-Objekt verfügt über einen abhängigen Eingabe-Port, der dem, am arithmetischen Ausdruck des expression-
Objektes beteiligten, Eingabe-Port entspricht. Aus dem if-else-Ausdruck werden zwei ifExpression-Objekte erzeugt 
(rechts). Jedes if-Expression-Objekt enthält eine Bedingung, die erfüllt ist, wenn der entsprechende if-else-Block zutrifft, 
und den arithmetischen Ausdruck des zugehörigen if-else-Blocks. Da die if-else-Abfrage der quantitativen Beschreibung 
keine weiteren if-else-Abfragen enthält, verfügen die ifExpression-Objekte über keine weiteren if-else-Ausdrücke. Die 
abhängigen Eingabe-Ports jedes ifExpression-Objektes entsprechen damit den Eingabe-Ports, die an den arithmetischen 
Ausdrücken des jeweiligen ifExpression-Objektes beteiligt sind. 

Da jeder arithmetische Ausdruck ein Mapping zu den Eingabe-Ports, von denen er abhängig 

ist enthält und mithilfe der, aus den booleschen Ausdrücken der if-else-Abfragen, erzeugten 

Regeln festgestellt werden kann, welcher Block bei gegebenen Werten für die Eingabe-Ports 

zutrifft, lässt sich berechnen, von welchen Eingabe-Ports eine Komponente aktuell abhängig 

ist. Folgendes Beispiel soll dies veranschaulichen. Betrachtet werde die quantitative 

Beschreibung des Ports 𝑉𝑂𝑢𝑡 aus Abbildung 34 des Entladereglers aus Abbildung 10: 

 
Abbildung 34: Portdefinition des Ausgabe-Ports „VOut“ der Komponentenklasse des Entladereglers aus Abbildung 10. 

Insbesondere wird die quantitative Beschreibung des Ausgabe-Ports 𝑉𝑂𝑢𝑡 betrachtet: 

if(VBatOldIn>=2.8): 

    VOut=(BaseVoltageParam-CurrentDrawIn*BoostResistanceParam) 

else: 

    VOut = 0.0 
 

Dieser Ausgabe-Port wird, je nachdem ob am Eingabe-Port 𝑉𝐵𝑎𝑡𝑂𝑙𝑑𝐼𝑛 mindestens 2,8 V 

Spannung anliegen, abhängig sein vom Eingabe-Port 𝐶𝑢𝑟𝑟𝑒𝑛𝑡𝐷𝑟𝑎𝑤𝐼𝑛 oder unabhängig von 

ihm. Da die Eingabe-Ports 𝐵𝑎𝑠𝑒𝑉𝑜𝑙𝑡𝑎𝑔𝑒𝑃𝑎𝑟𝑎𝑚 und 𝐵𝑜𝑜𝑠𝑡𝑅𝑒𝑠𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑃𝑎𝑟𝑎𝑚 in diesem 

Beispiel Parameterports sind, über die das Modell parametrisiert wird, werden diese bei der 

VO VOut double,-5.0,5.2,0.05,0.0,V

if(VBatOldIn>=2.8):

 VOut=(BaseVoltageParam-

CurrentDrawIn*BoostResistanceParam)

else:

 VOut = 0.0
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Berechnung der dynamischen Port-Abhängigkeiten ignoriert. Sollte nach einem 

Simulationsschritt der Wert für den Eingabe-Port 𝑉𝐵𝑎𝑡𝑂𝑙𝑑𝐼𝑛 kleiner als 2,8 sein, so wird der 

Ausgabe-Port 𝑉𝑂𝑢𝑡 unabhängig vom Eingabe-Port 𝐶𝑢𝑟𝑟𝑒𝑛𝑡𝐷𝑟𝑎𝑤𝐼𝑛, da der Ausgabe-Port 

konstant den Wert 0 erzeugt. Die auf diese Weise bestimmten Abhängigkeiten werden 

verwendet für die Berechnung von Konfliktmengen, wie sie in Kapitel 6.6.1 beschrieben ist. 

Für Ausgabe-Ports, deren quantitative Beschreibungen nicht in MiniPython geschrieben sind, 

entsprechen die dynamischen Port-Abhängigkeiten ihren statischen Port-Abhängigkeiten. 

 

4.5.4 Graph-Erzeugung 

Nachdem alle, für das Modell benötigten, Komponentenklassen geladen wurden, kann der 

Konnektor betrachtet werden. Dabei wird zunächst die Tabelle „components“ ausgelesen 

und die angegebenen Komponentenklassen, aus der im vorhergehenden Schritt erzeugten 

Bibliothek, mit den entsprechenden Komponenten IDs instanziiert. Anschließend werden die 

Tabellen „forward_connector“ und „backward_connector“ ausgelesen und aus ihnen 

Verbindungen erzeugt. Die Verbindungen der Tabellen „forward_connector“ und 

„backward_connector“ werden hierbei getrennt voneinander gespeichert. Das Ergebnis ist 

ein gerichteter Multigraph 𝐺 = (𝑉, 𝑃, 𝐸, 𝑞, 𝑟, 𝑠, 𝑡) mit: 

• 𝑉, der Menge der Komponenten des Modells. 

• 𝑃, der Menge der Ports der Komponenten. 

• 𝐸 = 𝑃 × 𝑃, der Menge der Verbindungen des Modells. 

• 𝑞 ∶ 𝑃 → 𝑉, einer Relation, die jedem Port die Komponente zu der sie gehört 

zuordnet. 

• 𝑟 ∶ 𝐸 → {𝑓𝑜𝑟𝑤𝑎𝑟𝑑, 𝑏𝑎𝑐𝑘𝑤𝑎𝑟𝑑}, einer Relation, die angibt, ob eine Verbindung eine 

Vorwärts- oder eine Rückwärtsverbindung ist. 

• 𝑠 ∶ 𝐸 → 𝑃, einer Relation, die jeder Verbindung einen Ausgabe-Port zuordnet. 

• 𝑡 ∶ 𝐸 → 𝑃, einer Relation, die jeder Verbindung einen Eingabe-Port zuordnet. 

Die 𝑣 ∈ 𝑉, 𝑝 ∈ 𝑃 und 𝑒 ∈ 𝐸 sind hierbei komplexe Objekte mit eigenen Attributen und 

Eigenschaften. Zu beachten ist, dass 𝐺 nicht notwendigerweise zusammenhängend sein 

muss, da es möglich ist, mehrere zusammenhängende Multigraphen mithilfe eines einzigen 

Konnektors anzugeben. 

 

4.5.5 Erweiterung des Modells mit heuristischem Wissen 

Im Anschluss an den Konnektor kann das heuristische Wissen geladen werden. Dieser Schritt 

ist optional, da das heuristische Wissen nicht zwangsläufig benötigt wird. Die 

Fehlerfunktionen für mehrere Komponenten und die Wahlverfahren können dabei 

unabhängig voneinander geladen werden. So können beispielsweise nur Fehlerfunktionen 

für mehrere Komponenten und/oder nur Wahlverfahren verwendet werden. Die Excel-

Dateien werden bei diesem Vorgang in entsprechende Datenstrukturen umgewandelt und 

mit den angegebenen Komponenteninstanzen verknüpft. Die quantitativen Beschreibungen 

in den Definitionen der Wahlverfahren werden ausführbar gemacht.  
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5 Simulator 
 

Der Simulator ist zuständig für die Erzeugung von simulierten Ausgabewerten. Diese werden 

von der Diagnose-Engine genutzt, um mithilfe von Messwerten, Diagnosen zu berechnen. 

Von der automatischen Kalibrierung werden sie verwendet, um die Qualität eines 

Parametersatzes zu bestimmen. Um ein Modell simulieren zu können, muss der Simulator 

die quantitativen Beschreibungen der Komponenten auswerten können. Hierfür wird ein 

Python-Interpreter und spezielle Datenstrukturen verwendet, die sicherstellen, dass die 

Werte der Variablen innerhalb des Interpreters konsistent bleiben. Der Simulator ist ferner 

in der Lage nur Teile des Modells zu berechnen, falls nicht alle nötigen Eingabewerte zur 

Simulation des gesamten Modells vorhanden sind. Der Simulator kann sowohl Eingabe- als 

auch Ausgabewerte des realen Systems als Eingabe verwenden. 

 

5.1 Datentransformation 
 

Die Eingabe für den Simulator bilden Belegungen von einzelnen Ports mit Werten. Eine Port-

Wertbelegung ist dabei ein Fünf-Tupel 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒 = (𝑐, 𝑝, 𝑑, 𝑣, 𝑖) mit: 

• 𝑐, der Komponente, zu der der angegebene Port gehört. 

• 𝑝, der Port, für den eine Wertebelegung erzeugt wird. 

• 𝑑, der Datentyp des Wertes. 

• 𝑣, der Wert des Ports. 

• 𝑖, ein Label, das angibt, ob es sich bei diesem Wert um einen Eingabe- oder einen 

Ausgabewert handelt. 

Zunächst werden die gemessenen Ausgabewerte mithilfe des Konnektors auf passende 

Eingabewerte gemappt: 

• Betrachtet werde der Ausgabe-Port 𝑝 des Ausgabewertes 𝑤. 

• Mithilfe von 𝑟−1 ∶ 𝑃 → 𝐸 werden die Verbindungen 𝑒1, . . , 𝑒𝑛, die von 𝑝 ausgehen 

berechnet. 

• Durch 𝑡 ∶ 𝐸 → 𝑃 werden mit den 𝑒1, … , 𝑒𝑛, die Eingabe-Ports 𝑝𝑒1
, … , 𝑝𝑒𝑛

, an die 𝑤 

geliefert wird, bestimmt. 

• Für jeden Eingabe-Port 𝑝𝑒 ∈ {𝑝𝑒1
, … , 𝑝𝑒𝑛

} wird ein neuer Eingabewert      

𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒 =  (𝑐, 𝑝, 𝑑, 𝑣, 𝑖) mit 𝑐 = 𝑞(𝑝𝑒), 𝑝 = 𝑝𝑒, 𝑑 = 𝑤. 𝑑, 𝑣 = 𝑤. 𝑣 und 𝑖 = 𝑖𝑛𝑝𝑢𝑡 

erzeugt. 

Sollten Ausgabewerte aus der vorherigen Iteration verfügbar sein, so werden diese gemäß 

den im „backward_connector“ angegebenen Verbindungen auf Eingabewerte für die 

aktuelle Iteration gemappt. Es werden nur für diejenigen Eingabe-Ports gemappte 

Eingabewerte erzeugt, für die keine Messwerte vorliegen. Grundsätzlich müssen während 

der Simulation wiederholt Werte umgemappt werden, insbesondere jedes Mal dann, wenn 

ein simulierter Ausgabewert erzeugt wurde. Dieser wird dann zu einem Eingabewert gemäß 
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der Verbindungen im „forward_connector“ gemappt und kann anschließend als Eingabewert 

zur weiteren Simulation genutzt werden. 

Die Wertebelegungen der einzelnen Ports werden für jede Komponente in einer eigenen 

Datenstruktur zusammengefasst. Diese Datenstruktur ist dabei ein Tripel 𝑉𝑎𝑙𝑢𝑒 = (𝑐, 𝑖, 𝑃) 

mit: 

• 𝑐, der Komponente, deren Portbelegungen in diesem Objekt zusammengefasst sind. 

• 𝑖, ein Label das angibt, ob es sich bei den Ports in diesem Objekt um Eingabe- oder 

Ausgabe-Ports handelt. 

• 𝑃, eine Menge von 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠. 

Durch das Mappen von Ausgabewerten auf Eingabewerte wird dafür gesorgt, dass so viele 

Messwerte wie möglich für die Simulation und insbesondere für die automatische 

Kalibrierung genutzt werden können. Weiterhin wird die Simulation dadurch mit den 

aktuellsten Werten durchgeführt. 

 
Abbildung 35: Beispielgraph mit zwei Komponenten und einem Kreis (für eine Erklärung der Verbindungstypen siehe 
Abbildung 22). 

Abbildung 35 soll den Nutzen des Ummappens von Ausgabewerten auf Eingabewerte 

veranschaulichen. Angenommen es wurde ein System mit zwei Komponenten, 𝐴 und 𝐵, 

modelliert, das einen Kreis bildet. Sowohl die Komponente 𝐴 als auch 𝐵 verfügen über 

folgende quantitative Beschreibung: 

𝑜𝑢𝑡𝑝𝑢𝑡 = 𝑖𝑛𝑝𝑢𝑡 + 1 

Die Komponenten des realen Systems hingegen berechnen ihre Ausgabewerte mit 
 

𝑜𝑢𝑡𝑝𝑢𝑡 = 𝑖𝑛𝑝𝑢𝑡 + 1 +  𝜀, mit 𝜀 > 0 

Die modellierte Funktionsweise einer Komponente ist meist nur eine Approximation ihres 

realen Verhaltens. Dadurch können sich die, durch das Modell berechneten, Werte von den 

tatsächlichen Messwerten unterscheiden. Die Ungenauigkeit wird umso größer, je stärker 

das Modell das reale System abstrahiert. Um gemessene und simulierte Werte trotzdem 

miteinander vergleichen zu können, werden neben Toleranzintervallen auch gemappte 

Werte verwendet. Sollte das System in Iteration 0 mit 𝐴. 𝑖𝑛𝑝𝑢𝑡 = 1 initialisiert, und fortan 

nur 𝐵. 𝑜𝑢𝑡𝑝𝑢𝑡 gemessen werden, so wird die Abweichung des simulierten Wertes vom 
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gemessenen Wert mit jeder Iteration um 2 ⋅ 𝜀 zunehmen. Dies kann dazu führen, dass ab 

einer gewissen Iteration 𝑥, die Abweichung von 2 ⋅ 𝑥 ⋅ 𝜀 außerhalb der für 𝐵. 𝑜𝑢𝑡𝑝𝑢𝑡 

definierten Toleranzintervalle liegt. Für die Diagnose würde dies ein sogenanntes False 

Positive (Falsch Positiv) bedeuten. Für die automatische Kalibrierung würde eine 

Akkumulierung des Modellfehlers bedeuten, dass die Genauigkeit des Modells zu einem 

großen Teil von der Länge 𝑥 der Datenreihe, die zur Kalibrierung verwendet wird, abhängig 

ist. Idealerweise sollte die Genauigkeit des Modells allerdings nur von den Parametern des 

Modells und von der Qualität der Daten mit denen die Kalibrierung durchgeführt wird 

abhängig sein. Beidem wird durch das Ummappen der Ausgabewerte auf Eingabewerte 

entgegengewirkt. Da bei Iteration 𝑖 der Messwert von 𝐵. 𝑜𝑢𝑡𝑝𝑢𝑡 aus Iteration 𝑖 − 1 zur 

Simulation von 𝐴 verwendet wird, wird der gemessene Wert von 𝐵. 𝑜𝑢𝑡𝑝𝑢𝑡 in jeder Iteration 

höchstens 2 ⋅ 𝜀 von seinem simulierten Wert abweichen. 

 

5.2 Python-Interpreter 
 

Die quantitativen Beschreibungen des Modells werden mithilfe eines Python-Interpreters 

ausgewertet. Der Python-Interpreter wird über die Jython Bibliothek [125] verfügbar 

gemacht. Jython ist eine Java-Implementierung von CPython 2.7 (die C-Implementierung von 

Python). Innerhalb des Systems ist der Interpreter zuständig für die Auswertung der 

quantitativen Beschreibungen der Komponenten, deren Fehlerfunktionen, den 

Fehlerfunktionen für mehrere Komponenten und den Wahlverfahren. 

Während für die Diagnose lediglich ein einziger Python-Interpreter benötigt wird, sind für die 

automatische Kalibrierung mehrere Python-Interpreter notwendig, da die automatische 

Kalibrierung parallelisiert erfolgt und daher viele Simulationen gleichzeitig durchgeführt 

werden, um die Berechnungszeit zu reduzieren. Da der Simulator nur lesend auf den 

Konnektor und die Eingabewerte zugreift, muss zur Erzeugung mehrerer parallel arbeitender 

Simulatoren nur der Simulator selbst mehrfach instanziiert werden und nicht auch der 

Konnektor und die Eingabedaten, wodurch der Arbeitsspeicherbedarf reduziert wird. Jeder 

Simulator verfügt über einen eigenen Python-Interpreter und verwaltet seine eigenen 

internen 𝑉𝑎𝑙𝑢𝑒- und 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒-Datenstrukturen, unabhängig von allen anderen 

Simulatoren. 

Nach der Initialisierung eines Python-Interpreters werden alle Eingabe- und Ausgabe-Ports 

aller Komponenten und alle quantitativen Beschreibungen betrachtet. Der Wert eines Ports 

einer Komponente wird innerhalb des Python-Interpreters als eine Variable behandelt. So 

entspricht beispielsweise der 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒 (𝑎, 𝑖𝑛𝑝𝑢𝑡1, 𝑑𝑜𝑢𝑏𝑙𝑒, 2.0, 𝑖𝑛𝑝𝑢𝑡) dem Python-Code: 

a__input1 = 2.0 

 

Für jeden Port jeder Komponente wird die entsprechende Variable zunächst im 

entsprechenden Python-Interpreter als globale Variable initialisiert. Anschließend wird eine 

spezielle Python-Funktion erzeugt und kompiliert, deren Aufgabe es ist 

Variablenzuweisungen auszuführen. 
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Für einen Eingabe-Port 𝑖𝑛𝑝𝑢𝑡𝑋 einer Komponente 𝑎 sieht die zugehörige 

Variablenzuweisungsfunktion wie folgt aus: 

def a__inputX_assignment(value): 

global a__inputX = value 

 
Das Schlüsselwort 𝑔𝑙𝑜𝑏𝑎𝑙 wird verwendet, sodass der der Funktion übergebene Wert 𝑣𝑎𝑙𝑢𝑒 

der globalen Variable 𝑖𝑛𝑝𝑢𝑡𝑋 zugewiesen wird. Weiterhin wird jede quantitative 

Beschreibung kompiliert. Die Zuweisungsfunktionen sind notwendig, da auf diese Weise 

ausschließlich kompilierter Code während der Simulation aufgerufen werden kann. Die ist im 

Vergleich zur Ausführung von interpretierten Anweisungen im Bereich von drei 

Größenordnungen schneller. Jeder Python-Interpreter ist logisch getrennt von jedem 

anderen Python-Interpreter und verfügt über eigene kompilierte 

Variablenzuweisungsfunktionen und kompilierte quantitative Beschreibungen. Dadurch wird 

sichergestellt, dass keine ungewollten Effekte zwischen mehreren Simulator-Instanzen eine 

Inkonsistenz des Systemzustandes hervorrufen können. Komponenten werden auf Port-

Ebene simuliert, das heißt, die Ausgabe-Ports einer Komponente werden unabhängig 

voneinander simuliert, sobald diese simulierbar sind. Dies kann dazu führen, dass ein und 

dieselbe Komponente während der Simulation einer Iteration mehrfach betrachtet wird. Ein 

Ausgabe-Port ist simulierbar, sobald Werte für alle Eingabe-Ports, von denen der 

entsprechende Ausgabe-Port abhängig ist, verfügbar sind. Hierfür werden die Ports der 

statischen Port-Abhängigkeiten aus Kapitel 4.5.3.1 verwendet. 

Um bei gegebenen Eingabewerten den Wert eines oder mehrerer Ausgabe-Ports einer 

Komponente zu bestimmen, werden die folgenden Schritte durchgeführt: 

• Zuweisung der Werte der 𝑉𝑎𝑙𝑢𝑒𝑠 und 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 mithilfe der entsprechenden 

Variablenzuweisungsfunktionen. 

• Für jeden simulierbaren Ausgabe-Port 𝑜𝑢𝑡𝑝𝑢𝑡 der Komponente. 

• Ausführen der zu 𝑜𝑢𝑡𝑝𝑢𝑡 gehörigen quantitativen Beschreibung. 

• Extraktion des Port-Wertes von 𝑜𝑢𝑡𝑝𝑢𝑡 aus dem Interpreter. 

• Umwandlung des Port-Wertes, gemäß dem Datentyp von 𝑜𝑢𝑡𝑝𝑢𝑡, in einen 

Java-Datentyp. 

• Erzeugung einer neue 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒 für 𝑜𝑢𝑡𝑝𝑢𝑡. 

• Zusammenfassen aller 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 der simulierten Ausgabe-Ports der Komponente 

zu einer 𝑉𝑎𝑙𝑢𝑒. 

Da ein Port-Wert eine einfache Variable ist, ist nicht mehr nachvollziehbar, aus welcher 

Iteration dieser Wert stammt, wenn er einmal einem Interpreter zugeführt wurde. Aufgrund 

des generischen Ansatzes und der Anforderung, dass die Simulation datengetrieben erfolgen 

soll und wahlweise nur Teile des Modells simuliert werden sollen, kann nicht erwartet 

werden, dass in jeder Iteration für jeden Primär-Eingabe-Port (Eingabe-Ports, die mit keiner 

anderen Komponente verknüpft sind) Messwerte vorhanden sind. Dies hat allerdings zur 

Folge, dass nach jeder Iteration alte Variablenbelegungen innerhalb des Python-Interpreters 

verbleiben. Wenn nur überprüft wird, ob alle für die Ausführung einer quantitativen 

Beschreibung benötigten Variablen initialisiert wurden, so könnten alte 
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Variablenbelegungen dafür sorgen, dass eigentlich nicht ausführbare quantitative Ausdrücke 

doch mit Werten aus verschiedenen Iterationen ausgeführt werden und so der gesamte 

Systemzustand inkonsistent wird. Das Ergebnis der Simulation wäre damit ungültig. Aus 

diesem Grund werden 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 und 𝑉𝑎𝑙𝑢𝑒𝑠 verwendet, um zu bestimmen, ob eine 

quantitative Beschreibung ausführbar ist, wobei 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 einzelne Port-Wertbelegungen 

repräsentieren und 𝑉𝑎𝑙𝑢𝑒𝑠 mehrere einzelne Port-Wertbelegungen für eine Komponente 

zusammenfassen. Damit entfällt auch aufwendiges Neu-Initialisieren des Python-

Interpreters. 

 

5.3 Simulation 
 

Die Hauptaufgabe des Simulators ist die Erzeugung von simulierten Ausgabewerten durch 

Simulation des Modells. Hierzu werden die nach Kapitel 5.1 transformierten Eingabedaten in 

Form von 𝑉𝑎𝑙𝑢𝑒𝑠 entgegengenommen und die Komponenten des Modells, mithilfe des im 

Konnektor enthaltenen Multigraphen, simuliert. Es werden hierbei alle Ausgabe-Ports aller 

Komponenten simuliert, die bei gegebenen Eingabewerten simulierbar sind. Für die 

vollständige Simulation des gesamten Modells werden Messwerte für alle Primär-Eingabe-

Ports benötigt. Eine Simulation endet, wenn keine Komponente mehr simuliert werden 

kann. 
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Der Pseudocode von Algorithmus 1 und Algorithmus 2 zeigt, wie die Simulation durchgeführt 

wird. 

Algorithmus: simulateInitial 
INPUTS: Die gemessenen Ausgabewerte aus der vorherigen Iteration: 

𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆𝑜𝑙𝑑 
Die simulierten Ausgabewerte aus der vorherigen Iteration: 
𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆𝑜𝑙𝑑 

  Die gemessenen Eingabewerte aus der aktuellen Iteration: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
  Die gemessenen Ausgabewerte aus der aktuellen Iteration: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
  Die Menge der Modellkomponenten: 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 
  Die Menge der Vorwärtsverbindungen: 𝐹𝑂𝑅𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆 
  Die Menge der Rückwärtsverbindungen: 𝐵𝐴𝐶𝐾𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆 
OUTPUTS: Die simulierten Ausgabewerte aus der aktuellen Iteration: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
1. Mappe die Ausgabewerte aus 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆𝑜𝑙𝑑 und 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆𝑜𝑙𝑑 
mithilfe von 𝐵𝐴𝐶𝐾𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆 zu Eingabewerten und füge sie 𝑀𝐴𝑃𝑃𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 hinzu 
2. Sei 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 eine leere Menge von Eingabewerten. Vereinige 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und 
𝑀𝐴𝑃𝑃𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 in 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 
3. Mappe mithilfe von 𝐹𝑂𝑅𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆  alle Ausgabewerte aus 
𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 zu Eingabewerten und vereinige sie mit 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 
4. Sei 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 eine leere Menge von Ausgabewerten 
5. Sei 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 eine leere Menge von Komponenten, die für die Simulation in Betracht gezogen 
werden 
6. Sei 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 eine leere Map von Komponenten zu Mengen von Ports, um zu 
speichern, welche Ports von welchen Komponenten bereits simuliert wurden 
7. Bestimme die Menge 𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 der Komponenten, die während der 
aktuellen Iteration nicht simuliert werden können 
8. Simuliere alle Emitter, mappe ihre Ausgabewerte zu Eingabewerten und vereinige sie mit 
𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆. Füge alle Komponenten, die mit ihnen verbunden sind und nicht in 
𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 enthalten sind zu 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 hinzu 
9. Überprüfe 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 und füge alle Komponenten, die über mindestens einen 
𝑖𝑛𝑝𝑢𝑡_𝑣𝑎𝑙𝑢𝑒 ∈ 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 verfügen und nicht in 𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 
enthalten sind, zu 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 hinzu 
10.  IF 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 ! = {} THEN 

simulateRecursive(𝑀𝐸𝐴𝑈𝑆𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆, 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆, 
𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆, 𝐹𝑂𝑅𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆, 
𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆, 
𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆) 

 ELSE 
  RETURN 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 

Algorithmus 1: Pseudocode der SimulateInitial-Funktion des Simulators. 
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Algorithmus: simulateRecursive 
INPUTS: Die gemessenen Eingabewerte aus der aktuellen Iteration: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
  Die gemessenen Ausgabewerte aus der aktuellen Iteration: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
  Die Menge alle Eingabewerte: 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 
  Die Menge der Vorwärtsverbindungen: 𝐹𝑂𝑅𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆 

Die Menge der nichtsimulierbaren Komponenten: 
𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 
Die Menge der aktuellen Kandidaten: 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 
Die Map der aktuell simulierten Komponenten: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 
Die Menge der aktuell simulierten Ausgabewerte: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 

OUTPUTS: Die simulierten Ausgabewerte aus der aktuellen Iteration: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
1. Sei 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤 eine leere Menge von Komponenten, die für die Simulation in Betracht 
gezogen werden 
2. FOR EACH 𝑐𝑎𝑛𝑑𝑖𝑑𝑎𝑡𝑒 ∈ 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 

IF 𝑐𝑎𝑛𝑑𝑖𝑑𝑎𝑡𝑒 verfügt über simulierbare ports, die nicht in 
𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 enthalten sind THEN 
  𝑜𝑢𝑡𝑝𝑢𝑡𝑠𝑐𝑎𝑛𝑑𝑖𝑎𝑡𝑒 = simuliere neue simulierbare Ausgabe-Ports 
  Vereinige 𝑜𝑢𝑡𝑝𝑢𝑡𝑠𝑐𝑎𝑛𝑑𝑖𝑎𝑡𝑒 mit 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

Mappe 𝑜𝑢𝑡𝑝𝑢𝑡𝑠𝑐𝑎𝑛𝑑𝑖𝑎𝑡𝑒, mithilfe von 𝐹𝑂𝑅𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆, auf 
Eingabewerte und vereinige sie mit 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 
IF 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 enthält alle Ausgabe-Ports von 𝑐𝑎𝑛𝑑𝑖𝑑𝑎𝑡𝑒 
THEN 

𝑐𝑎𝑛𝑑𝑖𝑑𝑎𝑡𝑒 wurde vollständig simuliert und wird nicht erneut für eine 
Simulation in Betracht gezogen 

Füge alle Komponenten, die mit 𝑐𝑎𝑛𝑑𝑖𝑑𝑎𝑡𝑒 verbunden sind und nicht in 
𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 enthalten sind zu 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤 
hinzu 

3. IF 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤 ! = {} THEN 
simulateRecursive(𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆, 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆, 
𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆,  𝐹𝑂𝑅𝑊𝐴𝑅𝐷_𝐶𝑂𝑁𝑁𝐸𝐶𝑇𝐼𝑂𝑁𝑆, 
𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤, 
𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆) 

 ELSE 
  RETURN 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 

Algorithmus 2: Pseudocode der SimulateRecursive-Funktion des Simulators. 

Zu Beginn der eigentlichen Simulation wird die Funktion 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝐼𝑛𝑖𝑡𝑖𝑎𝑙 aufgerufen. Diese 

erhält als Eingabedaten die simulierten Ausgabewerte aus der vorherigen Iteration, die 

gemessenen Eingabe- und Ausgabewerte aus der aktuellen Iteration sowie den 

Modellgraphen, bestehend aus der Menge der Komponenten und den Vorwärts- und 

Rückwärtsverbindungen, und leitet die Simulation ein. Die Ausgabewerte jeder Komponente 

werden in 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 gespeichert. Die Menge 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 enthält die 

Komponenten, die als Nächstes für eine Simulation in Frage kommen und die Map 

𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hält fest, welche Ausgabe-Ports einer jeden Komponente 

bereits simuliert wurden. Zunächst werden die gemessenen und simulierten Ausgabewerte 

aus der vorherigen Iteration in Eingabewerte für die aktuelle Iteration, wie in Kapitel 5.1 

beschrieben, umgewandelt. Dies geschieht dadurch, dass die Ausgabewerte aus der 

vorherigen Iteration mithilfe der Rückwärtsverbindungen auf Eingabewerte gemappt 

werden. Anschließend werden die gemessenen Ausgabewerte, mithilfe der 

Vorwärtsverbindungen, ebenfalls auf Eingabewerte gemappt. Sämtliche gemappten und 
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gemessenen Eingabewerte werden in 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 miteinander vereinigt. Beim 

Ummappen und vereinigen der Eingabewerte kann es dazu kommen, dass für einen Port 

sowohl ein gemessener als auch ein simulierter Wert vorliegt. In diesem Fall überschreibt 

der gemessene den simulierten Wert. Anschließend werden die Komponenten bestimmt, die 

über mindestens einen Primär-Eingabe-Port verfügen. Ein Primär-Eingabe-Port ist ein 

Eingabe-Port, der mit keiner anderen Komponente verknüpft ist. Hierbei zählen nur die 

Verknüpfungen, die in der Tabelle „forward_connector“ angegeben wurden. Mithilfe dieser 

Primär-Eingabekomponenten werden die nicht simulierbaren Komponenten 

𝑈𝑁𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐴𝐵𝐿𝐸_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 bestimmt. Dies sind alle Komponenten, bei denen alle 

Ausgabe-Ports von mindestens einem Primär-Eingabe-Port abhängig sind und für deren 

Primär-Eingabe-Ports zu Beginn der Simulation keine Eingabewerte vorliegen. Da der Wert 

eines Primär-Eingabe-Ports nicht aus dem Ausgabewert einer anderen Komponente 

berechnet werden kann, werden diese Komponenten mit den vorliegenden Eingabewerten 

zumindest in der aktuellen Iteration nicht simulierbar sein. 

 
Abbildung 36: Beispielmodell mit zwei Komponenten und einem Primär-Eingabe-Port (Port 𝒂 von Komponente 𝑨). 

Wenn beim Modell in Abbildung 36 der Ausgabe-Port von 𝐴 von den Eingabe-Ports 𝑎 und 𝑏 

abhängig ist und der Eingabewert für den Port 𝑎 nicht vorliegt, so ist 𝐴 trivialer Weise über 

die gesamte Simulation hinweg nicht simulierbar. Weniger offensichtlich wird die 

Simulierbarkeit einer Komponente, wenn einer ihrer Primär-Eingabe-Ports Werte von 

Ausgabe-Ports aus der vorherigen Iteration erhält. 
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Abbildung 37: Beispielmodell mit zwei Komponenten und einem Primär-Eingabe-Port (Port 𝒂 von Komponente 𝑨), der 
seine Eingabewerte von einem Ausgabe-Port aus der vorherigen Iteration erhält. 

Wenn zu dem Modell in Abbildung 37 für den Eingabe-Port 𝑎 der Komponente 𝐴 in der 

aktuellen Iteration kein Messwert vorliegt, dann hängt die Simulierbarkeit dieser 

Komponente in der aktuellen Iteration davon ab, ob die Komponente 𝐴 in der vorherigen 

Iteration simuliert werden konnte. Konnte sie simuliert werden, so liegt ein gemappter 

Eingabewert für 𝑎 vor. Konnte sie nicht simuliert werden, liegt kein Wert für 𝑎 vor und 𝐴 

kann in der aktuellen Iteration nicht simuliert werden. Nach der Berechnung der nicht 

simulierbaren Komponenten werden die Emitter simuliert, da diese unabhängig von allen 

Eingabewerten sind. Ihre Ausgabewerte werden auf Eingabewerte gemappt und zur Menge 

der Eingabewerte 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 hinzugefügt. Jede Komponente, die mit einem Ausgabe-

Port des entsprechenden Emitters verbunden ist, wird zum Set 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 hinzugefügt. 

Anschließend werden alle simulierbaren Komponenten, für die Messwerte in 

𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 vorliegen, zu 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 hinzugefügt. An dieser Stelle wird die 

Methode 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑅𝑒𝑐𝑢𝑟𝑠𝑖𝑣𝑒 aufgerufen. Für jede Komponente aus 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆 wird 

geprüft, welche ihrer Ausgabe-Ports, die noch nicht simuliert wurden, simulierbar sind. 

Hierfür wird für die einzelnen Ausgabe-Ports der entsprechenden Komponente, die noch 

nicht in 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 enthalten sind, geprüft, ob alle nötigen Eingabewerte 

für den jeweiligen Ausgabe-Port in 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 vorhanden sind. Alle simulierbaren 

Ausgabe-Ports werden simuliert und zur entsprechenden Komponente in 

𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 gemappt. Die so erhaltenen Ausgabewerte werden in 

𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 gespeichert. Sollte die aktuell betrachtete Komponente vollständig 

simuliert worden sein, wird sie nicht erneut für eine Simulation in Betracht gezogen. Alle in 

dieser Iteration simulierbaren Komponenten, die mit einem gerade simulierten Ausgabe-

Port der gerade betrachteten Komponente verbunden sind, werden zu 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤 

hinzugefügt. Sollte 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤 leer sein, so lässt sich keine weitere Komponente 

mehr simulieren, die Simulation terminiert und die Map 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 wird 

zurückgegeben. Ist 𝐶𝐴𝑁𝐷𝐼𝐷𝐴𝑇𝐸𝑆𝑛𝑒𝑤 nicht leer, so wird im nächsten Schritt versucht alle, in 

ihr enthaltenen, Komponenten zu simulieren. Dies wird solange wiederholt, bis keine 

Komponente mehr simuliert werden kann. In diesem Fall terminiert die Simulation und die 

Map 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 wird zurückgegeben. 
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6 Diagnose-Engine 
 

Die Diagnose-Engine bildet das Herz des Diagnosesystems und ist für die Erzeugung der 

eigentlichen Diagnosen zuständig [126] [127] [128]. Die Diagnose-Engine verwendet dafür 

gemessene und simulierte Eingabe- und Ausgabewerte, die Komponenten samt der 

Topologie des Modells, heuristisches Wissen und ein pseudo-probabilistisches 

Bewertungsverfahren zur Erzeugung von Diagnosen. Sie vereint quantitative Modelle mit 

Ansätzen aus der klassischen modellbasierten Diagnose und etablierten, aus der Literatur 

bekannten Verfahren, die an die Anforderungen dieses Frameworks angepasst wurden, wie 

beispielsweise dem sogenannten Scored Hitting Set Directed Acyclic Graph (SHSDAG) aus 

Kapitel 6.7. Dieses Kapitel beschreibt das Prinzip, das der Diagnoseberechnung dieses 

Frameworks zugrunde liegt und geht detailliert auf die verwendeten Algorithmen ein. 

Folgende Grafik soll zunächst einen Überblick über die Funktionsweise der Software geben: 

 
Abbildung 38: Gesamtübersicht über das Diagnosesystem. 

Betrachtet werde der Gesamtüberblick über das Diagnosesystem aus Abbildung 38. Das 

reale System liefert Messwerte, die mit den simulierten Werten des Modells verglichen 
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werden. Sollte entweder ein gemessener Wert einen seiner Grenzwerte verletzen oder ein 

gemessener Wert nicht mit seinem entsprechenden simulierten Wert übereinstimmen, so 

wird ein Symptom für diese Komponente erzeugt. Sollten alle Ausgabemesswerte einer 

Komponente innerhalb ihrer Grenzwerte liegen und mit ihren entsprechenden simulierten 

Werten übereinstimmen, so wird die Komponente ausgeschlossen, sofern sie nicht von einer 

anderen Quelle, wie beispielsweise einer Wahl, belastet wird. Weiterhin wird das dem 

Modell hinzugefügte heuristische Wissen ausgewertet und gegebenenfalls Symptome 

erzeugt oder Komponenten ausgeschlossen. Mithilfe der Symptome und ausgeschlossenen 

Komponenten werden anschließend Konfliktmengen berechnet und reduziert. Diese werden 

genutzt, um Treffermengen und damit Diagnosen zu generieren. Die Diagnosen werden 

schließlich nach Wahrscheinlichkeit geordnet ausgegeben. 

 

6.1 Systemdefinition 

 

Angelehnt an die Systemdefinition von [4] sei ein System definiert als ein Tripel 

(𝑆𝐷, 𝐶𝑂𝑀𝑃𝑆, 𝑂𝐵𝑆) mit: 

• 𝑆𝐷, der Systembeschreibung, bestehend aus den quantitativen Beschreibungen der 

Komponenten und dem Modellgraphen 

• 𝐶𝑂𝑀𝑃𝑆, den Komponenten des Modells 

• 𝑂𝐵𝑆, dem beobachteten Verhalten des Systems in Form von Messwerten 

Die Systembeschreibung, zusammen mit den Komponenten, definiert das Nominalverhalten 

des Systems. Das Prädikat ¬ 𝐴𝐵(𝑐𝑖), mit 𝑐𝑖  ∈ 𝐶𝑂𝑀𝑃𝑆 gibt an, dass Komponente 𝑐𝑖 korrekt 

funktioniert. Das Prädikat 𝐴𝐵(𝑐𝑖) gibt an, dass sich eine Komponente abnormal verhält. 𝑂𝐵𝑆 

lässt sich in Eingabewerte 𝑂𝐵𝑆𝑖𝑛𝑝𝑢𝑡 und Ausgabewerte 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 unterteilen. Das 

beobachtete Verhalten dient dazu, Abweichungen vom Nominalverhalten zu bestimmen. 

Eine solche Abweichung tritt auf, wenn 

𝑆𝐷 ∪ (¬ 𝐴𝐵(𝑐1)  ∧ … ∧ ¬ 𝐴𝐵(𝑐𝑛))  ∪ 𝑂𝐵𝑆𝑖𝑛𝑝𝑢𝑡  ∪ 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 

inkonsistent ist. Sollten zu jedem Port, jeder Komponente Messwerte verfügbar sein, so lässt 

sich sicher bestimmen, welche Komponente sich normal oder abnormal verhält. Der Term  

𝑆𝐼𝑀 = 𝑆𝐷 ∪ (¬ 𝐴𝐵(𝑐1)  ∧ … ∧ ¬ 𝐴𝐵(𝑐𝑛))  ∪ 𝑂𝐵𝑆𝑖𝑛𝑝𝑢𝑡 

beschreibt das simulierte Verhalten des Modells bei gegebener Systembeschreibung und 

Eingabewerten, unter der Annahme, dass alle Komponenten korrekt funktionieren. Es bleibt 

zu prüfen, ob die in 𝑂𝐵𝑆 enthaltenen Port-Werte sich in den für sie definierten Grenzwerten 

befinden und ob 𝑆𝐼𝑀 ∪ 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 konsistent ist. Die Konsistenzprüfung von 𝑆𝐼𝑀 ∪

𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 erfolgt dabei durch paarweise Vergleiche aller Ausgabe-Werte aus 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 mit 

den entsprechenden Ausgabe-Werten aus 𝑆𝐼𝑀, unter Berücksichtigung der für die 

jeweiligen Ausgabe-Ports angegebenen Toleranzintervalle. 
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6.2 Symptome 
 

Sollte ein gemessener Eingabe- oder Ausgabewert außerhalb der für ihn definierten 

Grenzwerte liegen oder der gemessene Wert eines Ausgabe-Ports stärker als um den für ihn 

angegebenen absoluten Toleranzwert und mehr als um den für ihn angegebenen relativen 

Toleranzwert vom entsprechenden simulierten Wert abweichen, so ist diese Diskrepanz ein 

Symptom. Weitere Symptome können Messwerte sein, die durch Wahlverfahren als vom 

Nominalverhalten abweichend bestimmt wurden. Da jeder Messwert zu einem Port einer 

Komponente gehört, gibt es auch eine Komponente, an der die Diskrepanz beobachtet wird. 

Eine solche Komponente heißt Symptomkomponente. Ein Symptom sei im Folgenden ein 

Sechs-Tupel (𝑐, 𝑚, 𝑠, 𝑡, 𝑣, 𝑝), mit: 

• 𝑐, der Symptomkomponente, an der die Diskrepanz beobachtet wurde. 

• 𝑚, dem gemessenen Wert, der an der Diskrepanz beteiligt ist. 

• 𝑠, dem simulierten Wert, der an der Diskrepanz beteiligt ist. 

• 𝑡, dem Typ der Diskrepanz. 

• 𝑣, einem Label, das angibt, ob dieses Symptom durch ein Wahlverfahren entstanden 

ist. 

• 𝑝, der Symptom-Port, an dem diese Diskrepanz beobachtet wurde. 

Der Symptomtyp 𝑡 eines jeden Symptoms lässt sich unterteilen in die Überschreitung eines 

maximalen Grenzwertes, Unterschreitung eines minimalen Grenzwertes, Abweichung eines 

gemessenem Wertes von seinem entsprechenden simulierten Wert, Abweichung eines 

gemappten simulierten Wertes von seinem entsprechenden gemessenen Wert und eine 

Diskrepanz, die durch ein Wahlverfahren bestimmt wurde. 

 
Abbildung 39: Beispielkomponente mit fünf Eingabe-Ports und drei Ausgabe-Ports. 

Betrachtet werde die Komponente 𝐴 aus Abbildung 39. Sie verfügt über die fünf Eingabe-

Ports 𝑖1, 𝑖2, 𝑖3, 𝑖4, 𝑖5 und die drei Ausgabe-Ports 𝑜1, 𝑜2 und 𝑜3. Die Ausgabe-Ports 𝑜1 und 

𝑜2 sind jeweils abhängig von 𝑖1, 𝑖2 und 𝑖3 und der Ausgabe-Port 𝑜3 ist abhängig von 𝑖4 und 
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𝑖5. Sollten die Ausgabewerte von 𝑜1 und 𝑜2 als symptomatisch markiert worden sein, 

wohingegen der Ausgabewert von 𝑜3 keine Auffälligkeiten aufweist, so würden zwei 

Symptome erzeugt werden. Ein Symptom mit dem Symptom-Port 𝑜1 und eines mit dem 

Symptom-Port 𝑜2. Die Komponente 𝐴 würde damit zu einer Symptomkomponente mit zwei 

Symptomen werden. Die Unterscheidung von Symptomen nach Ports ist wichtig, da nicht 

jeder Ausgabe-Port von jedem Eingabe-Port abhängig ist. In diesem Beispiel müssten nur die 

Komponenten untersucht werden, die mit den Eingabe-Ports 𝑖1, 𝑖2 und 𝑖3 verknüpft sind. 

 

6.3 Diagnosen 

 

Das Ergebnis eines Diagnosevorgangs sind Diagnosen. Symptome alleine sind noch keine 

Diagnosen. Daher genügt es nicht nur die auftretenden Diskrepanzen zu bestimmen. Das 

Interesse liegt bei den Komponenten, deren Defekte die beobachteten Symptome erklären 

können. Da jedes Symptom mehrere Ursachen haben kann, existieren im Allgemeinen zu 

jeder Menge von Symptomen, verschiedene Diagnosen. Beispielsweise lässt das Symptom 

„Husten“ die Diagnosen „Erkältung“ und „Grippe“ zu. Je mehr Ursachen ein Symptom haben 

kann, desto mehr Diagnosen können erzeugt werden. Eine Diagnose sei formal definiert als 

eine minimale Menge 𝐷 ⊆ 𝐶𝑂𝑀𝑃𝑆, sodass 

𝑆𝐷 ∪ 𝑂𝐵𝑆 ∪ {𝐴𝐵(𝑐)|𝑐 ∈ 𝐷} ∪ {¬𝐴𝐵(𝑐)|𝑐 ∈ 𝐶𝑂𝑀𝑃𝑆\𝐷} 

konsistent ist. Damit ist jede Diagnose eine minimale Menge von Komponenten, deren 

gleichzeitiger Defekt das beobachtete Systemverhalten erklären kann. Die Menge aller 

Diagnosen, die vollständige Diagnose (Complete Diagnosis), werde mit 𝐶𝐷 bezeichnet. Es 

kann mehrere minimale Diagnosen geben. Minimal bedeutet hierbei, dass keine Diagnose 𝐷′ 

existiert, sodass 𝐷′ ⊆ 𝐷, mit 𝐷 ∈ 𝐶𝐷, gilt. Aus 𝐷 ⊆ 𝐶𝑂𝑀𝑃𝑆 folgt, dass für jedes Modell bis 

zu 2|𝐶𝑂𝑀𝑃𝑆| verschiedene Diagnosen existieren. Damit ist der Diagnosesuchraum 

exponentiell in der Anzahl der Komponenten des Modells. Bedingt durch die enorme Größe 

dieses Suchraumes, benötigt es effizienter Algorithmen, um minimale Diagnosen zu 

berechnen. Die Kardinalität 𝑐𝑎𝑟𝑑𝑖𝑛𝑎𝑙𝑖𝑡𝑦(𝐷) einer Diagnose 𝐷 sei definiert als 

𝑐𝑎𝑟𝑑𝑖𝑛𝑎𝑙𝑖𝑡𝑦(𝐷) = |{𝑐|𝑐 ∈ 𝐷}| 

Damit ist die Kardinalität einer Diagnose 𝐷, die Anzahl der in ihr enthaltenen Komponenten. 

Da minimale Diagnosen nicht alle gleichwahrscheinlich sind, wird eine Funktion 

𝑝 ∶ 𝐷 → [0,1] 

verwendet, um jeder Diagnose einen Score mit dem Charakter einer (Pseudo-) 

Wahrscheinlichkeit zuzuweisen. Mithilfe dieser Funktion werden Diagnosen absteigend nach 

ihrer Wahrscheinlichkeit sortiert. 
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Angenommen es liegen die Symptome „Husten“ und „Fieber“ vor. Zwei minimale Diagnosen 

wären 

𝐷1 = {𝐸𝑟𝑘ä𝑙𝑡𝑢𝑛𝑔, 𝐼𝑛𝑓𝑒𝑘𝑡𝑖𝑜𝑛} 

und  

𝐷2 = {𝐺𝑟𝑖𝑝𝑝𝑒}. 

Beide Diagnosen sind minimal, da  

𝐷1 ∩ 𝐷2 = ∅ 

Da eine Grippe wahrscheinlicher ist als eine Erkältung und gleichzeitig eine fieberauslösende 

Infektion, ist 𝑝(𝐷2) > 𝑝(𝐷1). Die Diagnose mit geringster Kardinalität ist nicht unbedingt die 

Wahrscheinlichste. So können bei den Symptomen „Fieber“ und „Kopfschmerzen“ die 

beiden Diagnosen 

𝐷1 = {𝐺𝑟𝑖𝑝𝑝𝑒, 𝑆𝑐ℎ𝑙𝑎𝑓𝑚𝑎𝑛𝑔𝑒𝑙} 

und 

𝐷2 = {𝑀𝑎𝑙𝑎𝑟𝑖𝑎} 

gestellt werden, unter der Annahme, dass eine Grippe keinen Schlafmangel impliziert. 

Diagnose 𝐷2 verfügt hierbei über minimale Kardinalität. Da Malaria selbst allerdings eine 

eher seltene Erkrankung ist, ist es wahrscheinlicher, dass die Symptome durch die wesentlich 

häufiger vorkommende Grippe und durch Schlafmangel hervorgerufen werden. Damit ist, 

obwohl 𝑐𝑎𝑟𝑑𝑖𝑛𝑎𝑙𝑖𝑡𝑦(𝐷2) < 𝑐𝑎𝑟𝑑𝑖𝑛𝑎𝑙𝑖𝑡𝑦(𝐷1) gilt, 𝑝(𝐷1) > 𝑝(𝐷2). Die nach 

Wahrscheinlichkeit geordneten 𝐷 ∈ 𝐶𝐷 werden am Ende des Diagnosevorgangs 

zurückgegeben. Um bei gegebenen Symptomen minimale Diagnosen berechnen zu können, 

benötigt es, aufgrund des riesigen Diagnosesuchraumes, spezieller Algorithmen, um den 

Suchraum einzuschränken. Bevor auf diese eingegangen wird, werden zunächst deren 

Grundlage, die sogenannten Konflikt- und Treffermengen, eingeführt. 

 

6.3.1 Konfliktmengen 

Eine Konfliktmenge (Conflict Set) 𝐶𝑆 für ein Symptom 𝑠 ist eine Menge {𝑐1, … , 𝑐𝑛} von 

Komponenten, sodass der Defekt einer einzelnen Komponente aus 𝐶𝑆 das Symptom 𝑠 

erklären kann. Die 𝐶𝑆 selbst können auch als boolesche Formeln der Form 

⋁ 𝑐

𝑐∈𝐶𝑆

 

verstanden werden. Damit kann ein 

𝐶𝑆 = {𝑐1, … , 𝑐𝑛} 

dargestellt werden als 

𝐶𝑆 = (𝑐1 ∨ … ∨ 𝑐n) 
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Hierbei werden die Komponenten 𝑐1, … , 𝑐𝑛 der booleschen Formel als Literale interpretiert, 

wobei jedes Literal 𝑐 äquivalent ist, zu 𝐴𝐵(𝑐). Die Mengendarstellung und die Darstellung in 

Form einer booleschen Formel sind äquivalent. Die Konfliktmenge 𝐶𝑆 einer 

Symptomkomponente 𝑠 ist demnach die Menge aller Komponenten, von denen 𝑠 abhängig 

ist, außer denjenigen, die mit 𝑂𝐵𝑆 konsistent sind. Jede Symptomkomponente verfügt über 

eine Konfliktmenge. Diese können, nachdem für jeden Ausgabe-Port die Eingabe-Ports, von 

denen der entsprechende Ausgabe-Port abhängig ist, berechnet wurden, mithilfe der 

Topologie des Multigraphen bestimmt werden. Für jedes Symptom 𝑠 wird ein 

entsprechendes 𝐶𝑆 berechnet. Die Menge  

𝐶𝑆𝑆 = {𝐶𝑆1, … , 𝐶𝑆𝑛} 

ist die Menge aller Konfliktmengen 𝐶𝑆1, … , 𝐶𝑆𝑛 aller Symptomkomponenten 𝑠1, … , 𝑠𝑛. Die 

Konfliktmengen in 𝐶𝑆𝑆 müssen nicht disjunkt sein und können sogar Teilmengen 

voneinander sein. Die Menge 𝐶𝑆𝑆 kann auch als boolesche Formel der Form 

⋀ 𝐶𝑆

𝐶𝑆∈𝐶𝑆𝑆

 

in konjunktiver Normalform dargestellt werden. Damit kann 𝐶𝑆𝑆 mit 
 

𝐶𝑆𝑖 = {𝑐𝑖1
, … , 𝑐𝑖𝑚

}, 𝑖 = 1, … , 𝑛 

dargestellt werden als  

𝐶𝑆𝑆 = (𝑐11
∨ … ∨ 𝑐1𝑚

) ∧ … ∧ (𝑐𝑛1
∨ … ∨ 𝑐𝑛𝑚

) 

Die Mengendarstellung und die Darstellung als boolesche Formel sind äquivalent. Aus den 

Konfliktmengen aus 𝐶𝑆𝑆 werden sogenannte Treffermengen berechnet. 

 

6.3.2 Treffermengen 

Eine Treffermenge (Hitting Set) 𝐻𝑆 für eine Menge von Konfliktmengen 𝐶𝑆𝑆 ist eine Menge 

von Komponenten, sodass 𝐻𝑆 mindestens eine Komponente aus jedem 𝐶𝑆 ∈ 𝐶𝑆𝑆 enthält. 

Die 𝐻𝑆 können auch als boolesche Formel der Form  

𝐻𝑆 = (𝑐1 ∧ … ∧ 𝑐𝑛) 

dargestellt werden und zusammen mit 

𝐻𝑆̅̅ ̅̅ =  ⋀ ¬𝑐𝑖

𝑐𝑖∉𝐻𝑆

 

als Lösungen für die boolesche Formel, die sich aus 𝐶𝑆𝑆 ergibt, gesehen werden. Eine 

Treffermenge 𝐻𝑆 ist dabei eine gültige Lösung, wenn gilt: 

𝐻𝑆 ∧ 𝐻𝑆̅̅ ̅̅  ⊨ 𝐶𝑆𝑆 

Auch hier steht ein Literal 𝑐 dafür, dass die entsprechende Komponente einen Defekt 

aufweist. Eine Treffermenge ist minimal, wenn sie in keiner anderen Treffermenge enthalten 
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ist. Jede minimale Treffermenge entspricht einer Diagnose. Da im schlimmsten Fall jede 

Komponente von jeder anderen abhängig ist, gilt für jede Konfliktmenge 𝐶𝑆 einer jeden 

Symptomkomponente 𝑠: 𝐶𝑆 = 𝐶𝑂𝑀𝑃𝑆. Damit gibt es bis zu 2|𝐶𝑂𝑀𝑃𝑆| mögliche 

Treffermengen. In der Praxis ist dies allerdings sehr unwahrscheinlich. Im Allgemeinen 

bedeutet eine Berechnung der Treffermengen aus Konfliktmengen eine deutliche Reduktion 

des Diagnosesuchraumes. Die Berechnung von Treffermengen aus Konfliktmengen ist 

dennoch NP-Vollständig4 und benötigt effizienter Algorithmen, um diese möglichst schnell zu 

bestimmen. Für die Berechnung von minimalen Treffermengen wird ein sogenannter Scored 

Hitting Set Directed Acyclic Graph (SHSDAG) verwendet. Der SHSDAG wird ausführlicher in 

Kapitel 6.7 beschrieben. Da die minimalen Treffermengen Diagnosen entsprechen, gelten für 

sie dieselben Definitionen für Kardinalität und Minimalität. Die folgenden Grafiken stammen 

aus [129]. 

 
Abbildung 40: Beispielsystem mit Nominalverhalten (links) und beobachtetem Verhalten (rechts) mit zwei Symptomen 
(Komponenten H und I). 

Betrachtet werde das Beispiel aus Abbildung 40. Das dargestellte Modell besteht aus einer 

Menge von Addierern und Multiplizierern, wobei jeder Ausgabe-Port, einer jeden 

Komponente, von allen seinen Eingabe-Ports abhängig ist. Das System kann beschrieben 

werden mit: 

• 𝑆𝐷 = { (𝐴, 𝑜𝑢𝑡𝑝𝑢𝑡 = 𝑖𝑛𝑝𝑢𝑡1 + 𝑖𝑛𝑝𝑢𝑡2, 𝑝𝑟𝑜𝑏𝑎𝑏𝑙𝑖𝑡𝑦 = 0.2, 𝑙𝑜𝑤 = 12, ℎ𝑖𝑔ℎ =

29, 𝑟𝑒𝑙. 𝑡𝑜𝑙𝑒𝑟𝑎𝑛𝑐𝑒 = 5 %, 𝑎𝑏𝑠. 𝑡𝑜𝑙𝑒𝑟𝑎𝑛𝑐𝑒 = 0.0,

𝐴. 𝑜𝑢𝑡𝑝𝑢𝑡 𝑖𝑠 𝑐𝑜𝑛𝑛𝑒𝑐𝑡𝑒𝑑 to 𝐸. 𝑖𝑛𝑝𝑢𝑡1), … } 

• 𝐶𝑂𝑀𝑃𝑆 = {𝐴, 𝐵, 𝐶, 𝐷, 𝐸, 𝐹, 𝐺, 𝐻, 𝐼} 

• 𝑂𝐵𝑆 = {𝐴. 𝑖𝑛𝑝𝑢𝑡1 = 5, 𝐴. 𝑖𝑛𝑝𝑢𝑡2 = 8, … , 𝐷. 𝑖𝑛𝑝𝑢𝑡1 = 2, 𝐷. 𝑖𝑛𝑝𝑢𝑡2 = 4} 

Aus dieser Systembeschreibung, lässt sich über 

𝑆𝐼𝑀 = 𝑆𝐷 ∪ (¬ 𝐴𝐵(𝑐1)  ∧ … ∧ ¬ 𝐴𝐵(𝑐𝑛))  ∪ 𝑂𝐵𝑆𝑖𝑛𝑝𝑢𝑡 

 

4 Das Hitting Set Problem lässt sich auf das Set Cover Problem reduzieren. Das Set Cover Problem wiederum ist 
eines von Karps 21 NP-Vollständigen Problemen (1972). 
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das Nominalverhalten (Abbildung 40, links) berechnen. Wenn zusätzlich noch die 

Beobachtungen 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 = {𝐻. 𝑜𝑢𝑡𝑝𝑢𝑡 = 25, 𝐼. 𝑂𝑢𝑡𝑝𝑢𝑡 = 58} zu 𝑂𝐵𝑆 hinzugefügt 

werden, so lassen sich mit 

𝑆𝐼𝑀 ∪ 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 

Diskrepanzen bestimmen. Bei diesem Beispiel wären dies die Diskrepanzen zwischen dem 

gemessenen Wert 25 und dem simulierten Wert 20 am Ausgabe-Port von Komponente 𝐻 

und zwischen dem gemessenen Wert 58 und dem simulierten Wert 49 am Ausgabe-Port von 

Komponente 𝐼. Hierdurch werden zwei Symptome erzeugt, mit den Symptomkomponenten 

𝐻 und 𝐼. 

 
Abbildung 41: Konfliktmengen für Symptomkomponente H (rechts) und für Symptomkomponente I (links). 

Im Anschluss daran, werden für die Symptomkomponente 𝐻, die Konfliktmenge 𝐶𝑆𝐻 und für 

die Symptomkomponente 𝐼, die Konfliktmenge 𝐶𝑆𝐼 bestimmt. 

𝐶𝑆𝐻 = (𝐻 ∨ 𝐸 ∨ 𝐹 ∨ 𝐴 ∨ 𝐵 ∨ 𝐶) 

𝐶𝑆𝐼 = (𝐼 ∨ 𝐹 ∨ 𝐺 ∨ 𝐵 ∨ 𝐶 ∨ 𝐷) 

Aus diesen Konfliktmengen werden nun die Treffermengen berechnet. Diese sind Lösungen 

der booleschen Formel 

𝐶𝑆𝑆 = 𝐶𝑆𝐻 ∧ 𝐶𝑆𝐼 = (𝐻 ∨ 𝐸 ∨ 𝐹 ∨ 𝐴 ∨ 𝐵 ∨ 𝐶) ∧ (𝐼 ∨ 𝐹 ∨ 𝐺 ∨ 𝐵 ∨ 𝐶 ∨ 𝐷) 

Einige dieser 𝐻𝑆 wären: 

𝐻𝑆1 = (𝐴 ∧ 𝐵 ∧ 𝐶 ∧ 𝐷 ∧ 𝐸 ∧ 𝐹 ∧ 𝐺 ∧ 𝐻 ∧ 𝐼) 

𝐻𝑆2 = (𝐻 ∧ 𝐼) 

𝐻𝑆3 = (𝐹) 

𝐻𝑆1 ist eine gültige, wenn auch triviale, Lösung, bei der jede Komponente defekt ist. Obwohl 

𝐻𝑆1 eine gültige Lösung ist, ist sie nicht minimal, da beispielsweise 𝐻𝑆2 ⊆ 𝐻𝑆1 ist. Während 

mit einem gleichzeitigen Defekt der Komponenten 𝐻 und 𝐼 beide Symptome erklärt werden 

würden, könnte auch der Defekt von Komponente 𝐹 alleine beide Symptome erklären, da 
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die Symptomkomponenten 𝐻 und 𝐼 beide von 𝐹 abhängig sind. Die Diagnosen, mit 

minimaler Kardinalität, für dieses Beispiel sind: 

𝐻𝑆2 = (𝐻 ∧ 𝐼) 

𝐻𝑆3 = (𝐹) 

𝐻𝑆4 = (𝐸 ∧ 𝐺) 

𝐻𝑆5 = (𝐸 ∧ 𝐼) 

𝐻𝑆6 = (𝐺 ∧ 𝐻) 

𝐻𝑆7 = (𝐵) 

𝐻𝑆8 = (𝐶) 

Die Wahrscheinlichkeit jeder Diagnose ist das Produkt der Ausfallwahrscheinlichkeiten der in 

ihr enthaltenen Komponenten. Angenommen die Ausfallwahrscheinlichkeit für alle 

Komponenten wäre 0.2. Dann hätten die Diagnosen 𝐻𝑆2, 𝐻𝑆4, 𝐻𝑆5 und 𝐻𝑆6 jeweils die 

Wahrscheinlichkeit 0.2 ⋅ 0.2 = 0.04 und die Diagnosen 𝐻𝑆3, 𝐻𝑆7 und 𝐻𝑆8 jeweils die 

Wahrscheinlichkeit 0.2. Kardinalität ist allerdings nur ein schwacher Indikator für die 

Wahrscheinlichkeit einer Diagnose. Wäre 𝑝(𝐹) = 0.01, so wäre 𝑝(𝐻𝑆3) = 0.01 und 

𝑝(𝐻𝑆2) = 0.04. Damit würde, aufgrund von 𝑝(𝐻𝑆2) > 𝑝(𝐻𝑆3), Diagnose 𝐻𝑆2 der Diagnose 

𝐻𝑆3 vorgezogen werden. Würden nun, mit den simulierten Werten konsistente, Messwerte 

für die Ausgabe-Ports von 𝐸 und 𝐺 hinzugefügt und die Ausfallwahrscheinlichkeit jeder 

Komponente als 0.2 angenommen werden, so würden nur noch die Diagnosen 𝐻𝑆2 und 𝐻𝑆3 

übrigbleiben, mit 𝑝(𝐻𝑆2) = 0.04 und 𝑝(𝐻𝑆3) = 0.2. In diesem Fall würde die Diagnose 𝐻𝑆3 

vorgezogen werden. 

Bisher wurde nur das prinzipielle Vorgehen behandelt. Die tatsächliche Berechnung von 

Diagnosen bezieht, sich durch Messwerte verändernde, Abhängigkeiten der Ausgabe-Ports 

von Eingabe-Ports, gewichtete Verdächtigungen und Entlastungen von Komponenten, durch 

Symptome und als korrekt funktionierend erkannte Komponenten, und optional 

heuristisches Wissen mit ein. Hierfür werden die in Kapitel 4.5 beschriebenen Schritte 

durchgeführt, das heißt, es wird aus dem Modell in Form von Excel-Tabellen Java-Code 

erzeugt, dieser wird kompiliert und die so entstehenden .class-Dateien in einer .jar-Datei 

zusammengefasst. Diese Bibliotheksdatei wird anschließend geladen, die Komponenten des 

Modells instanziiert und ein Multigraph erzeugt. Anschließend können Messwerte 

hinzugefügt werden, mit denen das Modell simuliert wird. Dies entspricht dem Schritt  

𝑆𝐼𝑀 = 𝑆𝐷 ∪ (¬ 𝐴𝐵(𝑐1)  ∧ … ∧ ¬ 𝐴𝐵(𝑐𝑛))  ∪ 𝑂𝐵𝑆𝑖𝑛𝑝𝑢𝑡 

Hierbei setzt sich 𝑂𝐵𝑆𝑖𝑛𝑝𝑢𝑡 zusammen, aus den eigentlichen zugeführten 

Eingabemesswerten, den auf Eingabewerte gemappten Ausgabewerten aus 𝑂𝐵𝑆𝑜𝑢𝑡𝑝𝑢𝑡 und 

den auf Eingabewerte gemappten Ausgabewerten aus der vorherigen Iteration. Damit 

stehen nach diesem Schritt 𝑆𝐼𝑀 und 𝑂𝐵𝑆 zur Verfügung. 

 



71 
 

6.4 Aktualisierung der Port-Abhängigkeiten 
 

Vor der eigentlichen Symptomberechnung wird, sollte es sich beim aktuellen 

Diagnosevorgang um den Ersten handeln, zunächst die Diagnose-Engine initialisiert. Bei der 

Initialisierung erhält sie das Konnektor-Objekt, das den Multigraphen des Modells enthält, 

als Argument. Anschließend initialisiert sie den Python-Interpreter und lädt die 

Standardbibliothek „math“. Damit können die meisten arithmetischen Ausdrücke ohne 

zusätzliche Import-Statements ausgewertet werden. Anschließend wird der Simulator 

initialisiert. Dieser erhält als Argumente das Konnektor-Objekt und das Python-Interpreter-

Objekt. Nachdem die Datentransformation aus Kapitel 5.1 und die Simulation aus Kapitel 5.3 

durchgeführt wurden, wird für jede Komponente das Mapping aktualisiert, das für jeden 

Ausgabe-Port, die Eingabe-Ports enthält, von denen der jeweilige Ausgabe-Port abhängig ist. 

Dafür wird in der Diagnose-Engine, für jede Komponente, die Neuberechnung der 

dynamischen Port-Abhängigkeiten veranlasst. Zunächst werden die dynamischen Port-

Abhängigkeiten der vorherigen Iteration gespeichert. Die dynamischen Port-Abhängigkeiten 

der vorherigen und der aktuellen Iteration sind Bestandteil des Systemzustandes. Die 

dynamischen Port-Abhängigkeiten der vorherigen Iteration werden später für die 

Berechnung von Konfliktmengen benötigt, wenn der Systemzustand der vorherigen Iteration 

verwendet werden muss. Anschließend wird für jede Komponente die Funktion 

𝑢𝑝𝑑𝑎𝑡𝑒𝐷𝑒𝑝𝑒𝑛𝑑𝑒𝑛𝑡𝐼𝑛𝑝𝑜𝑟𝑡𝑠 aufgerufen, die die Aktualisierung der dynamischen Port-

Abhängigkeiten einleitet. Der Pseudocode von Algorithmus 3 zeigt, wie die dynamischen 

Port-Abhängigkeiten berechnet werden. 

Algorithmus: updateDependentInports 
INPUTS:  Die gemessenen Eingabewerte: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
  Die auf Eingabewerte gemappten simulierten Ausgabewerte: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
OUTPUTS: Eine Map von Ausgabe-Ports zu Mengen von Eingabe-Ports, von denen die 

entsprechenden Ausgabe-Ports in der aktuellen Iteration abhängig sind 
𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 

1. Sei 𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 eine leere Map von Ausgabe-Ports zu Mengen von  
Eingabe-Ports, von denen die entsprechenden Ausgabe-Ports in der aktuellen Iteration abhängig sind 
2. Vereine 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 zu 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 
3. FOR EACH Ausgabe-Port 𝑜𝑢𝑡𝑝𝑜𝑟𝑡 

IF zu 𝑜𝑢𝑡𝑝𝑜𝑟𝑡 gehört ein 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 THEN 
𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 = 𝑢𝑝𝑑𝑎𝑡𝑒𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠(𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆,  
𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛) 
Mappe 𝑜𝑢𝑡𝑝𝑜𝑟𝑡 zu 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 in 
𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 

4. RETURN 𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 
Algorithmus 3: Pseudocode der updateDependentInports-Funktion. 

Die Funktion 𝑢𝑝𝑑𝑎𝑡𝑒𝐷𝑒𝑝𝑒𝑛𝑑𝑒𝑛𝑡𝐼𝑛𝑝𝑜𝑟𝑡𝑠 gehört stets zu einer Komponente 𝑐 und erhält die 

gemessenen Eingabewerte 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆, sowie die auf Eingabewerte gemappten 

simulierten Ausgabewerte 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und liefert die Map 

𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 von Ausgabe-Ports zu Mengen von Eingabe-Ports, 

von denen die entsprechenden Ausgabe-Ports abhängig sind. Diese Map entspricht den 

dynamischen Port-Abhängigkeiten der aktuellen Iteration. Zur Berechnung dieser werden 
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zunächst die Menge 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 zu 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 

vereinigt. Danach wird für jeden Ausgabe-Port 𝑜𝑢𝑡𝑝𝑜𝑟𝑡 von 𝑐 geprüft, ob ein 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-

Objekt zu 𝑜𝑢𝑡𝑝𝑜𝑟𝑡 gehört. Ist dies der Fall, dann wird die Funktion 

𝑢𝑝𝑑𝑎𝑡𝑒𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠 aufgerufen und es werden mithilfe von 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 die 

Eingabe-Ports bestimmt, von denen das 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt abhängig ist, zu 𝑜𝑢𝑡𝑝𝑜𝑟𝑡 

gemappt und in 𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 eingefügt. Wenn alle Ausgabe-

Ports von 𝑐 betrachtet wurden, wird 𝑂𝑈𝑇𝑃𝑂𝑅𝑇_𝑇𝑂_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 

zurückgegeben. 

Die Funktion 𝑢𝑝𝑑𝑎𝑡𝑒𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠 verwendet die Datenstruktur aus Abbildung 33, 

um für ein 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt zu berechnen, von welchen Eingabe-Ports die ihr zugrunde 

liegende quantitative Beschreibung in der aktuellen Iteration abhängig ist. Der Pseudocode 

von Algorithmus 4 zeigt wie die Port-Abhängigkeiten für ein 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt berechnet 

werden. 

Algorithmus: updateExpressionInports 
INPUTS: Alle verfügbaren Eingabewerte: 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 

Das 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt, für das die Port-Abhängigkeiten berechnet werden sollen: 
𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 

OUTPUTS: Die Menge von Eingabe-Ports, von denen 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 bei gegebenen 
𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 abhängig ist 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 

1. Sei 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 eine leere Menge von Eingabe-Ports 
2. IF 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 enthält alle benötigten Werte um 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 auszuwerten THEN 
 Füge alle Eingabe-Ports, von denen die arithmetischen Ausdrücke aus 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 

abhängig sind, zu 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 hinzu 
 FOR EACH 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 ∈ 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 
   𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 = 𝑢𝑝𝑑𝑎𝑡𝑒𝐼𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠( 

𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆, 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛) 
Füge alle Komponenten aus 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 zu 
𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 hinzu 

3. RETURN 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 
Algorithmus 4: Pseudocode der updateExpressionInports-Funktion. 

Die Funktion 𝑢𝑝𝑑𝑎𝑡𝑒𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠 erhält als Eingabe alle verfügbaren Eingabewerte 

𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 und ein 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 und berechnet, für dieses 

𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt, alle Eingabe-Ports, von denen es unter den gegebenen Eingabewerten 

abhängig ist. Hierfür wird die zunächst leere Menge 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 von Eingabe-

Ports erzeugt und in sie alle Eingabe-Ports eingefügt, von denen die arithmetischen 

Ausdrücke, die zu 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 gehören, abhängig sind. Sollte 𝑒𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 über if-else-

Abfragen verfügen, so werden die abhängigen Eingabe-Ports, der den if-else-Abfragen 

entsprechenden 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekte, berechnet und zu  𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 

hinzugefügt. 

  



73 
 

Der Pseudocode von Algorithmus 5 zeigt, wie die Port-Abhängigkeiten für 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-

Objekte berechnet werden. 

Algorithmus: updateIfExpressionInports 
INPUTS: Alle verfügbaren Eingabewerte: 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 

Das 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt, für das die Port-Abhängigkeiten berechnet werden sollen: 
𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 

OUTPUTS: Die Menge von Eingabe-Ports, von denen 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 bei gegebenen 
𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 abhängig ist 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 

1. Sei 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 eine leere Menge von Eingabe-Ports 
2. FOR EACH Regel 𝑟𝑢𝑙𝑒 ∈ 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 
 Prüfe mithilfe von 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆, ob die Bedingung von 𝑟𝑢𝑙𝑒 zutrifft 
 IF die Bedingung von 𝑟𝑢𝑙𝑒 trifft zu THEN 

Füge alle Eingabe-Ports, von denen die Bedingung von 𝑟𝑢𝑙𝑒 abhängig ist, zu 
𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 hinzu 
IF zu 𝑟𝑢𝑙𝑒 gehören arithmetische Ausdrücke THEN 

Füge alle Eingabe-Ports, von denen die arithmetischen Ausdrücke 
abhängig sind, zu 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 hinzu 

   FOR EACH 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛, die zu 𝑟𝑢𝑙𝑒 gehört 
𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃_𝑁𝐸𝑆𝑇𝐸𝐷 =  
𝑢𝑝𝑑𝑎𝑡𝑒𝐼𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠(𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆, 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛) 
Füge alle Komponenten aus 
𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃_𝑁𝐸𝑆𝑇𝐸𝐷 zu 
𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 hinzu 

3. RETURN 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 
Algorithmus 5: Pseudocode der updateIfExpression-Funktion. 

Die Funktion 𝑢𝑝𝑑𝑎𝑡𝑒𝐼𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛𝐼𝑛𝑝𝑜𝑟𝑡𝑠 erhält als Eingabe alle verfügbaren 

Eingabewerte 𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 und ein 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛 und 

berechnet, für dieses 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekt, alle Eingabe-Ports von denen es bei den 

gegebenen Eingabewerten abhängig ist. Hierfür wird die zunächst leere Menge 

𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 von Eingabe-Ports erzeugt. Anschließend wird für die 

Bedingung jeder Regel des if-else-Ausdrucks (if-Bedingung, elif-Bedingungen, else-

Bedingung) bestimmt, welche von ihnen anwendbar ist. Dafür wird mithilfe von 

𝐼𝑁𝑃𝑈𝑇_𝑉𝐴𝐿𝑈𝐸𝑆 für jede Regel geprüft, ob ihre Bedingung zutrifft. Sollte die Bedingung 

einer Regel 𝑟𝑢𝑙𝑒 zutreffen und damit „true“ zurückgeben, so ist 𝑟𝑢𝑙𝑒 anwendbar und es 

werden die Eingabe-Ports, von denen ihre Bedingung abhängig ist, zu 

𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 hinzugefügt und die, der Regel zugehörigen, 

arithmetischen Ausdrücke, sowie if-else-Abfragen betrachtet. Dabei werden alle Eingabe-

Ports, von denen die arithmetischen Ausdrücke abhängig sind, zu 

𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 hinzugefügt. Da MiniPython beliebig tiefes Schachteln von 

if-else-Abfragen erlaubt, kann es sein, dass der gerade betrachtete if-, elif-, oder else-Block 

ebenfalls if-else-Abfragen enthält. Die Eingabe-Ports, von denen diese Blöcke abhängig sind, 

werden rekursiv durch die Auswertung der entsprechenden 𝑖𝑓𝐸𝑥𝑝𝑟𝑒𝑠𝑠𝑖𝑜𝑛-Objekte 

bestimmt. Die so berechneten Eingabe-Ports werden zu 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆_𝐼𝐹𝐸𝑋𝑃 

hinzugefügt und zurückgegeben. Für Ausgabe-Ports, deren quantitative Beschreibungen 

nicht in MiniPython sind, entsprechen die dynamischen Port-Abhängigkeiten den statischen 

Port-Abhängigkeiten.  
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6.5 Symptomberechnung 
Nach der Aktualisierung der Port-Abhängigkeiten kann die eigentliche Symptomberechnung 

durchgeführt werden. Dies erfolgt nach dem Pseudocode von Algorithmus 6: 

Algorithmus: calculateSymptoms 
INPUTS:  Die gemessenen Eingabewerte: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
  Die gemessenen Ausgabewerte: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
  Die simulierten Ausgabewerte: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 

Die auf Eingabewerte gemappten simulierten Ausgabewerte: 
𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆_𝑇𝑂_𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
Die dynamischen Port-Abhängigkeiten des aktuellen Zeitschritts: 𝑃𝑂𝑅𝑇_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝐶𝐼𝐸𝑆 

OUTPUTS: Der Systemzustand zum aktuellen Zeitschritt: 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 
1. Sei 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 eine leere Menge von Symptomen, 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 eine leere Menge von 
ausgeschlossenen Komponenten, 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 eine Menge von heuristisch 
verdächtigten Komponenten und 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 eine Menge von heuristisch 
ausgeschlossenen Komponenten 
2. Sei 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶_𝐾𝑁𝑂𝑊𝐿𝐸𝐷𝐺𝐸_𝑅𝐸𝑆𝑈𝐿𝑇𝑆 die Menge der Ergebnisse der ausgewerteten Fehlerfunktionen 
und 𝑉𝑂𝑇𝐸_𝑅𝐸𝑆𝑈𝐿𝑇𝑆 die Menge der Ergebnisse der ausgewerteten Wahlverfahren 
3. Füge alle Komponenten, die an einem ℎ𝑒𝑢𝑟𝑖𝑠𝑡𝑖𝑐𝐾𝑛𝑜𝑤𝑙𝑒𝑑𝑔𝑒𝑅𝑒𝑠𝑢𝑙𝑡 ∈
𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶_𝐾𝑁𝑂𝑊𝐿𝐸𝐷𝐺𝐸_𝑅𝐸𝑆𝑈𝐿𝑇𝑆 beteiligt waren, zu 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 
hinzu, falls ℎ𝑒𝑢𝑟𝑖𝑠𝑡𝑖𝑐𝐾𝑛𝑜𝑤𝑙𝑒𝑑𝑔𝑒𝑅𝑒𝑠𝑢𝑙𝑡 einen Fehler erkannt hat und zu 
𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 sonst 
4. FOR EACH 𝑣𝑜𝑡𝑒𝑅𝑒𝑠𝑢𝑙𝑡 ∈  𝑉𝑂𝑇𝐸_𝑅𝐸𝑆𝑈𝐿𝑇𝑆 
 IF 𝑣𝑜𝑡𝑒𝑅𝑒𝑠𝑢𝑙𝑡 ist gültig, das heißt, es konnte eine Mehrheit gebildet werden THEN 
  IF es gibt von der Mehrheit abweichende Komponenten THEN 

Erzeuge für alle von der Mehrheit abweichende Komponenten Symptome und füge 
sie zu 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzu 

  ELSE 
   Füge alle an 𝑣𝑜𝑡𝑒𝑅𝑒𝑠𝑢𝑙𝑡 beteiligten Komponenten der Menge   
   𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzu 
 ELSE 

Füge alle an 𝑣𝑜𝑡𝑒𝑅𝑒𝑠𝑢𝑙𝑡 beteiligten Komponenten der Menge 
𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzu 

5. Prüfe, ob die gemessenen Eingabewerte innerhalb der für sie definierten Grenzwerte liegen und erzeuge 
gegebenenfalls Symptome. Füge die Symptome zu 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzu 
6. Prüfe, ob die gemessenen Ausgabewerte innerhalb der für sie definierten Grenzwerte liegen und erzeuge 
gegebenenfalls Symptome. Füge die Symptome zu 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzu 
7. Prüfe, ob die auf Eingabewerte gemappten simulierten Ausgabewerte mit den entsprechenden gemessenen 
Eingabewerten innerhalb der für sie definierten Toleranzintervalle miteinander übereinstimmen und erzeuge 
gegebenenfalls  Symptome oder schließe Komponenten aus. Füge die ausgeschlossenen Komponenten zu 
𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und die Symptome zu 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzu 
8. Prüfe ob die gemessenen Ausgabewerte mit den entsprechenden simulierten Ausgabewerten innerhalb der 
für sie definierten Toleranzintervalle miteinander übereinstimmen und erzeuge gegebenenfalls Symptome oder 
schließe Komponenten aus. Füge die ausgeschlossenen Komponenten zu 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und die 
Symptome zu 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzu 
9. Füge alle Komponenten aus 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 zu 
𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzu 
10. Entferne alle Komponenten, die über Symptome aus 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 verfügen oder in 
𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 enthalten sind, aus 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 
11. Erzeuge einen neuen Systemzustand 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 bestehend aus 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆, 
𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑃𝑂𝑅𝑇_𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝐶𝐼𝐸𝑆, 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 und 
𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆. Aktualisiere das Systemzustandsobjekt aus dem vorherigen 
Zeitschritt oder erzeuge ein neues, falls bisher keines existiert. Das 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚-Objekt enthält jeweils 
den Systemzustand aus dem aktuellen und dem vorherigen Zeitschritt 
12. RETURN 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 

Algorithmus 6: Pseudocode der calculateSymptoms-Funktion. 
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Zunächst werden die leeren Mengen 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆, 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 

𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 und 

𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 initialisiert. Die Menge 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 

enthält später alle berechneten Symptome und die Menge 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

alle, als korrekt funktionierend erkannten, Komponenten. Die Menge 

𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 enthält die Komponenten, die mithilfe des 

heuristischen Wissens verdächtigt werden, aber für die nicht ausreichend Information 

vorhanden ist, um für sie Symptome zu erzeugen. Die Menge 

𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 enthält die Komponenten, die mithilfe des 

heuristischen Wissens zunächst als korrekt funktionierend bestimmt wurden. Die Mengen 

𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶_𝐾𝑁𝑂𝑊𝐿𝐸𝐷𝐺𝐸_𝑅𝐸𝑆𝑈𝐿𝑇𝑆 und 𝑉𝑂𝑇𝐸_𝑅𝐸𝑆𝑈𝐿𝑇𝑆 sind Mengen von 

ausgewerteten Fehlerfunktionen für mehrere Komponenten und Wahlverfahren. Nach der 

Initialisierung dieser Mengen und Maps werden die Fehlerfunktionen für mehrere 

Komponenten und die Wahlverfahren ausgewertet. Sollte eine Fehlerfunktion einen Fehler 

erkannt haben und damit „true“ zurückgeben, so werden alle an ihr beteiligten 

Komponenten verdächtigt und der Menge 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 

hinzugefügt. Da Fehlerfunktionen nur „true“ oder „false“ zurückgeben, lässt sich, sollte ein 

Fehler auftreten, nicht genau bestimmen, ob alle an der Fehlerfunktion beteiligten 

Komponenten dafür verantwortlich sind, oder nur eine Teilmenge davon. Daher werden alle 

Komponenten verdächtigt, aber es werden für sie keine Symptome erzeugt. Eine solche 

Verdächtigung belastet die entsprechende Komponente im Gegensatz zu einem Symptom 

nicht direkt, sondern verhindert lediglich, dass die entsprechende Komponente 

ausgeschlossen werden kann. Sollte die Fehlerfunktion keinen Fehler erkannt haben und 

damit „false“ zurückgeben, so werden alle an ihr beteiligten Komponenten heuristisch 

ausgeschlossen und der Menge 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

hinzugefügt. Für jede ausgewertete Wahl wird geprüft, ob diese gültig ist. Eine Wahl ist 

gültig, wenn eine Mehrheit bestimmt werden konnte. Sollte eine Wahl gültig sein und von 

der Mehrheit abweichende Komponenten existieren, so werden für diese abweichenden 

Komponenten Symptome vom Typ 𝑉𝑂𝑇𝐸_𝐷𝐼𝑆𝐶𝑅𝐸𝑃𝐴𝑁𝐶𝑌 erzeugt und der Menge 

𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzugefügt. Sollte die Wahl gültig sein und keine abweichenden Komponenten 

existieren, so werden alle an der Wahl beteiligten Komponenten ausgeschlossen und der 

Menge 𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐼𝐶𝐴𝐿𝐿𝑌_𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzugefügt. Sollte die Wahl 

ungültig sein, das heißt, es konnte keine Mehrheit gebildet werden, so werden alle an der 

Wahl beteiligten Komponenten verdächtigt und der Menge 

𝐻𝐸𝑈𝑅𝐼𝑆𝑇𝐶𝐴𝐿𝐿𝑌_𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 hinzugefügt. Da keine Mehrheit bestimmt 

werden konnte, bilden die übereinstimmenden Werte eine Minderheit, oder alle an der 

Wahl beteiligten Werte weichen außerhalb der für sie definierten Toleranzintervalle 

voneinander ab. In diesem Fall werden alle, an der Wahl beteiligten, Komponenten 

verdächtigt, aber für sie werden keine Symptome erzeugt. Da in diesem Fall keine Mehrheit 

gebildet werden kann, ist es auch nicht möglich sicher zu sagen, welche Komponenten von 

dieser abweichen. 

 



76 
 

 
Abbildung 42: Beispielwahl für vier Komponenten ohne Mehrheit. Die Ausgabewerte der Komponenten 𝑪 und 𝑫 sowie 
der Komponenten 𝑬 und 𝑭 stimmen paarweise überein (grüne Boxen), jedoch unterscheiden sich die Ausgabewerte der 
Komponenten 𝑪 und 𝑫 von den Ausgabewerten der Komponenten 𝑬 und 𝑭, womit weder eine relative, noch eine 
absolute Mehrheit gebildet werden kann. 

Betrachtet werde das Beispiel aus Abbildung 42. Angenommen es wurde eine Wahl 

durchgeführt, die die Ausgabewerte der Komponenten 𝐶, 𝐷, 𝐸 und 𝐹 mit einem relativen 

Toleranzwert von 0 % und einem absoluten Toleranzwert von 0 miteinander vergleicht. Bei 

dieser Wahl stimmen die Ausgabewerte von 𝐶 und 𝐷 und die Ausgabewerte von 𝐸 und 𝐹 

überein. Damit wird keine Mehrheit gebildet. Da in diesem Fall sowohl ein Defekt der 

Komponente 𝐴, als auch der Komponente 𝐵 oder der Komponenten 𝐶 und 𝐷 oder der 

Komponenten 𝐸 und 𝐹 möglichen wären, aber nicht sicher angenommen werden kann, 

werden alle, an der Wahl beteiligten, Komponenten verdächtigt. 

Anschließend wird geprüft, ob die gemessenen Ausgabewerte innerhalb der für sie, in den 

Komponentenklassendefinitionen, angegebenen Grenzwerte liegen. Sollten sie einen ihrer 

Grenzwerte überschreiten, so wird ein entsprechendes Symptom erzeugt. Diese Prüfung 

wird auch für die Eingabewerte durchgeführt, mit dem Unterschied, dass, sollte ein zu einem 

Primär-Eingabe-Port gehörender Eingabewert als symptomatisch erkannt werden, so wird 

der entsprechende Messwert in Form eines 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠, wie er in Kapitel 5.1 definiert ist, 

verdächtigt. Da der Eingabewert eines Primär-Eingabe-Ports nicht durch eine andere 

Komponente erzeugt wird, sondern von Messwerten stammt, wird der Messwert 

verdächtigt, sollte der entsprechende Wert symptomatisch sein. Im nächsten Schritt werden 

die auf Eingabewerte gemappten simulierten Ausgabewerte mit den entsprechenden 

gemessenen Eingabewerten verglichen. Ein Vergleich der, von auf Ausgabewerte 

gemappten, gemessenen Eingabewerte mit den entsprechenden simulierten Ausgabewerten 

wäre ebenso möglich gewesen, würde allerdings weiteres zusätzliches Ummappen 

erfordern. Der Sinn dieses Vergleichs ist es, zu prüfen, ob die simulierten Ausgabewerte auch 

mit den Werten der Eingabe-Ports, die mit den entsprechenden Ausgabe-Ports verknüpft 

sind, übereinstimmen. Sollten beide verglichenen Werte nicht übereinstimmen, bedeutet 

dies, dass der simulierte Wert nicht dem tatsächlichen Ausgabewert der zugehörigen 

Komponente entspricht. In diesem Fall wird für diese Komponente ein Symptom erzeugt. Im 

Anschluss daran wird für jede Komponente geprüft, ob ihre gemessenen Ausgabewerte mit 

ihren entsprechenden simulierten Ausgabewerten übereinstimmen. Weichen die 
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gemessenen Werte um mehr als die für sie angegebenen Toleranzwerte von den ihnen 

zugehörigen simulierten Werten ab, so wird ein Symptom für die aktuell betrachtete 

Komponente erzeugt. Sollten alle gemessenen Ausgabewerte einer Komponente mit den 

ihnen zugehörigen simulierten Ausgabewerten übereinstimmen, so wird die Komponente als 

korrekt funktionierend erachtet, ausgeschlossen und der Menge 

𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzugefügt. Zu beachten ist, dass es sein kann, dass eine 

Komponente zunächst ausgeschlossen wird und später ein Symptom für sie erzeugt wird. So 

ist es möglich, dass die Messwerte einer Komponente innerhalb ihrer Grenzwerte liegen und 

sie mit den ihnen zugehörigen simulierten Werten übereinstimmen und somit 

ausgeschlossen, aber durch ein Wahlverfahren ein Symptom für dieselbe Komponente 

erzeugt wird. 

 
Abbildung 43: Beispielwahl für drei Komponenten mit einer Mehrheit. Der Ausgabewert der Komponente 𝑪 (rote Box) 
weicht von den Ausgabewerten der Komponenten 𝑫 und 𝑬, die eine Mehrheit bilden (grüne Box), ab. 

Betrachtet werde das Beispiel aus Abbildung 43. Angenommen die Sensoren 𝑆1 und 𝑆2 

messen die Strahlungsintensität der Sonne in einer beliebigen Einheit. Mit diesen Werten 

werden einige Berechnungen angestellt und die Komponenten 𝐶, 𝐷 und 𝐸 liefern am Ende 

messbare Ausgabewerte. Ferner wird angenommen, dass beide Sensoren denselben Wert 

messen sollten und das die Ausgabewerte von 𝐶, 𝐷 und 𝐸 als gleich angenommen werden 

können, wenn die Ausgabewerte von 𝐷 und 𝐸 übereinstimmen und der Ausgabewert von 𝐶 

genau halb so groß ist, wie der Ausgabewert von 𝐷. Für den Vergleich werde ein relativer 

Toleranzwert von 0 % und ein absoluter Toleranzwert von 0 verwendet. Weiter werde 

angenommen, dass 𝑆1 und 𝑆2 Sensorkomponenten sind, das heißt, sie verfügen über keine 
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quantitativen Beschreibungen, können aus diesem Grund keine simulierten Werte 

produzieren und es kann für sie aus diesem Grund nicht durch einen Vergleich ihrer 

gemessenen und simulierten Werte bestimmt werden, ob sie korrekt funktionieren. Der 

korrekte Wert, den die Sensoren messen sollten, sei 10. Die Grenzwerte für die Eingabe-

Ports der Komponenten 𝐴 und 𝐵 seien jeweils 0 für den Minimalgrenzwert und 100 für den 

Maximalgrenzwert. Die Grenzwerte für die Ausgabe-Ports der Komponenten 𝐶, 𝐷 und 𝐸, 

seien jeweils 0 für den Minimalgrenzwert und 10 für den Maximalgrenzwert. Angenommen 

die Komponente 𝑆1 sei defekt und misst einen Wert von 5, während die korrekt 

funktionierende Komponente 𝑆2 einen Wert von 10 misst. Die Simulation mit den 

gegebenen Werten ergibt für die Komponente 𝐶 einen Ausgabewert von 2 und für die 

Ausgabewerte von 𝐷 und 𝐸 einen Wert von 5. Damit sind alle Eingabe- und Ausgabewerte 

der Komponenten innerhalb der für sie definierten Grenzwerte und es stimmen, für jede 

Komponente, die gemessenen und simulierten Werte überein. Damit würden die 

Komponenten 𝐶, 𝐷 und 𝐸 als korrekt funktionierend erachtet werden und jeweils der 

Menge 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzugefügt werden. Allerdings würde das 

Wahlverfahren die Komponente 𝐶 korrekterweise als symptomatisch identifizieren. Mithilfe 

dieses Symptoms würde bei weiteren Berechnungen die Komponente 𝑆1 verdächtigt 

werden. Da diese Berechnungen allerdings nur dann angestellt werden, wenn 𝐶 nicht als 

korrekt funktionierend erachtet wird, muss die Komponente 𝐶 vorher aus der Menge 

𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 entfernt werden. Aus diesem Grund wird am Ende jede 

Komponente, für die ein Symptom existiert, aus der Menge 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

entfernt. 

Im nächsten Schritt werden mithilfe der Symptome, aus der Menge 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 und der 

ausgeschlossenen Komponenten aus der Menge 𝐸𝑋𝐶𝐿𝑈𝐷𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, der 

Systemzustand berechnet. Der Systemzustand enthält hierbei die Eingabemesswerte, die in 

Kapitel 6.4 berechneten Port-Abhängigkeiten, Symptome und ausgeschlossenen 

Komponenten. 

 

6.6 Konfliktmengen- und Ausschlusswahrscheinlichkeitsberechnung 
 

Da die Berechnungsdauer von Diagnosen potentiell exponentiell von der Anzahl und Größe 

der Konfliktmengen abhängt, ist es notwendig, diese vor der Berechnung der Diagnosen zu 

reduzieren. Hierfür werden sogenannte 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekte verwendet. Ein 

𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt gehört zu einer Komponente 𝑐 und enthält für diese zwei 

Mengen. Die Menge der Komponenten, die 𝑐 belasten und die Menge der Komponenten, die 

𝑐 entlasten. Aus diesen beiden Mengen und den Ausfallwahrscheinlichkeiten der 

Komponenten wird eine Falsch-Ausschlusswahrscheinlichkeit und eine Falsch-

Verdächtigungswahrscheinlichkeit berechnet, mit denen entschieden wird, ob 𝑐 verdächtig 

ist oder nicht. Kapitel 6.6.3 beschreibt diesen Vorgang genauer. Die 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑦-

Objekte werden während der Berechnung der Konfliktmengen erzeugt. Komponenten, die 

für nicht verdächtig erachtet werden, werden später aus allen Konfliktmengen entfernt.  
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Der Pseudocode von Algorithmus 7 zeigt, wie die Berechnung der 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-

Objekte eingeleitet wird. 

Algorithmus: calculateExclusionProbabilities 
INPUTS: Der Systemzustand: 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 
OUTPUTS: Die Menge der Konfliktmengen 𝐶𝑆𝑆 und eine Map von Komponenten zu 

𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 
1. Sei 𝐶𝑆𝑆 eine leere Menge von Konfliktmengen 
2. Sei 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 eine leere Map von Komponenten zu 
𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten. Jedes 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt verfügt über eine Menge von 
belastenden Komponenten und eine Menge von entlastenden Komponenten 
3. Berechne die Konfliktmengen und 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌-Einträge für 
die Symptomkomponenten 
4. Berechne die 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌-Einträge für die ausgeschlossenen 
Komponenten 
5. RETURN 𝐶𝑆𝑆 und 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 

Algorithmus 7: Pseudocode der calculateExclusionProbabilities-Funktion. 

Die 𝑐𝑎𝑙𝑐𝑢𝑙𝑎𝑡𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑖𝑒𝑠-Funktion erhält als Eingabe den Systemzustand und 

berechnet die Menge der Konfliktmengen 𝐶𝑆𝑆 und die Map von Komponenten zu 

𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌. Zuerst 

werden die Konfliktmengen und 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌-Einträge 

für die Symptomkomponenten berechnet. Anschließend werden die 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌-Einträge für die ausgeschlossenen 

Komponenten bestimmt. Im Folgenden wird beschrieben, wie die Konfliktmengen und die 

𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekte für die Symptomkomponenten erzeugt werden. Die 

Berechnung der 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekte für ausgeschlossene Komponenten erfolgt 

analog. 

 

6.6.1 Konfliktmengenberechnung 

Zur Berechnung der Konfliktmenge für eine Symptomkomponente, werden die 

Komponenten berechnet, deren Defekt alle, zur entsprechenden Symptomkomponente 

gehörigen, Symptome erklärt. Dies sind alle Komponenten von denen die Symptom-Ports 

der entsprechenden Symptome abhängig sind. Jede Komponente aus einer Konfliktmenge 

wird dabei durch die Symptomkomponente verdächtigt, für die die Konfliktmenge berechnet 

wurde. Zusätzlich dazu werden alle Komponenten bestimmt, von denen die 

ausgeschlossenen Komponenten abhängig sind. Jede von ihnen wird durch die 

ausgeschlossene Komponente, die von ihr abhängig ist, entlastet. Da sowohl mehrere 

Symptome, als auch mehrere ausgeschlossene Komponenten von ein und derselben 

Komponente abhängig sein können, werden alle Be- und Entlastungen einer Komponente in 

einem 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt gespeichert. Die 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekte 

dienen später dazu, die Größe der Konfliktmengen der Symptomkomponenten zu 

reduzieren. 

Zunächst werden alle Symptomkomponenten betrachtet. Für jede Symptomkomponente 

werden die Komponenten berechnet, deren Defekt alle zur entsprechenden 

Symptomkomponente gehörigen Symptome erklärt. Damit wird die Konfliktmenge für diese 
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Symptomkomponente berechnet. Weiterhin werden die Einträge für die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 erzeugt. Der Pseudocode von Algorithmus 

8 zeigt, wie die Berechnung der Konfliktmengen und der Einträge für die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 für Symptomkomponenten durchgeführt 

wird. 

Algorithmus: computeConflictSetAndExclusionProbability 
INPUTS: Der Systemzustand: 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 
  Die Menge der Konfliktmengen: 𝐶𝑆𝑆 

Die Map von Komponenten zu 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 

OUTPUTS: Die modifizierte Menge der Konfliktmengen 𝐶𝑆𝑆 und die modifizierte Map von 
Komponenten zu 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 

1. Sei 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 die Menge der Symptomkomponenten und 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝑌𝑀𝑃𝑇𝑂𝑀 eine Map von Symptomkomponenten zu Symptomen, erzeugt aus 
der Menge 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 aus 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 
2. FOR EACH 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 ∈  𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝑌𝑀𝑃𝑇𝑂𝑀 

Sei 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 eine leere Map von Komponenten zu Mengen von Ports 
für die Suche mit dem Systemzustand der aktuellen Iteration 
Sei 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 eine leere Map von Komponenten zu 
Mengen von Ports für die Suche mit dem Systemzustand der vorherigen Iteration 
Sei 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆 eine leere Map von bereits besuchten Komponenten zu Mengen von 
Ports über die sie erreicht wurden 
Sei 𝐶𝑆 eine leere Menge von Komponenten. Die Komponenten dieser Map sind sie 
Konfliktmenge von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 
FOR EACH 𝑠𝑦𝑚𝑝𝑡𝑜𝑚 das zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 gehört 
  IF 𝑠𝑦𝑚𝑝𝑡𝑜𝑚 basiert auf Werten aus der aktuellen Iteration THEN 

Füge der zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 gemappten Menge von ports in 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 den Symptom-Port von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚 hinzu 

  ELSE 
Füge der zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 gemappten Menge von ports in 
𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 den Symptom-Port von 
𝑠𝑦𝑚𝑝𝑡𝑜𝑚 hinzu 

𝐶𝑆 = computeConflictSet(𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚, 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆, 𝐶𝑆, 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆, 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑓𝑎𝑙𝑠𝑒) 
𝐶𝑆  = computeConflictSet(𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚, 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆, 𝐶𝑆, 
𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 , 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑡𝑟𝑢𝑒) 
FOR EACH 𝑐 ∈ 𝐶𝑆 

Füge 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 zur Menge der belastenden Komponenten des 
𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekts, das zu 𝑐 in 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 gemappt ist hinzu. 

 Füge 𝐶𝑆 zu 𝐶𝑆𝑆 hinzu 
3. RETURN 𝐶𝑆𝑆 und 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 

Algorithmus 8: Pseudocode der computeConflictSetAndExclusionProbability-Funktion. 

Für die Symptomkomponenten wird die Funktion 

𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡𝐴𝑛𝑑𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 aufgerufen. Diese erhält neben dem 

Systemzustand, die zunächst leere Menge der Konfliktmengen 𝐶𝑆𝑆 und die zunächst leere 

Map von Komponenten zu 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 der Funktion 
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𝑐𝑎𝑙𝑐𝑢𝑙𝑎𝑡𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑖𝑒𝑠 als Eingabe und berechnet die Konfliktmengen und 

Einträge für die Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 für alle 

Symptomkomponenten. Für jede Symptomkomponente 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 werden 

zunächst die leeren Maps 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 und 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 initialisiert. Die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 enthält Mappings von Komponenten zu Ports, die für die 

Suche mit dem Systemzustand der aktuellen Iteration verwendet werden und die Map 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 enthält Mappings von Komponenten zu Ports, 

die für die Suche mit dem Systemzustand aus der vorherigen Iteration verwendet werden. 

Anschließend wird die leere Map 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆 initialisiert, die Mappings von 

Komponenten zu Ports enthält, über die die jeweilige Komponente erreicht wurde. Diese 

Map dient dazu festzuhalten, welche Komponenten über welchen Port erreicht wurden, um 

Endlosschleifen zu vermeiden, falls der Wissensingenieur versehentlich einen Kreis erzeugt 

hat. Zu beachten ist, dass hierbei unterschieden wird, in welcher Iteration eine Komponente 

besucht wurde. Eine Komponente kann damit einmal in der aktuellen Iteration und einmal in 

der vorherigen Iteration über denselben Port erreicht werden. Dies ist notwendig, da sich 

der Systemzustand und damit die dynamischen Port-Abhängigkeiten von einer Iteration zur 

nächsten ändern können. Weiterhin wird die zunächst leere Menge 𝐶𝑆 erzeugt. Diese 

Menge entspricht der Konfliktmenge von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡. Aus 𝐶𝑆 werden später die 

zugehörigen Einträge für die Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 

berechnet. Anschließend werden alle Symptome betrachtet, die zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 

gehören. Die Symptom-Ports dieser Symptome werden auf zwei Mengen aufgeteilt. Die 

Symptom-Ports, deren Symptome auf Basis von Werten aus der aktuellen Iteration erzeugt 

wurden, werden in einer Menge zusammengefasst, die zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 gemappt 

und in 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 eingefügt wird. Die Symptom-Ports, deren 

Symptome auf Basis von Werten aus der vorherigen Iteration erzeugt wurden, werden 

ebenfalls in einer Menge zusammengefasst, zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 gemappt und in 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 eingefügt. Danach wird 𝐶𝑆 berechnet. Dies 

geschieht durch den Aufruf der Funktion 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 mit dem 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠-

Argument „false“ für die Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 und durch den erneuten 

Aufruf der Funktion mit dem 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠-Argument „true“ für die Map 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆. Beim Aufruf der Funktion mit 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠-

Argument „false“ wird bei der Rückwärtssuche mit dem Systemzustand der aktuellen 

Iteration gestartet und mit dem 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠-Argument „true“ wird mit dem Systemzustand 

der vorherigen Iteration gestartet. Die Funktion 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 nutzt die Topologie 

des Modells sowie die, in Kapitel 6.4 berechneten, dynamischen Port-Abhängigkeiten, um 

mithilfe einer modifizierten rückwärtsgerichteten Breitensuche die Konfliktmenge 𝐶𝑆 zu 

berechnen. 
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Der Pseudocode von Algorithmus 9 zeigt, wie die Konfliktmenge 𝐶𝑆 berechnet wird. 

Algorithmus: computeConflictSet 
INPUTS: Der Systemzustand: 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚 
 Die Map von bereits besuchten Komponenten zu Mengen von Ports, über die sie erreicht 

wurden: 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆 
 Die aktuell betrachtete Konfliktmenge: 𝐶𝑆 

Die Map von Komponenten zu Mengen von Ports, für die die Suche durchgeführt werden soll: 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 

 Die Menge der Symptomkomponenten: 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 
 Ein Boolean, der angibt, ob der Systemzustand des aktuellen oder des vorherigen Zeitschrittes 

benutzt werden soll: 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 
OUTPUTS: Die Modifizierte Konfliktmenge 𝐶𝑆 
1. Sei 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  eine leere Map von Komponenten zu Mengen von  
Ports, die während des nächsten rekursiven Aufrufs der Suchfunktion für den Systemzustand des 
aktuellen Zeitschritts betrachtet werden 
2. Sei 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  eine leere Map von Komponenten zu  
Mengen von Ports, die während des nächsten rekursiven Aufrufs der Suchfunktion für den  
Systemzustand des vorherigen Zeitschritts betrachtet werden 
3. Benutze 𝑝𝑜𝑟𝑡𝐷𝑒𝑝𝑒𝑛𝑑𝑒𝑛𝑐𝑖𝑒𝑠 aus 𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚, um für jeden 𝑝𝑜𝑟𝑡 ∈ 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 die Eingabe-Ports 𝐼𝑁𝑃𝑈𝑇_𝑃𝑂𝑅𝑇𝑆 zu bestimmen, von denen 𝑝𝑜𝑟𝑡  
abhängig ist. Verwende den Graphen des Modells, um für 𝐼𝑁𝑃𝑈𝑇_𝑃𝑂𝑅𝑇𝑆 die Komponenten  
𝑉𝐼𝑆𝐼𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und alle Ausgabe-Ports zu bestimmen, die mit den Eingabe-Ports aus  
𝐼𝑁𝑃𝑈𝑇_𝑃𝑂𝑅𝑇𝑆 verbunden sind und die für den aktuell verwendeten Systemzustand noch nicht in  
𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆 enthalten sind 
4. Betrachte jede Komponente 𝑐 ∈ 𝑉𝐼𝑆𝐼𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und Port 𝑝, über die sie erreicht wurde, und  
führe eine Aktion, basierend auf den folgenden Bedingungen, durch: 

• Wenn 𝑐 eine Symptomkomponente ist, setze die Suche fort 

• Wenn 𝑐 eine ausgeschlossene Komponente ist, besuche 𝑐 nicht 

• Wenn 𝑐 weder eine Symptomkomponente noch eine ausgeschlossene Komponente ist und kein 
gemessener und simulierter Wert für 𝑝 existiert, setze die Suche fort 

• Wenn 𝑐 weder eine Symptomkomponente noch eine ausgeschlossene Komponente ist und 
sowohl ein gemessener als auch ein simulierter Wert für 𝑝 existiert, besuche 𝑐 nicht 

• Wenn 𝑐 über eine Rückwärtsverbindung erreicht wurde, überprüfe die Bedingungen erneut für 
den Systemzustand der vorherigen Iteration 

5. Füge alle besuchten Komponenten zu 𝐶𝑆 hinzu. Füge alle besuchten Komponenten und zugehörigen  
Ausgabe-Ports, die rückwärts über eine Vorwärtsverbindung erreicht wurden zu 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  hinzu. Füge alle besuchten Komponenten und zugehörigen Ausgabe-Ports, 
die rückwärts über eine Rückwärtsverbindung erreicht wurden zu 
𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  hinzu. 
6. Füge für jede besuchte Komponente das Mapping von dieser Komponente zu dem Ausgabe-Port, über den  
sie erreicht wurde, zusammen mit 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠, zu 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆 hinzu. Die Map 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆  
unterscheidet unter Verwendung welches Systemzustandes eine Komponente über einen Ausgabe-Port  
erreicht wurde. Jede Komponente kann über denselben Ausgabe-Port einmal unter Verwendung des  
Systemzustandes des aktuellen und des vorherigen Zeitschrittes erreicht werden. 
7. IF 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 hat den Wert 𝑓𝑎𝑙𝑠𝑒 THEN 
 𝐶𝑆 = computeConflictSet(𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚, 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆, 𝐶𝑆, 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 , 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑡𝑟𝑢𝑒) 
𝐶𝑆 = computeConflictSet(𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚, 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆, 𝐶𝑆, 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 , 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑓𝑎𝑙𝑠𝑒) 

 
   ELSE 
 𝐶𝑆 = computeConflictSet(𝑠𝑦𝑠𝑡𝑒𝑚𝑆𝑦𝑚𝑝𝑡𝑜𝑚, 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆, 𝐶𝑆, 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 , 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, 𝑓𝑎𝑙𝑠𝑒) 
8. RETURN 𝐶𝑆 

Algorithmus 9: Pseudocode der computeConflictSet-Funktion. 
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Die Funktion 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 erhält den Systemzustand, die Map 𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆, die 

Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆, die Menge der Symptomkomponenten 

𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und den Boolean 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠, der angibt, ob mit dem 

Systemzustand der aktuellen oder der vorherigen Iteration gestartet wird. Es ist zu beachten, 

dass als Argument 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 entweder die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 oder die Map 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆, 

durch die Funktion 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡𝐴𝑛𝑑𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦, übergeben werden 

kann. Wenn die Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 übergeben wird, dann wird 

𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 mit „false“ für das Argument 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 aufgerufen und wenn die 

Map 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 übergeben wird, dann wird 

𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 mit „true“ für das Argument 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 aufgerufen. Anschließend 

werden die beiden Maps 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 und 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 initialisiert. Sie haben denselben Aufbau 

wie 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 und 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 und 

werden für den nächsten rekursiven Aufruf von 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 verwendet. 

Anschließend wird für die Komponenten und Ports des Arguments 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 von 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 berechnet, von welchen 

Eingabe-Ports die enthaltenen Ausgabe-Ports abhängig sind. Die Komponenten, die zu den 

bestimmten Eingabe-Ports gehören, sind die Komponenten 𝑉𝐼𝑆𝐼𝑇𝐸𝐷_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, die 

im Folgenden betrachtet werden. Die Suchstrategie zur Bestimmung der als Nächstes zu 

betrachtenden Komponenten ist eine rückwärtsgerichtete Breitensuche. Abbildung 44 zeigt 

ein Beispiel für eine rückwärtsgerichtete Breitensuche. 

 
Abbildung 44: Breitensuche mit Startknoten S von der ersten (links) bis zur vierten Iteration (rechts). Nicht besuchte 
Knoten werden in Blau und besuchte Knoten in Grün dargestellt. 

Die Komponenten aus der Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 entsprechen hierbei den 

Startknoten. Mithilfe der Ausgabe-Ports, die zu diesen Komponenten gemappt sind, wird 

bestimmt, von welchen Eingabe-Ports diese Ausgabe-Ports abhängig sind. Anders als bei der 

klassischen Breitensuche, müssen nur die Komponenten betrachtet werden, die auch 

Einfluss auf die Ausgabe-Ports aus 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 haben. So kann es sein, 

dass eine Komponente 𝐴 über einen Eingabe-Port mit dem Ausgabe-Port einer anderen 

Komponente 𝐵 verbunden ist, diese bei der Suche aber nicht berücksichtigt werden muss, da 

sie keinen Einfluss auf die Werte der Ausgabe-Ports von 𝐴 hat, über die 𝐴 erreicht wurde. 

Ebenfalls müssen nicht alle Komponenten betrachtet werden, von denen die 

Ausgabekomponente abhängig ist. Die Suche muss die Komponenten nicht berücksichtigen, 

die über einen Ausgabe-Port erreicht wurden, zu dem ein gemessener und ein simulierter 

Wert vorliegen, sofern die entsprechende Komponente keine Symptomkomponente ist. 
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Ebenso müssen ausgeschlossene Komponenten nicht berücksichtigt werden. Wenn eine 

Komponente über eine Rückwärtsverbindung erreicht wurde, wird der Systemzustand der 

vorherigen Iteration verwendet, um zu bestimmen, ob die betrachtete Komponente besucht 

werden soll. Jede besuchte Komponente wird zur Konfliktmenge 𝐶𝑆 hinzugefügt. Damit 

basiert diese Form der rückwärtsgerichteten Breitensuche nicht nur auf der Topologie des 

Modells, sondern auch auf den dynamischen Port-Abhängigkeiten der einzelnen 

Komponenten und dem Systemzustand. 

 
Abbildung 45: Beispielgraph mit Port-Abhängigkeiten. 

Betrachtet werde der Graph aus Abbildung 45. Angenommen die Port-Abhängigkeiten von 

Komponente 𝐴 seien, wie in Kapitel 6.4 beschrieben, berechnet worden und seien wie folgt: 

• Ausgabe-Port 𝑜1 ist abhängig von den Eingabe-Ports 𝑖1, 𝑖2 und 𝑖3 

• Ausgabe-Port 𝑜2 ist abhängig von den Eingabe-Ports 𝑖1, 𝑖2 und 𝑖3 

• Ausgabe-Port 𝑜3 ist abhängig von den Eingabe-Ports 𝑖4 und 𝑖5 

Weiterhin wird angenommen, dass zu Komponente 𝐴 das Symptom 𝑠 existiert und 𝐴 damit 

eine Symptomkomponente ist. Kein Port von 𝐴 sei im Konnektor unter 𝑖𝑔𝑛𝑜𝑟𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛 

markiert. Der Symptom-Port von 𝑠 sei 𝑜1. Die Komponenten 𝐶1, 𝐶2, 𝐶3, 𝐶4 und 𝐶5 seien 

weder Symptomkomponenten noch ausgeschlossene Komponenten. Es existieren zu allen 

Ausgabe-Ports simulierte Werte, jedoch existieren weder zu den Eingabe-Ports von 𝐴, noch 

zu den Ausgabe-Ports der Komponenten 𝐶1, 𝐶2, 𝐶3, 𝐶4 und 𝐶5, Messwerte. Die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 der Funktion 

𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡𝐴𝑛𝑑𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 für die Symptomkomponente 𝐴, die als 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 mit dem 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠-Argument „false“ an die Funktion 

𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 übergeben wird, hat damit den Inhalt: 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 = {(𝑘𝑒𝑦 = 𝐴, 𝑣𝑎𝑙𝑢𝑒 = {𝑜1})} 

Für den Symptom-Port 𝑜1 werden nun die dynamischen Port-Abhängigkeiten betrachtet. Die 

Menge der Eingabe-Ports, von denen die Ports aus 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 

abhängig sind, werden im Folgenden mit 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 bezeichnet. Diese Menge 

enthält die Eingabe-Ports, von denen der Symptom-Port 𝑜1, unter Verwendung des 

aktuellen Systemzustands, abhängig ist. Es ist zu beachten, das 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 
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nur diejenigen Ports enthält, die nicht im Konnektor in der Spalte 𝑖𝑔𝑛𝑜𝑟𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛 markiert 

sind. Die Verbindungen der Ports, die in dieser Spalte markiert sind, werden bei der 

rückwärtsgerichteten Breitensuche ignoriert. Somit hat 𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 den Inhalt: 

𝐷𝐸𝑃𝐸𝑁𝐷𝐸𝑁𝑇_𝐼𝑁𝑃𝑂𝑅𝑇𝑆 = {𝑖1, 𝑖2, 𝑖3} 

Für jeden dieser Eingabe-Ports wird nun die Komponente bestimmt, deren Ausgabe-Port mit 

dem entsprechenden Eingabe-Port verbunden ist. Für den Eingabe-Port 𝑖1, wäre dies die 

Komponente 𝐶1, die über den Ausgabe-Port 𝑜3 mit 𝑖1 verbunden ist. Da für 𝐶1. 𝑜3 kein 

Messwert vorliegt und 𝐶1 keine ausgeschlossene Komponente ist, wird fortgefahren. Nun 

wird betrachtet, ob 𝐶1 nicht bereits besucht wurde. Da 𝐶1 bisher nicht besucht wurde, wird 

𝐶1 zur Konfliktmenge 𝐶𝑆 und das Mapping von 𝐶1, zu seinem Ausgabe-Port 𝑜3, der Map 

𝑂𝐶𝐶𝑈𝑅𝐴𝑁𝐶𝐸𝑆 hinzugefügt. Da alle Eingabewerte der Komponente 𝐴 von den 

Ausgabewerten der Komponenten 𝐶1, 𝐶2, 𝐶3, 𝐶4 und 𝐶5 aus der aktuellen Iteration 

abhängig sind, wurde auch 𝐶1 unter Verwendung des Systemzustands der aktuellen 

Iteration gefunden. Anschließend wird die Komponente 𝐶1, zusammen mit ihrem Ausgabe-

Port 𝑜3, über den sie erreicht wurde, zu 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hinzugefügt. 

Dies wird für die Eingabe-Ports 𝑖2 und 𝑖3 von 𝐴 wiederholt. Die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hat danach den Inhalt: 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  = {(𝑘𝑒𝑦 = 𝐶1, 𝑣𝑎𝑙𝑢𝑒 = {𝑜3}),  

(𝑘𝑒𝑦 = 𝐶2, 𝑣𝑎𝑙𝑢𝑒 = {𝑜3}), (𝑘𝑒𝑦 = 𝐶3, 𝑣𝑎𝑙𝑢𝑒 = {𝑜3})} 

Die Map 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  ist leer. Nun wird 

𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 rekursiv mit 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 als Argument 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 und mit 𝑖𝑠𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 = 𝑓𝑎𝑙𝑠𝑒 aufgerufen. Angenommen die 

Komponenten 𝐶1, 𝐶2, 𝐶3, 𝐶4 und 𝐶5 haben den selben Aufbau wie Komponente 𝐴 und 

keiner ihrer Ports ist im Konnektor unter 𝑖𝑔𝑛𝑜𝑟𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛 markiert. Dann werden im 

nächsten Schritt die Eingabe-Ports 𝐶1. 𝑖4, 𝐶1. 𝑖5, 𝐶2. 𝑖4, 𝐶2. 𝑖5, 𝐶3. 𝑖4 und 𝐶3. 𝑖5 betrachtet. 

Dies wird solange wiederholt, bis sowohl die Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 , als 

auch die Map 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 leer sind. In diesem Fall gibt 

es keine Komponenten mehr, die noch betrachtet werden können. Wenn 𝐶1 eine 

ausgeschlossene Komponente gewesen wäre, dann hätte sie nicht betrachtet werden 

müssen. Da bereits als korrekt funktionierend erkannte Komponenten nicht mehr 

verdächtigt werden sollen, sind ausgeschlossene Komponenten nicht Teil von 

Konfliktmengen. Wenn für den Ausgabe-Port 𝐶1. 𝑜3 ein Messwert verfügbar gewesen wäre, 

müsste 𝐶1 ebenfalls nicht betrachtet werden, da wenn der gemessene Wert von 𝐶1. 𝑜3 

einen Grenzwert verletzten oder nicht mit seinem entsprechenden simulierten Wert, 

innerhalb der für ihn definierten Toleranzintervalle, übereinstimmen würde, dann wäre 𝐶1 

eine Symptomkomponente. Da 𝐶1 allerdings keine Symptomkomponente ist, ist der 

Ausgabewert von 𝐶1. 𝑜3 korrekt. Da der Ausgabewert von 𝐴. 𝑜1, der zu einem Symptom 

geführt hat, abhängig von 𝐶1. 𝑜3 ist und 𝐶1. 𝑜3 korrekt ist, kann 𝐶1. 𝑜3 das Symptom nicht 

verursacht haben und 𝐴 wird unabhängig von 𝐶1. 𝑜3, und damit von 𝐶1. 
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Abbildung 46: Beispielgraph mit fünf Komponenten mit Rückwärtsverbindungen. 

Betrachtet werde der Graph aus Abbildung 46. Angenommen alle Ausgabe-Ports aller 

Komponenten seien von allen ihren Eingabe-Ports abhängig. Die Komponente 𝐴𝑡𝑖
 sei eine 

Symptomkomponente mit einem Symptom 𝑠, dessen Symptom-Port der Ausgabe-Port 

𝐴. 𝑜𝑢𝑡𝑝𝑢𝑡 von 𝐴𝑡𝑖
 ist. Alle anderen Komponenten seien weder Symptom-, noch 

ausgeschlossene Komponenten und für keine Eingabe- und Ausgabe-Ports, außer für 

𝐴. 𝑜𝑢𝑡𝑝𝑢𝑡, seien Messwerte verfügbar. Die Konfliktmengenberechnung werde wie vorhin 

beschrieben initialisiert. Angefangen bei Komponente 𝐴 in der Iteration zum Zeitpunkt 𝑡𝑖, 

wird 𝐵𝑡𝑖
 gefunden und zu 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hinzugefügt. Von 𝐵𝑡𝑖

 aus wird 

die Komponente 𝐶𝑡𝑖−1
 gefunden und in die Menge 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 eingefügt. Hierbei gibt es einige 

Besonderheiten. Der Eingabewert der Komponente 𝐵 in Iteration 𝑖 ist der Ausgabewert der 

Komponente 𝐶 aus der Iteration 𝑖 − 1. Damit wird, sobald 𝐶𝑡𝑖−1
 gefunden wurde, in der 

„Vergangenheit“ gesucht. Da sich der Systemzustand von Iteration 𝑖 − 1 auf 𝑖 geändert 

haben könnte, muss, sobald 𝐶𝑡𝑖−1
 erreicht wurde, mit dem Systemzustand aus Iteration 𝑖 − 1 

weitergerechnet werden. Dies ist erforderlich, da die Iterationen 𝑖 − 1 und 𝑖, unter 

Umständen, über unterschiedliche Messwerte, Symptome, ausgeschlossene Komponenten 

und Port-Abhängigkeiten verfügen. Um über die Suche mithilfe des Systemzustandes aus der 

vorherigen Iteration keine Komponenten in die Konfliktmengen aufzunehmen, die in der 

aktuellen Iteration ausgeschlossen wurden, wird, vor der Berechnung, die Menge der 

ausgeschlossenen Komponenten aus der vorherigen Iteration mit der Menge der 

ausgeschlossenen Komponenten aus der aktuellen Iteration vereinigt. Angenommen die 

Komponente 𝐶 ist im Systemzustand 𝑖 − 1 unabhängig von Komponente 𝐷, aber abhängig 

von ihr in Systemzustand 𝑖. Dann würde, sollte nur mit dem Systemzustand 𝑖 gerechnet 

werden, die Komponente 𝐷 zur Konfliktmenge der Symptomkomponente 𝐴 hinzugefügt 

werden. In diesem Fall würde die Konfliktmenge von 𝐴 größer als benötigt werden. Damit 

steigt der Rechenaufwand bei der Berechnung der Treffermengen. Sollte hingegen die 

Komponente 𝐷 in Iteration 𝑖 − 1 abhängig von der Komponente 𝐶 sein und in Iteration 𝑖 

nicht, so würden in der Konfliktmenge von 𝐴 Komponenten fehlen, die eigentlich in ihr 

enthalten sein müssten. Im schlimmsten Fall könnten dadurch nicht alle oder nur qualitativ 
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minderwertigere Diagnosen gestellt werden. Die restlichen Berechnungen werden wie im 

vorhergehenden Beispiel durchgeführt. 

 
Abbildung 47: Beispielgraph mit vier Komponenten: Zwei neutralen Komponenten (blau), einer Symptomkomponente 
(rot) und einer ausgeschlossenen Komponente (grün). 

Betrachtet werde der Graph aus Abbildung 47. Die Komponente 𝐴 sei eine 

Symptomkomponente, mit dem zugehörigen Symptom 𝑠, mit dem Symptom-Port 𝑜3. Die 

Komponente 𝐶 sei eine ausgeschlossene Komponente. Es liegen für alle Ausgabe-Ports aller 

Komponenten simulierte Werte und die Messwerte der Ports 𝐵. 𝑜2, 𝐶. 𝑜1 und 𝐴. 𝑜3 vor. Die 

Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 hat zu Beginn der Konfliktmengenberechnung den 

Inhalt 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 = {(𝑘𝑒𝑦 = 𝐴, 𝑣𝑎𝑙𝑢𝑒 = {𝑜3})} 

Damit wird die Suche bei Komponente 𝐴, an den Eingabe-Ports, von denen der Ausgabe-Port 

𝑜3 abhängig ist, gestartet. Für dieses Beispiel seien alle Ausgabe-Ports einer Komponente 

von allen ihren Eingabe-Ports abhängig. 

Die Suche beginnt mit dem Eingabe-Port 𝑖1 von 𝐴. Dieser ist mit der Komponente 𝐵, über 

den Ausgabe-Port 𝑜2, verbunden. Da für 𝐵. 𝑜2 sowohl ein gemessener als auch ein 

simulierter Wert vorliegt und 𝐵 keine Symptomkomponente ist, wird 𝐴 unabhängig von 𝐵. 

Damit wird mit dem Eingabe-Port 𝑖2 fortgefahren, der mit der Komponente 𝐶 über den 

Ausgabe-Port 𝑜1 verbunden ist. Da die Komponente 𝐶 ausgeschlossen ist, ist 𝐴 auch 

unabhängig von 𝐶. Es wird mit dem Eingabe-Port i3 fortgefahren, der mit der Komponente 

𝐷, über den Ausgabe-Port 𝑜1, verbunden ist. Da für 𝐷. 𝑜1 kein Ausgabemesswert vorliegt 

und 𝐷 keine ausgeschlossene Komponente ist, wird 𝐷 in die Konfliktmenge von 𝐴 

aufgenommen. Zusätzlich wird die Komponente 𝐷, zusammen mit ihrem Ausgabe-Port 𝑜1, 

über den 𝐷 erreicht wurde, der Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hinzugefügt. Die 

Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hat nun den Inhalt 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 = {(𝑘𝑒𝑦 = 𝐷, 𝑣𝑎𝑙𝑢𝑒 = {𝑜1})} 

Da keine weiteren Eingabe-Ports mehr betrachtet werden müssen und die Map 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 leer ist, wird die Suche rekursiv mit 
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𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 als Argument 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 unter 

Verwendung des Systemzustandes derselben Iteration wie bisher fortgeführt. Da 𝐷 an keine 

weiteren Komponenten mehr angeschlossen ist, terminiert die Suche. Somit sind die 

besuchten Komponenten und damit die Konfliktmenge für 𝐴 die Menge {𝐴, 𝐷}. 

 
Abbildung 48: Beispielgraph für zwei Iterationen mit vier Komponenten: Zwei neutralen Komponenten (blau), einer 
Symptomkomponente (rot) und einer ausgeschlossenen Komponente (grün). 

Betrachtet werde das Beispiel aus Abbildung 48. Die Komponente 𝐴𝑡1
sei eine 

Symptomkomponente, mit dem zugehörigen Symptom 𝑠, mit dem Symptom-Port 𝑜1. Die 

Komponente 𝐶 sei in Iteration 1 eine ausgeschlossene Komponente und in Iteration 0 weder 

eine Symptomkomponente, noch eine ausgeschlossene Komponente. In Iteration 0 liegen 

keine Messwerte, der im Graphen dargestellten Eingabe- und Ausgabe-Ports, vor. In 

Iteration 1 sind die Messwerte der Ports 𝐴𝑡1
. 𝑜1 und 𝐶𝑡1

. 𝑜1 verfügbar. Die Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 hat zu Beginn der Konfliktmengenberechnung den Inhalt 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 = {(𝑘𝑒𝑦 = 𝐴, 𝑣𝑎𝑙𝑢𝑒 = {𝑜1})} 

Die Suche beginnt damit bei Komponente 𝐴𝑡1
, an den Eingabe-Ports, von denen der 

Ausgabe-Port 𝑜1 abhängig ist. Auch für dieses Beispiel seien alle Ausgabe-Ports jeder 

Komponente von all ihren Eingabe-Ports abhängig. Es wird der Eingabe-Port 𝑖1 von 𝐴𝑡1
, der 

mit der Komponente 𝐵𝑡1
 über den Ausgabe-Port 𝑜1 verbunden ist, betrachtet. Da für den 

Ausgabe-Port 𝐵𝑡1
. 𝑜1 keine Ausgabemesswerte vorliegen und 𝐵 keine ausgeschlossene 

Komponente ist, wird 𝐵𝑡1
 zur Konfliktmenge von 𝐴𝑡1

 hinzugefügt. Die Komponente 𝐵𝑡1
 wird, 

zusammen mit dem Ausgabe-Port 𝐵𝑡1
. 𝑜1, zur Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 

hinzugefügt. Die Map 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hat nun die Form 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  = {(𝑘𝑒𝑦 = 𝐵𝑡1
, 𝑣𝑎𝑙𝑢𝑒 = {𝑜1})} 

Da keine weiteren Eingabe-Ports mehr zu betrachten sind und die Map 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 leer ist, wird die Suche mit 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 als Argument 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 mit dem 

Systemzustand derselben Iteration wie bisher fortgeführt. Beim nächsten Funktionsaufruf 

von 𝑐𝑜𝑚𝑝𝑢𝑡𝑒𝐶𝑜𝑛𝑓𝑙𝑖𝑐𝑡𝑆𝑒𝑡 werden die Eingabe-Ports 𝑖1 und 𝑖2 der Komponente 



89 
 

𝐵𝑡1
betrachtet. Da die mit dem Port 𝐵𝑡1

. 𝑖1 verbundene Komponente 𝐶𝑡1
 eine 

ausgeschlossene Komponente ist, wird 𝐵𝑡1
 unabhängig von 𝐶𝑡1

. Damit wird 𝐶𝑡1
nicht zur 

Konfliktmenge von 𝐴𝑡1
 hinzugefügt und es wird mit dem Eingabe-Port 𝑖2 von 𝐵𝑡1

 

fortgefahren, der mit der Komponente 𝐶𝑡0
 über den Ausgabe-Port 𝑜1 verbunden ist. In 

diesem Fall wurde die Komponente 𝐶 über eine Rückwärtsverbindung von 𝐵𝑡1
 aus erreicht. 

Obwohl für den Ausgabe-Port 𝐶𝑡0
. 𝑜1 kein Messwert vorliegt und 𝐶𝑡0

 in Iteration 0 keine 

ausgeschlossene Komponente ist, wird 𝐶𝑡0
nicht in die Konfliktmenge von 𝐴𝑡1

 aufgenommen, 

da 𝐶 in Iteration 1 ausgeschlossen wurde. Da, bedingt durch den generischen Ansatz der 

Diagnose-Engine, nicht erwartet werden kann, dass in jeder Iteration, immer für dieselben 

Eingabe- und Ausgabe-Ports Messwerte verfügbar sind, kann es sein, dass für eine 

Komponente in einer Iteration nicht genügend Messwerte zur Verfügung stehen, um ein 

Symptom für sie zu erzeugen oder um sie auszuschließen, während in der nächsten Iteration 

ausreichend Messwerte hierfür vorliegen. In diesem Beispiel kann 𝐶 nicht zur Konfliktmenge 

von 𝐴𝑡1
hinzugefügt werden, da 𝐶 in Iteration 1 ausgeschlossen wurde und eine 

ausgeschlossene, und damit als korrekt funktionierend erkannte, Komponente nicht die 

Ursache eines Symptoms sein kann. Würde 𝐶 zur Konfliktmenge von 𝐴𝑡1
hinzugefügt werden, 

so wären die Treffermengen inkonsistent. Da keine weiteren Eingabe-Ports betrachtet 

werden können, terminiert die Suche. Somit sind die besuchten Komponenten und damit die 

Konfliktmenge von 𝐴 die Menge {𝐴, 𝐵}. 

 
Abbildung 49: Beispielgraph für zwei Iterationen mit vier Komponenten: Drei neutralen Komponenten (blau) und einer 
Symptomkomponente (rot). 

Betrachtet werde der Graph aus Abbildung 49. Alle Annahmen und Wertebelegungen seien 

wie im Beispiel von Abbildung 48, mit dem Unterschied, dass die Komponente 𝐶 nun über 

einen weiteren nicht eingezeichneten Ausgabe-Port verfügt, für den in Iteration 0 und in 

Iteration 1 keine Messwerte verfügbar sind und somit 𝐶𝑡1
keine ausgeschlossene 

Komponente mehr ist. Die ersten Schritte bei der Berechnung verlaufen analog zum 

vorherigen Beispiel. Die Komponente 𝐵𝑡1
 wird ebenfalls unabhängig von Komponente 𝐶𝑡1

, 

allerdings abhängig von Komponente 𝐶𝑡0
, da für den Ausgabe-Port 𝐶𝑡0

. 𝑜1 kein Ausgabewert 

vorliegt und 𝐶𝑡0
 in Iteration 0 keine ausgeschlossene Komponente ist. Aus diesem Grund 

wird 𝐶 in die Konfliktmenge von 𝐴 aufgenommen. Nach diesem Schritt ist die Map 
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𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 leer und die Map 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 hat den Inhalt 

𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡  = {(𝑘𝑒𝑦 = 𝐶𝑡0
, 𝑣𝑎𝑙𝑢𝑒 = {𝑜1})} 

Damit wird die Suche rekursiv mit 𝑃𝑅𝐸𝑉𝐼𝑂𝑈𝑆_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆𝑛𝑒𝑥𝑡 als 

Argument 𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑂𝑈𝑇𝑃𝑂𝑅𝑇𝑆 in der vorherigen Iteration fortgeführt, das heißt, 

für die weitere Suche wird der Systemzustand aus Iteration 0 verwendet. Über 𝐶𝑡0
 wird 𝐷𝑡0

 

nach demselben Prinzip der Konfliktmenge von 𝐴 hinzugefügt, wonach die Suche terminiert. 

Damit ist die Konfliktmenge von Komponente 𝐴 in diesem Beispiel die Menge {𝐴, 𝐵, 𝐶, 𝐷}. 

 

6.6.2 Auswertung von Fehlerfunktionen 

Neben der Berechnung von Konfliktmengen ist es auch nötig, die Fehlerfunktionen der 

Symptomkomponenten auszuwerten. Dabei werden nur die Fehlerfunktionen der 

Symptomkomponenten ausgewertet, da eine Fehlerfunktion abnormales Verhalten 

beschreibt und nur die Symptomkomponenten sich messbar abnormal verhalten. Der 

Pseudocode von Algorithmus 10 zeigt, wie die Fehlerfunktionen ausgewertet werden. 
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Algorithmus: evaluateErrorFunctions 
INPUTS: Die Menge der Symptomkomponenten: 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

Die gemessenen Eingabewerte: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
 Die, auf Eingabewerte gemappten, simulierten Ausgabewerte: 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 
 Die gemessenen Ausgabewerte: 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
OUTPUTS: Die Menge der zutreffenden Fehlerfunktionen 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆, Die Map von 

Symptomkomponenten zu verdächtigten Messwerten 
𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅, die Menge der Komponenten, für die ein 
unmögliches Verhalten festgestellt wurde 
𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und die Menge der 
Komponenten, für die ein unmögliches Verhalten beobachtet aber nicht sicher bestätigt 
werden kann 𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

1. Sei 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆 eine leere Menge von ausgewerteten zutreffenden 
Fehlerfunktionen, 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 eine leere Map von 
Symptomkomponenten zu Messwerten, 𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 eine  
leere Menge von Komponenten, für die ein unmögliches Verhalten festgestellt wurde und  
𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 eine leere Menge von Komponenten, für die  
unmögliches Verhalten beobachtet wurde, aber nicht sicher bestätigt werden kann 
2. FOR EACH 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 ∈ 𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆\𝑉𝑂𝑇𝐸_𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝑆 
 Setze 𝑚𝑖𝑛 auf die Ausfallwahrscheinlichkeit von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 
 FOR EACH 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 
   Setze 𝑖𝑠𝐸𝑠𝑡𝑎𝑏𝑙𝑖𝑠ℎ𝑒𝑑 auf 𝑡𝑟𝑢𝑒 

IF 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 enthalten alle Werte, die 
benötigt werden, um 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 auszuwerten THEN 
 Werte 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 nur mithilfe von gemessenen Werten aus und 
 füge sie zu 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑇𝐼𝑂𝑁𝑆 hinzu, falls sie 𝑡𝑟𝑢𝑒 zurückgibt. 
ELSE IF 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆, 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 
enthalten alle Werte, die benötigt werden, um 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 auszuwerten THEN 

Werte 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 mithilfe von gemessenen und simulierten Werten 
aus und füge sie zu 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆 hinzu, falls sie 𝑡𝑟𝑢𝑒 
zurückgibt. Setze 𝑖𝑠𝐸𝑠𝑡𝑎𝑏𝑙𝑖𝑠ℎ𝑒𝑑 auf 𝑓𝑎𝑙𝑠𝑒. 

IF 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 wurde ausgewertet mit Rückgabewert 𝑡𝑟𝑢𝑒 THEN 
 Sei 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 die Wahrscheinlichkeit von 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 
 IF 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ist 0 und 𝑖𝑠𝐸𝑠𝑡𝑎𝑏𝑙𝑖𝑠ℎ𝑒𝑑 ist auf 𝑡𝑟𝑢𝑒 gesetzt THEN 

Ein Fehler, der in der Realität unmöglich vorkommen kann und 
daher auf Sensorfehler zurückzuführen ist, wurde ausschließlich 
anhand von Messwerten erkannt. 
Füge das Mapping von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 zu allen, an der 
Auswertung von 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 beteiligten, 𝑝𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 zu 
𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 hinzu. Füge 
𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 zu 
𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzu 

    ELSE IF 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ist 0 und 𝑖𝑠𝐸𝑠𝑡𝑎𝑏𝑙𝑖𝑠ℎ𝑒𝑑 ist auf 𝑓𝑎𝑙𝑠𝑒 gesetzt THEN 
Ein Fehler, der in der Realität unmöglich vorkommen kann und 
daher auf Sensorfehler zurückzuführen ist, wurde anhand von 
gemessenen und simulierten Werten erkannt. Bestimme alle 
gemessenen 𝑝𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠, die für die Berechnung der Werte von 
𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡, mit denen 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 ausgewertet 
wurde, verwendet wurden und füge ein Mapping von 
𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 zu diesen 𝑝𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 zu 
𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 hinzu. Füge 
𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 zu 
𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 hinzu 

3. RETURN 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆, 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅, 
𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und 
𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

Algorithmus 10: Pseudocode der Funktion evaluateErrorFunctions. 
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Die Funktion 𝑒𝑣𝑎𝑙𝑢𝑎𝑡𝑒𝐸𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛𝑠 erhält als Argumente die Symptomkomponenten 

𝑆𝑌𝑀𝑃𝑇𝑂𝑀_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆, die gemessenen Eingabewerte 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆, die auf 

Eingabewerte gemappten simulierten Ausgabewerte 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und die 

gemessenen Ausgabewerte 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆. Zu Beginn werden die leere Menge 

𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆, die leere Map 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 und die 

leeren Mengen 𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und 

𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 initialisiert. In die Menge 

𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆 werden später die ausgewerteten und zutreffenden 

Fehlerfunktionen eingefügt, das heißt die Fehlerfunktionen die „true“ zurückgaben. Sie 

werden später, falls vorhanden, zur jeweiligen Symptomkomponente in der diagnosis.xml-

Ausgabedatei der Diagnose-Engine aufgeführt. Jede ausgewertete und zutreffende 

Fehlerfunktion enthält den für sie in den Komponentenklassendefinitionen angegebenen 

Beschreibungstext und die Wahrscheinlichkeit der entsprechenden Fehlerfunktion. Die Map 

𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 mappt Symptomkomponenten zu Mengen von 

𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠, die für das Auslösen einer Fehlerfunktion verantwortlich sein könnten. Die 

Menge 𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 speichert die 

Symptomkomponenten, für die ein Sicheres, in der Realität unmögliches, Verhalten 

berechnet wurde. Die Menge 𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

speichert die Symptomkomponenten, für die ein unmögliches Verhalten vermutet wird, aber 

nicht sicher festgestellt werden kann. Nach der Initialisierung dieser Mengen und Maps wird 

jede Symptomkomponente 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 betrachtet, die nicht ausschließlich 

aufgrund einer Wahl verdächtigt wurde. Anschließend werden alle Fehlerfunktionen von 

𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 betrachtet. Für jede Fehlerfunktion 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 wird zunächst 

geprüft, ob alle Werte, die benötigt werden um 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 auszuwerten, in 

𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 und 𝑀𝐸𝐴𝑆𝑈𝑅𝐸𝐷_𝑂𝑈𝑇𝑃𝑈𝑇𝑆 enthalten und somit Messwerte sind. 

Ist dies der Fall, so wird 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 ausgewertet. Sollte der in 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 

beschriebene Fehler zutreffen und 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 damit „true“ zurückgeben, dann wird 

𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 zu 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆 hinzugefügt. Sollten nicht alle benötigten 

Messwerte vorliegen, um 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 auszuwerten, so werden zusätzlich die auf 

Eingabewerte gemappten simulierten Ausgabewerte 𝑆𝐼𝑀𝑈𝐿𝐴𝑇𝐸𝐷_𝐼𝑁𝑃𝑈𝑇𝑆 betrachtet. 

Wenn 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 mit diesen Werten auswertbar ist, wird sie ausgewertet und falls sie 

„true“ zurückgibt zur Menge 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆 hinzugefügt. Sollte 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 

zutreffen und ihre Wahrscheinlichkeit 0 sein, so handelt es sich beim aufgetretenen Fehler 

um einen, der in der Realität nicht vorkommen kann und der damit auf einen Sensorfehler 

zurückzuführen ist. In diesem Fall werden alle, an der Berechnung dieser 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 

beteiligten 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠 verdächtigt und es wird ein entsprechendes Mapping in 

𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 erzeugt. Wenn 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 nur mithilfe von 

Messwerten ausgewertet wurde, wird 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 in 

𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 eingefügt. Sollte 

𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 mithilfe von gemessenen und simulierten Werten ausgewertet worden sein, 

wird 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 zu 𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

hinzugefügt. Für den letzteren Fall kann nicht sicher gesagt werden, ob das beobachtete 

unmögliche Fehlverhalten von 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 an den Messwerten ihrer Eingabe- 

und Ausgabe-Ports liegt oder an den Messwerten der Ports der Komponenten, von denen sie 
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abhängig ist. Aus diesem Grund wird für diesen Typ eine rückwärtsgerichtete Breitensuche 

durchgeführt, um alle Messwerte zu bestimmen, die einen Einfluss auf das Verhalten von 

𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 haben. Die rückwärtsgerichtete Suche selbst verwendet die 

dynamischen Port-Abhängigkeiten der Komponenten und funktioniert ähnlich zur 

rückwärtsgerichteten Breitensuche aus Kapitel 6.6.1, mit dem Unterschied, dass hier zwar 

Komponenten besucht, allerdings nur die 𝑃𝑜𝑟𝑡𝑉𝑎𝑙𝑢𝑒𝑠, die zu den entsprechenden 

Messwerten gehören, zurückgegeben werden. Für die gefundenen Messwerte wird ein 

entsprechendes Mapping zu 𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 in 

𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅 erzeugt. Die Komponenten der Mengen 

𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 und 

𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 werden, soweit vorhanden, in 

der diagnosis.xml-Datei getrennt voneinander aufgeführt. Sollte die Wahrscheinlichkeit der 

betrachteten 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 ungleich 0 sein, so wird die Ausfallwahrscheinlichkeit der 

Symptomkomponente auf die Wahrscheinlichkeit der 𝑒𝑟𝑟𝑜𝑟𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 gesetzt. Sollten 

mehrere Fehlerfunktionen zutreffen, wird die Ausfallwahrscheinlichkeit von 

𝑠𝑦𝑚𝑝𝑡𝑜𝑚𝐶𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡 auf das Minimum der Wahrscheinlichkeiten der zutreffenden 

Fehlerfunktionen gesetzt. Nachdem alle Symptomkomponenten betrachtet wurden, werden 

die Mengen 𝐸𝑅𝑅𝑂𝑅_𝐷𝐸𝑆𝐶𝑅𝐼𝑃𝑇𝐼𝑂𝑁𝑆, die Map 𝑆𝑌𝑀𝑃𝑇𝑂𝑀𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝑆𝐸𝑁𝑆𝑂𝑅, 

zusammen mit den Mengen 𝐸𝑆𝑇𝐴𝐵𝐿𝐼𝑆𝐻𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 

und 𝑆𝑈𝑆𝑃𝐸𝐶𝑇𝐸𝐷_𝐼𝑀𝑃𝑂𝑆𝑆𝐼𝐵𝐿𝐸_𝐵𝐸𝐻𝐴𝑉𝐼𝑂𝑅_𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇𝑆 zurückgegeben. 

 

6.6.3 Reduktion von Konfliktmengen 

Nachdem alle Konfliktmengen berechnet wurden, können diese reduziert werden. Hierbei 

wird von den Ausfallwahrscheinlichkeiten der Komponenten des Modells Gebrauch 

gemacht. Jede Komponente einer Konfliktmenge jeder Symptomkomponente kann sowohl 

in anderen Konfliktmengen, als auch in den Rückwärtsabhängigkeiten von ausgeschlossenen 

Komponenten vorkommen. Für jede Komponente aus einer Konfliktmenge wird dann 

betrachtet in welchen anderen Konfliktmengen und Rückwärtsabhängigkeiten von 

ausgeschlossenen Komponenten sie vorkommt. Für jede Konfliktmenge in der sie vorkommt, 

wird eine gewichtete Verdächtigung durch die Symptomkomponente, zu der die 

entsprechende Konfliktmenge gehört, erzeugt. Für jede Menge von rückwärtsabhängigen 

ausgeschlossenen Komponenten, in der sie vorkommt, wird eine entsprechende gewichtete 

Entlastung erzeugt. Die Gewichte für diese Verdächtigungen und Entlastungen werden dabei 

aus den Ausfallwahrscheinlichkeiten jeder verdächtigten oder entlasteten Komponente 𝑐 

und den Ausfallwahrscheinlichkeiten der Komponenten, durch die 𝑐 verdächtigt oder 

entlastet wird, berechnet. 
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Der Pseudocode von Algorithmus 11 zeigt, wie Konfliktmengen reduziert werden: 

Algorithmus: reduceConflictSets 
INPUTS: Die Menge der Konfliktmengen: 𝐶𝑆𝑆 

Die Map der Komponenten zu 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑙𝑖𝑡𝑦-Objekten: 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 

OUTPUTS: Die Menge der reduzierten Konfliktmengen: 𝐶𝑆𝑆 
1. FOR EACH Komponente 𝑐, die zu einem 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt in 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 gemappt ist 

Berechne mithilfe der belastenden und entlastenden Komponenten des entsprechenden 
𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑙𝑖𝑡𝑦-Objekts, ob 𝑐 verdächtig ist, sowie eine Falsch-Verdächtigungs und 
Falsch-Ausschlusswahrscheinlichkeit für 𝑐 

2. FOR EACH 𝐶𝑆 ∈ 𝐶𝑆𝑆 
 FOR EACH Komponente 𝑐 ∈ 𝐶𝑆 

IF 𝑐 ist gemäß des entsprechenden 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekts aus 
𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 nicht verdächtig THEN 
  Entferne 𝑐 aus 𝐶𝑆 

3. RETURN 𝐶𝑆𝑆 
Algorithmus 11: Pseudocode der reduceConflictSets-Funktion. 

Zunächst werden alle Mappings von Komponenten zu 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekten aus 

der, wie in Kapitel 6.6 beschrieben erzeugten, Map 

𝐶𝑂𝑀𝑃𝑂𝑁𝐸𝑁𝑇_𝑇𝑂_𝐸𝑋𝐶𝐿𝑈𝑆𝐼𝑂𝑁𝑃𝑅𝑂𝐵𝐴𝐵𝐼𝐿𝐼𝑇𝑌 betrachtet. Für jede Komponente 𝑐 mit 

einem zugehörigen 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt, wird mithilfe der Mengen der 

Komponenten, die 𝑐 verdächtigen und der Menge der Komponenten, die 𝑐 entlasten, eine 

Falsch-Verdächtigungs- und eine Falsch-Ausschlusswahrscheinlichkeit für das entsprechende 

𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt berechnet. Mithilfe dieser beiden (Pseudo-

)Wahrscheinlichkeiten wird entschieden, ob 𝑐 verdächtig ist oder nicht. Die Falsch-

Verdächtigungswahrscheinlichkeit werde im Folgenden mit 𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 

und die Falsch-Ausschlusswahrscheinlichkeit mit 𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 bezeichnet. 

Die 𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 gibt an, wie hoch die Wahrscheinlichkeit ist, dass wenn 𝑐 

verdächtigt wird, 𝑐 in Wahrheit korrekt funktioniert, während gleichzeitig alle Komponenten 

von denen sie verdächtigt wird, defekt sind. Im Gegensatz dazu, gibt 

𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 an, wie hoch die Wahrscheinlichkeit ist, dass wenn 𝑐 entlastet 

wird, 𝑐 in Wahrheit defekt ist, während gleichzeitig alle Komponenten, von denen 𝑐 entlastet 

wird, korrekt funktionieren. Sei 𝑝𝑐 die Ausfallwahrscheinlichkeit von 𝑐. Initialisiert wird 

𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 mit 1 − 𝑝𝑐 und 𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 mit 𝑝𝑐. Die 

Ausfallwahrscheinlichkeit einer belastenden Komponente 𝑐𝑠 aus der Menge der belastenden 

Komponenten 𝐶𝑠 eines 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objektes werde mit 𝑝𝑐𝑠
 bezeichnet. Die 

Ausfallwahrscheinlichkeit einer entlastenden Komponente 𝑐𝑒𝑐 aus der Menge der 

entlastenden Komponenten 𝐶𝑒𝑐 eines 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objektes werde mit 𝑝𝑐𝑒𝑐
 

bezeichnet. Die Falsch-Verdächtigungswahrscheinlichkeit 𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 wird 

dann berechnet mit 𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 = 𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ⋅

∏ 𝑝𝑐𝑠𝑐𝑠∈𝐶𝑠
 und die Falsch-Ausschlusswahrscheinlichkeit 𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 wird 

berechnet mit 𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 =  𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ⋅

∏ (1 − 𝑝𝑐𝑒𝑐
)𝑐𝑒𝑐∈𝐶𝑒𝑐
. Die Komponente 𝑐 ist dann verdächtig, wenn gilt: 

𝑓𝑎𝑙𝑠𝑒𝑆𝑢𝑠𝑝𝑖𝑐𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 < 𝑓𝑎𝑙𝑠𝑒𝐸𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦, das heißt, die 

Wahrscheinlichkeit 𝑐 fälschlicherweise zu verdächtigen ist geringer als die 
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Wahrscheinlichkeit 𝑐 fälschlicherweise zu entlasten. Nachdem alle 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-

Objekte betrachtet wurden, werden aus jeder Konfliktmenge 𝐶𝑆 ∈ 𝐶𝑆𝑆 alle Komponenten 

entfernt, die laut ihrem entsprechenden 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt nicht verdächtig 

sind. Hiermit werden die Konfliktmengen reduziert, um den benötigten Aufwand bei der 

Berechnung der Treffermengen zu verringern. Da der Berechnungsaufwand von 

Treffermengen potentiell exponentiell in der Anzahl und Größe der Konfliktmengen ist, führt 

bereits eine kleine Reduktion bei den Konfliktmengen zu Verbesserungen bei der 

Berechnung von Treffermengen. 

 

6.7 Berechnung von Treffermengen 
 

Treffermengen werden aus Konfliktmengen berechnet. Da die Generierung von 

Treffermengen aus Konfliktmengen NP-Vollständig ist, ist anzunehmen, dass kein 

Algorithmus existiert, der dieses Problem stets in Polynomialzeit löst. Aufgrund der 

exponentiellen Größe des Diagnosesuchraums von 2|𝐶𝑂𝑀𝑃𝑆|, ist der sogenannte Brute-Force-

Ansatz ausgeschlossen. Daher benötigt es guter Heuristiken, um den Diagnosesuchraum 

einzuschränken. Aus diesem Grund wird zur Berechnung von Treffermengen aus 

Konfliktmengen eine besondere Datenstruktur verwendet. Diese Datenstruktur ist der 

Scored Hitting Set Directed Acyclic Graph (SHSDAG). Der SHSDAG berechnet aus den 

Konfliktmengen 𝐶𝑆 ∈ 𝐶𝑆𝑆 Treffermengen, durch die Erzeugung eines gerichteten 

azyklischen Graphen, der während der Berechnung wächst. Um unnötige oder mehrfache 

Berechnungen zu vermeiden, existieren Regeln zum Wiederverwerten von bereits erzeugten 

Knoten, zum Abschließen von Knoten und zum Abschneiden von Berechnungsästen. 

Aufbauend auf dem HS-Tree von Reiter [4], wurde dieser von [51] zu einem HSDAG 

verändert, nachdem die Autoren einen entscheidenden Fehler in Reiters Algorithmus 

entdeckt haben, der dazu führte, dass in einigen Fällen ganze Diagnosen nicht gestellt 

wurden. Der SHSDAG erweitert den HSDAG um eine pseudo-probabilistische Regel zum 

Abschneiden von Berechnungsästen, einer sogenannten Pruning-Regel, zur weiteren 

Effizienzsteigerung. Für die Knoten des SHSDAG werden Bewertungen, sogenannte Scores, 

berechnet, die als (Pseudo-)Wahrscheinlichkeiten interpretiert werden können. Der SHSDAG 

ist parametrisierbar mit dem sogenannten cut-off Faktor der Pruning-Regel, wobei der 

probabilistische cut-off (Das Abschneiden eines Berechnungsastes durch die Pruning-Regel) 

mithilfe eines weiteren Parameters komplett ausgeschaltet werden kann. Der dem SHSDAG 

zugrunde liegende HSDAG wurde als Ausgangsbasis gewählt, da er vollständige Lösungen 

liefert und dabei sehr effizient ist [74]. Weiterhin existiert laut [74] kein einzelner 

dominanter Algorithmus zur Berechnung von minimalen Treffermengen (vgl. No-free-Lunch-

Theorem [106] [107]). Der SHSDAG weist gegenüber dem HSDAG keine Laufzeiterhöhung 

auf. Er ist immer mindestens genauso schnell oder schneller, als der HSDAG, da er keine 

zusätzlichen Berechnungen durchführt, aber unter Verwendung der probabilistischen 

Pruning-Regel früher einen Berechnungsast abbricht. 
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Der Pseudocode von Algorithmus 12 zeigt, wie ein SHSDAG erzeugt wird: 

Algorithmus: buildSHSDAG 
INPUTS: Die Menge der Konfliktmengen: 𝐶𝑆𝑆 
OUTPUTS: Ein SHSDAG: 𝑆𝐻𝑆𝐷𝐴𝐺 
1. Verwende logische Absorption auf den 𝐶𝑆 ∈ 𝐶𝑆𝑆 
2. Sortiere 𝐶𝑆𝑆 aufsteigend nach Kardinalität 
3. Set 𝑟𝑜𝑜𝑡 der leere Wurzelknoten des SHSDAG 
4. Sei 𝑐𝑢𝑟𝑟𝑒𝑛𝑡𝑁𝑜𝑑𝑒𝑠 eine leere Liste von Knoten 
5. Sei 𝑛𝑒𝑥𝑡𝑁𝑜𝑑𝑒𝑠 eine Leere Liste von Knoten 
6. Füge 𝑟𝑜𝑜𝑡 zu 𝑐𝑢𝑟𝑟𝑒𝑛𝑡𝑁𝑜𝑑𝑒𝑠 hinzu 
7. WHILE 𝑐𝑢𝑟𝑟𝑒𝑛𝑡𝑁𝑜𝑑𝑒𝑠 ist nicht leer 
  FOR EACH 𝑛𝑜𝑑𝑒 ∈ 𝑐𝑢𝑟𝑟𝑒𝑛𝑡𝑁𝑜𝑑𝑒𝑠 
   Sei 𝑃𝐴𝑇𝐻 die Menge der Kantenlabels des Pfads von 𝑟𝑜𝑜𝑡 zu 𝑛𝑜𝑑𝑒 
   FOR EACH 𝐶𝑆 ∈ 𝐶𝑆𝑆 
    IF 𝐶𝑆 ∩ 𝑃𝐴𝑇𝐻 = ∅ THEN 
     Gib 𝑛𝑜𝑑𝑒 das Label 𝐶𝑆 
     BREAK 
   IF 𝑛𝑜𝑑𝑒 wurde mit 𝐶𝑆 gelabelt THEN 
    FOR EACH 𝑐 ∈ 𝐶𝑆 
     Sei 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒 ein neuer Kindknoten mit Zustand 𝑜𝑝𝑒𝑛 
     Füge 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒 als Kindknoten zu 𝑛𝑜𝑑𝑒 hinzu 
     Setze den Pfad von 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒 auf 𝑃𝐴𝑇𝐻 ∪ 𝑐 
     Gib der Kante von 𝑛𝑜𝑑𝑒 zu 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒 das Label 𝑐 

Berechne einen Score für 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒, basierend auf seinem 
neuen Pfad 
Füge 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒 zu 𝑛𝑒𝑥𝑡𝑁𝑜𝑑𝑒𝑠 hinzu 

   ELSE 
    Setze den Zustand von 𝑛𝑜𝑑𝑒 auf 𝑒𝑛𝑑_𝑜𝑓_𝑝𝑎𝑡ℎ 
  Setze 𝑐𝑢𝑟𝑟𝑒𝑛𝑡𝑁𝑜𝑑𝑒𝑠 auf 𝑛𝑒𝑥𝑡𝑁𝑜𝑑𝑒𝑠 
  Setze 𝑛𝑒𝑥𝑡𝑁𝑜𝑑𝑒𝑠 auf eine Leere Liste von Knoten 
8. RETURN 𝑆𝐻𝑆𝐷𝐴𝐺 

Algorithmus 12: Pseudocode der buildSHSDAG-Funktion. 

Zunächst wird ein leerer SHSDAG mit einem Wurzel-Knoten erzeugt. Ein Knoten verfügt über 

einen Pfad 𝑃𝐴𝑇𝐻, der vom Knoten gespeichert und stets aktuell gehalten wird, damit dieser 

nicht bei jeder Betrachtung des Knotens neu berechnet werden muss. Der Pfad eines 

Knotens bestimmt den Score und damit die Wahrscheinlichkeit des Knotens. Der Pfad eines 

Knotens selbst ist eine Menge von Komponenten, die den Kantenlabels auf dem kürzesten 

Weg von der Wurzel des SHSDAG zum betrachteten Knoten entsprechen. Die Wurzel hat 

einen leeren Pfad, mit Score 1. Der SHSDAG wird vom Wurzel-Knoten aus, ähnlich zu einer 

Breitensuche, aufgebaut. Dabei wird eine Ebene von Knoten erst dann betrachtet, wenn die 

Berechnungen für alle Knoten, aus der darüber liegenden Ebene, abgeschlossen sind. Zu 

Beginn wird die Menge 𝐶𝑆𝑆 aufsteigend nach Kardinalität, das heißt nach der Anzahl der 

Komponenten, die in den 𝐶𝑆 ∈ 𝐶𝑆𝑆 enthalten sind, sortiert. Damit ist 𝐶𝑆𝑆 fortan eine 

geordnete Menge. Für jeden Knoten 𝑛𝑜𝑑𝑒 einer Ebene wird für jedes 𝐶𝑆 ∈ 𝐶𝑆𝑆 nach 

aufsteigender Kardinalität überprüft, ob für den 𝑃𝐴𝑇𝐻 von 𝑛𝑜𝑑𝑒 𝐶𝑆 ∩ 𝑃𝐴𝑇𝐻 ≠ ∅ gilt. Ist 

dies der Fall, so wird 𝑛𝑜𝑑𝑒 mit 𝐶𝑆 gelabelt. Für jede Komponente 𝑐 ∈ 𝐶𝑆 wird anschließend 

ein neuer Kind-Knoten 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒 mit Zustand 𝑜𝑝𝑒𝑛 für 𝑛𝑜𝑑𝑒 erzeugt und dessen 𝑃𝐴𝑇𝐻 auf 

𝑛𝑜𝑑𝑒. 𝑃𝐴𝑇𝐻 ∪ 𝑐 gesetzt. Mithilfe der 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekte aus Kapitel 6.6 wird 
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ein Score für den so entstandenen 𝑃𝐴𝑇𝐻 berechnet. Dafür werden die Wahrscheinlichkeiten 

der 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekte aller Komponenten 𝑐 ∈ 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒. 𝑃𝐴𝑇𝐻 

aufmultipliziert. Sollte ein 𝑐 ∈ 𝑐ℎ𝑖𝑙𝑑𝑁𝑜𝑑𝑒. 𝑃𝐴𝑇𝐻 eine Symptomkomponente sein und über 

kein 𝑒𝑥𝑐𝑙𝑢𝑠𝑖𝑜𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦-Objekt verfügen, dann wird ihre Ausfallwahrscheinlichkeit, die 

möglicherweise aufgrund einer Fehlerfunktion, nach Kapitel 6.6.2, verändert wurde, 

verwendet. Sollte für alle 𝐶𝑆 ∈ 𝐶𝑆𝑆 gelten, dass 𝐶𝑆 ∩ 𝑛𝑜𝑑𝑒. 𝑃𝐴𝑇𝐻 =  ∅, dann wird der 

Zustand von 𝑛𝑜𝑑𝑒 auf 𝑒𝑛𝑑_𝑜𝑓_𝑝𝑎𝑡ℎ gesetzt. Damit ist 𝑃𝐴𝑇𝐻 eine Treffermenge. Sämtliche 

erzeugten Kind-Knoten werden auf dieselbe Weise betrachtet, sobald alle Knoten, die sich 

auf derselben Ebene wie 𝑛𝑜𝑑𝑒 befinden, betrachtet wurden. Der Algorithmus terminiert, 

sobald keine neuen Kind-Knoten mehr erzeugt werden können. Damit ist die Erzeugung des 

SHSDAG abgeschlossen. Aus den Scores werden relative Pseudowahrscheinlichkeiten 

erzeugt und die Diagnosen mit den zugehörigen Wahrscheinlichkeiten zurückgegeben. 

Um die Größe des SHSDAG zu reduzieren und sicherzustellen, dass nur minimale 

Treffermengen berechnet werden, werden zusätzlich zum gerade beschriebenen 

Algorithmus die folgenden Knoten-Wiederverwendungs- und Knoten-Abschluss-Regeln 

verwendet. 

Wiederverwendungsregel: Sollte durch den Algorithmus aufgrund einer Komponente 𝑐, für 

einen Knoten 𝑛, ein neuer Kind-Knoten 𝑚 erzeugt werden müssen und im SHSDAG ein 

Knoten 𝑛′ enthalten sein, für den 𝑛′. 𝑃𝐴𝑇𝐻 = 𝑛. 𝑃𝐴𝑇𝐻 ∪ 𝑐 gilt, dann wird 𝑚 nicht erzeugt, 

sondern 𝑛′ zu den Kind-Knoten von 𝑚 hinzugefügt. 

Abschluss-Regeln: 

• Sollte im SHSDAG, nachdem ein Knoten 𝑛 erzeugt wurde, ein Knoten 𝑛′ existieren, für 

den gilt: 𝑛′. 𝑃𝐴𝑇𝐻 ⊂ 𝑛. 𝑃𝐴𝑇𝐻, dann schließe Knoten 𝑛. 

• Sollte der probabilistische cut-off Verwendet werden und für den Score eines gerade 

erzeugten Knotens 𝑛 gelten: 𝑃(𝑛. 𝑃𝐴𝑇𝐻) < 𝑚𝑖𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ⋅ 𝑐𝑢𝑡𝑂𝑓𝑓𝐹𝑎𝑐𝑡𝑜𝑟, dann 

schließe Knoten 𝑛. 

Der cut-off Faktor 𝑐𝑢𝑡𝑂𝑓𝑓𝐹𝑎𝑐𝑡𝑜𝑟 kann manuell festgelegt oder wahlweise automatisch 

bestimmt werden. Hierbei wird mit einem hohen cut-off Faktor gestartet und dieser mit 

einer binären Suche angepasst, sodass eine einzige Diagnose zurückgegeben wird. Das 

folgende Beispiel wurde in ähnlicher Form in [126] veröffentlicht und soll die Erzeugung 

eines SHSDAG mit den Parametern 𝑐𝑢𝑡𝑂𝑓𝑓𝐹𝑎𝑐𝑡𝑜𝑟 = 1.0 und 𝑢𝑠𝑒𝐶𝑢𝑡𝑂𝑓𝑓 = 𝑡𝑟𝑢𝑒 

veranschaulichen. 

Angenommen es wurden für ein Modell die Symptomkomponenten {𝐴, 𝐶, 𝐸} bestimmt. Die 

Berechnung und Reduktion der Konfliktmengen sei abgeschlossen und ergab die 

Konfliktmengen 𝐶𝑆𝐴 = {𝐴, 𝐵, 𝐶, 𝐻}, 𝐶𝑆𝐶 = {𝐶, 𝐵, 𝐷} und 𝐶𝑆𝐸 = {𝐸, 𝐻, 𝐵}. Damit ist nach 

dem sortieren nach Kardinalität 𝐶𝑆𝑆 = {𝐶𝑆𝐶 , 𝐶𝑆𝐸 , 𝐶𝑆𝐴} = {{𝐶, 𝐵, 𝐷}, {𝐸, 𝐻, 𝐵}, {𝐴, 𝐵, 𝐶, 𝐻}}. 

Die Ausfallwahrscheinlichkeiten der Komponenten seien gegeben durch 𝑃(𝐴) = 0.5, 

𝑃(𝐵) = 0.2, 𝑃(𝐶) = 0.6, 𝑃(𝐸) = 0.5, 𝑃(𝐷) = 0.5 und 𝑃(𝐻) = 0.2. Damit ist die 

𝑚𝑖𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 = 𝑃(𝐴) ⋅ 𝑃(𝐶) ⋅ 𝑃(𝐸) = 0.5 ⋅ 0.6 ⋅ 0.5 = 0.15. 
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Nun wird zunächst ein leerer Wurzelknoten erzeugt. 

 

Anschließend wird nacheinander für jedes 𝐶𝑆 ∈ 𝐶𝑆𝑆 der Schnitt des Pfades der Wurzel mit 

dem entsprechenden 𝐶𝑆 bestimmt. Da der betrachtete Pfad leer ist, ist sein Schnitt mit dem 

ersten betrachteten 𝐶𝑆 leer. Damit wird die Wurzel mit 𝐶𝑆𝐶  gelabelt. 

 

Für jedes 𝑐 ∈ 𝐶𝑆𝐶  wird nun ein neuer Kind-Knoten mit einem eigenen Pfad und einer 

Wahrscheinlichkeit für diesen Pfad erzeugt. 

 

Da keine weiteren Kind-Knoten mehr erzeugt werden können, werden die Knoten der 

nächsten Ebene betrachtet. Dies wären die Knoten 𝑛1, 𝑛2 und 𝑛3. Es werden erneut die 

𝐶𝑆 ∈ 𝐶𝑆𝑆 untersucht. Begonnen wird mit 𝐶𝑆𝐶 = {𝐶, 𝐵, 𝐷}. Da 𝑛1. 𝑝𝑎𝑡ℎ = 𝐶 ist und 

𝐶 ⋂ 𝐶𝑆𝐶 ≠ ∅ ist, wird 𝐶𝑆𝐸 = {𝐸, 𝐻, 𝐵} betrachtet. Auf Grund von 𝐶 ∩ 𝐶𝑆𝐸 = ∅, wird 𝑛1 mit 

𝐶𝑆𝐸 gelabelt und für ihn werden die Kindknoten 𝑛4, 𝑛5 und 𝑛6 erzeugt. Dies wird für den 

Knoten 𝑛2 wiederholt. Da jedes 𝐶𝑆 ∈ 𝐶𝑆𝑆 eine nichtleere Schnittmenge mit 𝑛2 hat, wird 𝑛2 

als Pfadende markiert. Damit ist 𝐻𝑆0 = {𝐵}, mit 𝑃(𝐻𝑆0) = 0.2 die erste berechnete 

Treffermenge. Es wird mit dem Knoten 𝑛3 fortgefahren. Dieser wird mit 𝐶𝑆𝐸 gelabelt und für 

ihn werden die Kind-Knoten 𝑛7, 𝑛8 und 𝑛9 erzeugt. 
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Nun werden die Knoten 𝑛4, 𝑛5, 𝑛6, 𝑛7, 𝑛8 und 𝑛9 betrachtet. Da 𝑃(𝑛5) = 0.12 kleiner ist als 

𝑚𝑖𝑛𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ⋅ 𝑐𝑢𝑡𝑂𝑓𝑓𝐹𝑎𝑐𝑡𝑜𝑟 = 0.15 ⋅ 1.0 = 0.15, wird bei 𝑛5 ein probabilistischer cut-

off durchgeführt und der Knoten wird geschlossen. Aus demselben Grund wird auch 𝑛8 

geschlossen. Bei 𝑛6 und 𝑛9 greift neben dem probabilistischen cut-off auch die erste 

Abschluss Regel, da 𝑛2. 𝑝𝑎𝑡ℎ ⊂ 𝑛6. 𝑝𝑎𝑡ℎ ist. Damit wird auch 𝑛6 und 𝑛9 geschlossen. Da der 

Pfad von 𝑛4 mit allen 𝐶𝑆 ∈ 𝐶𝑆𝑆 einen nichtleeren Schnitt hat, wird 𝑛4 als Pfadende markiert. 

Damit ist 𝐻𝑆1 = {𝐶, 𝐸}, mit 𝑃(𝐻𝑆1) = 0.3, die zweite berechnete Treffermenge. Der Pfad 

des Knotens 𝑛7 hat mit 𝐶𝑆𝐴 einen leeren Schnitt, weshalb er mit 𝐶𝑆𝐴 gelabelt wird und für 

ihn die Kind-Knoten 𝑛10, 𝑛11, 𝑛12 und 𝑛13 erzeugt werden. 

 

Nun werden die Knoten 𝑛10, 𝑛11, 𝑛12 und 𝑛13 betrachtet. Sie alle werden durch einen 

probabilistischen cut-off geschlossen. Zusätzlich greift für 𝑛11 und 𝑛12 wegen 𝑛2. 𝑃𝐴𝑇𝐻 ⊂

𝑛11. 𝑃𝐴𝑇𝐻, und 𝑛4. 𝑃𝐴𝑇𝐻 ⊂ 𝑛12. 𝑃𝐴𝑇𝐻 die erste Abbruch-Regel. 

 

 



100 
 

Da keine weiteren Knoten mehr betrachtet werden können, terminiert der Algorithmus. Die 

berechneten Treffermengen sind damit 𝐻𝑆0 = {𝐵}, mit 𝑃(𝐻𝑆0) = 0.2 und 𝐻𝑆1 = {𝐶, 𝐸}, 

mit 𝑃(𝐻𝑆1) = 0.3. Damit wurden in diesem Fall zwei Diagnosen generiert. Das Ranking der 

Diagnosen ergibt sich aus den Wahrscheinlichkeiten und ist damit 𝐻𝑆1, 𝐻𝑆0. Durch die Wahl 

eines geeigneten cut-off Faktors kann dabei bestimmt werden, welche 

Mindestwahrscheinlichkeit die berechneten Diagnosen haben sollen. Der Referenzwert ist 

dabei die Wahrscheinlichkeit, dass alle Symptomkomponenten gleichzeitig einen Defekt 

aufweisen. Ein cut-off Faktor von 0.5 würde demnach alle Diagnosen berechnen, deren 

Wahrscheinlichkeit mindestens halb so groß ist, wie die Wahrscheinlichkeit, dass alle 

Symptomkomponenten gleichzeitig einen Defekt aufweisen und ein cut-off Faktor von 2 

würde nur die Diagnosen berechnen, deren Wahrscheinlichkeit mindestens doppelt so hoch 

ist. In diesem Beispiel würde ein cut-off Faktor von 0.5 die Diagnosen 𝐻𝑆0, 𝐻𝑆1, 𝐻𝑆2 =

{𝐶, 𝐻} mit 𝑃(𝐻𝑆2) = 0.12 und 𝐻𝑆3 = {𝐷, 𝐻}, mit 𝑃(𝐻𝑆3) = 0.1 und ein cut-off Faktor von 

2, die Diagnose 𝐻𝑆1 liefern.  
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7 Automatische Kalibrierung 
 

Die Diagnose-Engine benötigt zur Berechnung von Diagnosen ein möglichst genaues 

quantitatives Modell des realen Systems. Ein solches Modell muss vor dem Einsatz in der 

Diagnose-Engine zunächst ausreichend gut kalibriert werden. Dieses Kapitel beschreibt die 

Systemübersicht des in dieser Arbeit vorgestellten Verfahrens zur automatischen 

Kalibrierung von Simulationsmodellen. Zunächst wird das Gesamtsystem beschrieben und 

anschließend auf die einzelnen Komponenten des Systems ausführlich eingegangen. Das 

System wird am Use Case der Kalibrierung von Komponenten eines quantitativen Modells 

des Qualifizierungsmodells des SONATE-Nanosatelliten beschrieben, wobei sich das hier 

vorgestellte System grundsätzlich auf beliebige quantitative Modelle anwenden lässt. 

Abbildung 50 zeigt die klassische Vorgehensweise bei der manuellen Kalibrierung eines 

Simulationsmodells. 

 
Abbildung 50: Klassische Vorgehensweise bei der manuellen Kalibrierung eines Simulationsmodells. 

Mithilfe von White Box Wissen, Engineering-Modellen und Expertenwissen, wird ein 

Simulationsmodell eines realen Systems entwickelt. Dieses weist für gewöhnlich zunächst 

eine geringe Übereinstimmung mit dem realen System auf, sodass eine Kalibrierung 

notwendig ist. Diese wird, wie in Kapitel 2.4 beschrieben, überwiegend manuell 

durchgeführt. Dazu werden wichtige Parameter des realen Systems erfasst und die 

entsprechenden Parameter des Modells solange von Hand durch Trial-and-Error modifiziert, 

bis eine ausreichend gute Übereinstimmung erreicht wurde. Dieser Prozess ist äußerst zeit- 

und arbeitsintensiv und die Qualität des endgültigen kalibrierten Modells ist hochgradig von 

den Fähigkeiten und der Erfahrung des Ingenieurs oder des Experten, der die Kalibrierung 

durchführt, abhängig. Das in dieser Arbeit vorgestellte Verfahren soll die manuelle 

Kalibrierung, ohne eine Verschlechterung bei der Qualität der Kalibrierung, durch eine 

automatische Kalibrierung ersetzen und dadurch Zeit einsparen sowie dem Ingenieur oder 

Experten ermöglichen sich während der Kalibrierung anderen Arbeiten zu widmen. 

Abbildung 51 zeigt die Vorgehensweise bei der automatischen Kalibrierung eines 

Simulationsmodells. 
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Abbildung 51: Vorgehensweise bei der automatischen Kalibrierung eines Simulationsmodells. 

Ein Zyklischer Genetischer Algorithmus (Cyclic Genetic Algorithm, CGA) wird verwendet, um 

einen Satz von Parameterwerten zu bestimmen, sodass das Simulationsmodell die erfassten 

Daten des realen Systems möglichst genau reproduzieren kann. Zur Implementierung der 

automatischen Kalibrierung wurde Jenetics [130], eine Bibliothek für genetische 

Algorithmen, die es ermöglicht genetische Algorithmen zu konkatenieren und damit zyklisch 

zu verbinden, verwendet. Da der Ingenieur oder Experte die Kalibrierung nicht selbst 

durchführen muss, ist er frei sich in dieser Zeit anderen Arbeiten zu widmen. Abbildung 52 

zeigt die Übersicht über das System der automatischen Kalibrierung von 

Simulationsmodellen für den Use Case der automatischen Kalibrierung des 

Simulationsmodells eines Satelliten für die Verwendung innerhalb der Diagnose-Engine. 

 
Abbildung 52: Gesamtübersicht über das System der automatischen Kalibrierung von Simulationsmodellen für die 
Kalibrierung des Simulationsmodells eines Satelliten. 

Der Satellit erfasst in regelmäßigen Abständen sogenannte Housekeeping-Daten, die die 

wichtigsten Werte des Satelliten enthalten. Diese Housekeeping-Daten werden an Bord des 

Satelliten gespeichert und sobald Kontakt mit einer Bodenstation besteht an diese 

Bodenstation gesendet, wo sie in einer Datenbank, der sogenannten Telemetriedatenbank, 

gesammelt werden. Diese Daten können der Telemetriedatenbank entnommen werden. 

Hierfür wird die entsprechende Funktionalität der Telemetrie-Anzeigesoftware genutzt. 

Abbildung 53 zeigt das Downloadfenster der Telemetrie-Anzeigesoftware, über die 

Housekeeping-Daten für verschiedene Telemetrieparameter über eine bestimmte 

Zeitspanne heruntergeladen werden können. 
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Abbildung 53: Daten-Downloadfenster der Telemetrie-Anzeigesoftware. 

Im oberen Teil des Fensters können die benötigten Telemetrieparameter ausgewählt werden 

und im unteren Teil des Fensters lässt sich der Zeitraum festlegen, für den die Daten aus der 

Telemetriedatenbank heruntergeladen werden sollen. Durch einen Klick auf „Download“ 

werden die ausgewählten Daten heruntergeladen. Da Housekeeping-Daten regulär erfasst 

werden, stellt die automatische Kalibrierung keine Anforderungen an den Satelliten. Die 

Qualität der Modellparameter, die durch die automatische Kalibrierung berechnet werden, 

ist allerdings abhängig von der Qualität der erfassten Housekeeping-Daten. Die 

Housekeeping-Daten dienen als Ausgangspunkt für die automatische Kalibrierung des 

Simulationsmodells. Zusammen mit einem nicht-kalibrierten Modell werden die 

ausgewählten Telemetriedaten an einen zyklischen genetischen Algorithmus übergeben, der 

einen Satz von Modellparameterwertbelegungen bestimmt, sodass das Simulationsmodell 

die zugeführten Telemtriedaten möglichst genau reproduzieren kann. Da das Verhalten 

mancher Komponenten nur von bestimmten diskreten Zuständen abhängig ist, die relativ 

einfach manuell kalibriert werden können, ist der Regelfall, dass nur diejenigen 

Komponenten, die über viele Parameter und/oder über sehr dynamisches Verhalten 

verfügen, automatisch kalibriert werden. Das Modell wird damit teilweise manuell und 

teilweise automatisch kalibriert. Das Ergebnis der Kalibrierung ist ein Modell, das von der 

Diagnose-Engine genutzt werden kann, um mithilfe der Telemetrie, Diagnosen zu berechnen. 

Das System ist nicht auf die automatische Kalibrierung von Simulationsmodellen von 

Satelliten beschränkt, sondern es lassen sich mit diesem Verfahren beliebige 

Simulationsmodelle kalibrieren. Die Architektur ist generisch und domänenunabhängig. Zur 

automatischen Kalibrierung eines technischen Systems werden lediglich ein 

Simulationsmodell und aufgezeichnete Daten des Systems benötigt. 
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7.1 Definitionen und Erläuterungen 
 

Im Folgenden werden die wichtigsten Definitionen für genetische Algorithmen gegeben, 

anschließend wird der Aufbau des Systems zur automatischen Kalibrierung vorgestellt und 

dessen Funktionsweise erläutert. Die Folgenden Definitionen orientieren sich teilweise an 

der Implementierung der Jenetics-Bibliothek [131]. 

Gen: Jedes Gen entspricht einem Parameter des Simulationsmodells und ist ein numerischer 

Wert. Jedes Gen verfügt über einem Minimal- und Maximalwert, der vom entsprechenden 

Parameter vorgegeben wird. 

Chromosom: Jedes Chromosom enthält eine Menge von Genen, die jeweils denselben 

Minimal- und Maximalwert haben. Da in der Praxis die meisten Parameter unterschiedliche 

Grenzwerte haben, verfügt ein Chromosom selten über mehr als ein Gen. 

Genotyp: Ein Genotyp besteht aus einer Menge von Chromosomen. Ein Genotyp enthält 

damit die eigentliche Information eines Individuums. 

Phänotyp und Individuum: Ein Phänotyp entspricht einem Individuum. Jeder Phänotyp, und 

damit jedes Individuum, verfügt über einen Genotyp, der die eigentliche Information des 

Individuums enthält und einen Fitnesswert, der die aktuelle Fitness des Individuums angibt. 

Dieser Fitnesswert kann mithilfe der Fitnessfunktion aktualisiert werden. 

Population: Eine Population besteht aus einer Menge von Individuen. In jeder Iteration des 

Algorithmus wird die aktuelle Population durch Rekombination und Mutation verändert, um 

die Qualität der in ihr enthaltenen Individuen gemäß der Fitnessfunktion zu erhöhen. Die 

Population einer jeden Iteration wird auch Generation genannt. 

Fitnessfunktion: Die Fitnessfunktion ist eine Optimierungsfunktion, deren Wert es zu 

minimieren, beziehungsweise zu maximieren gilt. Die Fitnessfunktion erhält als Argumente 

ein Individuum und im Falle der automatischen Kalibrierung eine aufgezeichnete Datenreihe. 

Die Parameterwerte der Gene des Individuums werden zusammen mit der aufgezeichneten 

Datenreihe dazu benutzt, simulierte Werte zu erzeugen, die zusammen mit den 

entsprechenden aufgezeichneten Messwerten dazu verwendet werden, den root-mean-

squared error (RMSE) zu berechnen. Anstelle des RMSE können auch andere Metriken zur 

Bestimmung der Fitness verwendet werden. 

Selektion: Selektion bezeichnet das Vorgehen, bei dem eine Population in zwei Mengen von 

Individuen, die Menge der Überlebendenden und die Menge der Nachkommen, geteilt wird. 

Die Menge der Überlebenden wird ohne Änderungen in die nächste Generation 

übernommen. Die Menge der Nachkommen wird durch Rekombination und Mutation 

modifiziert. Das verwendete Verfahren wird auch als Selektionsstrategie bezeichnet. Zur 

Selektion von Überlebenden und Nachkommen können unterschiedliche 

Selektionsstrategien verwendet werden. 

Rekombination: Rekombination bezeichnet das Vorgehen, bei dem zwei Individuen zu einem 

neuen Individuum kombiniert werden. Das verwendete Verfahren wird als 

Rekombinationsstrategie bezeichnet. 
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Mutation: Mutation bezeichnet das Vorgehen, bei dem das Genom eines Individuums 

unabhängig vom Genom anderer Individuen modifiziert wird. Das verwendete Verfahren 

wird auch Mutationsstrategie und der entsprechende Operator Mutator genannt. 

 

7.1.1 Genetischer Algorithmus 

Ein genetischer Algorithmus 𝐺𝐴 besteht aus einer Population 𝑃 von Individuen 𝐼, die über 

eine Fitnessfunktion 𝑓 verfügen, einer Selektionsstrategie 𝑠𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟𝑠 für die Auswahl der 

Überlebenden, einer Selektionsstrategie 𝑠𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 für die Auswahl der Nachkommen, einer 

Rekombinationsstrategie 𝑟 und einem Mutator 𝑚. Durch iteratives Anwenden von 𝑠, 𝑟 und 

𝑚 auf 𝑃 soll 𝑓 optimiert werden. 

Algorithmus: GenetischerAlgorithmus 
INPUTS: Der Generationenzähler (Initialwert 0): 𝑔 
  Die Initialpopulation: 𝑃 
  Die Fitnessfunktion: 𝑓 
  Die Selektionsstrategie der Überlebenden: 𝑠𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟𝑠 
  Die Selektionsstrategie der Nachkommen: 𝑠𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 

  Die Rekombinationsstrategie: 𝑟 
  Die Mutationsstrategie: 𝑚 
  Das Abbruchkriterium: 𝑠𝑡𝑜𝑝𝑝𝑖𝑛𝑔𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 
OUTPUTS: Die evolvierte Population 𝑃, den aktualisierten Generationenzähler 𝑔 
  Und das beste gefundene Individuum 𝑖𝑛𝑑𝑏𝑒𝑠𝑡 
1. Initialisiere 𝑖𝑛𝑑𝑏𝑒𝑠𝑡  mit max

𝑖𝑛𝑑
𝑓(𝑃) 

2. WHILE 𝑠𝑡𝑜𝑝𝑝𝑖𝑛𝑔𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 nicht erfüllt: 
 Setze 𝑔 = 𝑔 + 1 
 Erzeuge die Menge der Überlebenden 𝑆 = 𝑠𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟𝑠(𝑃) 
 Erzeuge die Menge der Nachkommen 𝑂 = 𝑠𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔(𝑃) 

 Erzeuge evolvierte Nachkommen 𝑂𝑒𝑣𝑜𝑙𝑣𝑒𝑑 = 𝑚(𝑟(𝑂)) 
 Aktualisiere die Population 𝑃 = 𝑆 ∪ 𝑂𝑒𝑣𝑜𝑙𝑣𝑒𝑑  
 Aktualisiere 𝑖𝑛𝑑𝑏𝑒𝑠𝑡 durch 𝑖𝑛𝑑𝑏𝑒𝑠𝑡 = max

ind
(𝑓(𝑃), 𝑖𝑛𝑑𝑏𝑒𝑠𝑡) 

3. RETURN 𝑃, 𝑔, 𝑖𝑛𝑑𝑏𝑒𝑠𝑡  
Algorithmus 13: Pseudocode eines genetischen Algorithmus. 

Algorithmus 13 beschreibt die Funktionsweise eines genetischen Algorithmus. Zunächst wird 

der Generationenzähler auf 0 gesetzt und eine initiale Population erzeugt. Hierfür werden 

die Werte der Gene der einzelnen Individuen zufällig gleichverteilt unter Beachtung der 

entsprechenden Grenzwerte der jeweiligen Chromosomen, denen sie angehören, gewählt. 

Aus dieser Population wird das beste Individuum, gemäß der Fitnessfunktion 𝑓, bestimmt. 

An dieser Stelle beginnt die iterative Optimierung, solange, bis ein bestimmtes 

Abbruchkriterium erreicht wurde. In jeder Iteration werden die folgenden Abläufe 

durchgeführt: Der Generationenzähler wird inkrementiert. Die Population wird aufgeteilt in 

zwei Mengen, die sogenannte 𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 und 𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛. Die Größe der 

beiden Mengen wird durch einen Hyperparameter des genetischen Algorithmus bestimmt. 

Die 𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 ist die Menge der Individuen einer Generation, die ohne 

Rekombination und Mutation in die nächste Generation übernommen werden. Ihr Inhalt 

wird durch die Selektionsstrategie 𝑠𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟𝑠 bestimmt. Die 𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 ist die 

Menge der Individuen, die durch Rekombination und Mutation modifiziert werden. Ihr Inhalt 
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wird durch die Selektionsstrategie 𝑠𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 bestimmt. Anschließend wird auf der 

𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 Rekombination und Mutation angewandt und die 𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 

mit der 𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 zur Population der nächsten Generation vereinigt und erneut 

das beste Individuum bestimmt. Sollte das Abbruchkriterium erfüllt sein, terminiert der 

Algorithmus und die letzte Generation, der Generationenzähler und das beste gefundene 

Individuum werden zurückgegeben. 

Ein genetischer Algorithmus verfügt über eine Menge von Hyperparametern, die die Qualität 

der Lösung beeinflussen. Zu diesen Hyperparametern zählt die Größe der Population, die 

Größe der 𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 und der 𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛, die Parameter der Selektions-, 

Rekombinations- und Mutationsstrategien, sowie die Parameter des Abbruchkriteriums. Im 

Folgenden sollen die häufigsten Formen dieser Strategien und Kriterien erläutert werden. 

 

7.1.2 Selektionsstrategien 

Selektionsstrategien arbeiten auf Phänotyp-Ebene, das heißt, bei der Selektion werden 

ausschließlich ganze Individuen ausgewählt und keine einzelnen Gene. Der Anteil der 

Überlebenden an der Gesamtpopulation, die 𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 wird direkt durch den 

gleichnamigen Hyperparameter bestimmt. Der Anteil der 𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛 ist 1 −

𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛. In der Literatur finden sich zahlreiche unterschiedliche 

Selektionsstrategien [132]. Im Folgenden sollen die populärsten Selektionsstrategien mit 

Fokus auf die Auswahl von Überlebenden aufgeführt werden. Die Auswahl der Nachkommen 

erfolgt analog. 

Elite Selection: Die einfachste Selektionsstrategie ist die Elite Selection. Hierbei werden die 

Individuen einer Population nach ihrer Fitness sortiert und die 𝑘 besten ausgewählt. Durch 

den Hyperparameter 𝑘 kann die Anzahl der Individuen, die eine Generation überleben 

sollen, ausgewählt werden. Diese Strategie ermöglicht zwar eine schnelle Auswahl von 

Individuen, wird in der Praxis allerdings vergleichsweise selten benutzt, da sie den 

Algorithmus schnell gegen ein lokales Optimum konvergieren lässt, aus dem er sich 

möglicherweise nicht mehr befreien kann. 

Monte Carlo Selection: Bei der Monte Carlo Selection werden die Überlebenden Individuen 

zufällig aus der Population gewählt. Auch diese Strategie wird vergleichsweise selten 

benutzt, da durch die zufällige Auswahl der Individuen keine Optimierung stattfindet. 

Tournament Selection: Bei der äußerst effizienten Tournament Selection Strategie werden 

zufällig 𝑘 Individuen aus der Population mit zurücklegen gezogen und anhand ihrer Fitness 

verglichen. Der „Gewinner“ eines solchen Turniers wird in die Menge der Überlebenden 

Individuen aufgenommen. Um 𝑛 Überlebende zu bestimmen, muss dieser Vorgang 𝑛 mal 

wiederholt werden. Durch den Hyperparameter 𝑘 kann die Turniergröße festgelegt werden. 

Je größer 𝑘 gewählt wird, desto weniger Individuen mit niedriger Fitness überleben eine 

Generation. Beim Extremfall 𝑘 = 1 entspricht die Tournament Selection der Monte Carlo 

Selection und für 𝑘 = 𝑛 wird das beste Individuum der Population 𝑛 mal in die Menge der 

Überlebenden aufgenommen. 
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Roulette Wheel Selection: Eine der ältesten Selektionsstrategien ist die Roulette Wheel 

Selection. Hierbei wird jedem Individuum 𝑖 der Population eine Auswahlwahrscheinlichkeit 

𝑝(𝑖) in Abhängigkeit seiner Fitness 𝑓(𝑖) zugewiesen. Die Auswahlwahrscheinlichkeit für ein 

Individuum 𝑖 ist gegeben durch 𝑝(𝑖) =
𝑓(𝑖)

∑ 𝑓(𝑗)𝑗∈𝑃
. Die Auswahl der Überlebenden erfolgt nach 

dieser Auswahlwahrscheinlichkeit. 

Stochastic Universal Selection: Die Stochastic Universal Selection [133] ist eine Variante der 

Roulette Wheel Selection und versucht einer vorzeitigen Konvergenz des genetischen 

Algorithmus entgegenzuwirken. Hierbei wird das Intervall [0, 𝐹], mit 𝐹 = ∑ 𝑓(𝑖)𝑖∈𝑃 , 

gleichmäßig in 𝑛 = |𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟 𝑓𝑟𝑎𝑐𝑡𝑖𝑜𝑛| Bereiche aufgeteilt. Hierfür wird zufällig ein 

Startwert 𝑠 ∈ [0,
𝐹

𝑛
) bestimmt. Ausgehend von diesem Startwert wird 𝑛 − 1 mal 

𝐹

𝑛
 zum 

Startwert addiert, sodass insgesamt 𝑛 aufsteigende Werte 𝑝0, … , 𝑝𝑛−1, mit 𝑠 = 𝑝0 berechnet 

werden. Danach wird für jeden Wert 𝑝𝑘 die nach Fitness aufsteigend sortierte Population 

betrachtet und dasjenige Individuum zu den Überlebenden hinzugefügt, für das als erstes 

gilt: ∑ 𝑓(𝑖) ≥ 𝑝𝑘
𝑗
𝑖=0 . Die Stochastic Universal Selection sorgt dafür, dass Individuen mit 

niedriger Fitness trotzdem eine Chance bekommen zu den Überlebenden hinzugefügt zu 

werden. Weiterhin wird verhindert, dass in einer Population mit großen 

Fitnessunterschieden unter den Individuen, diejenigen Individuen mit großer Fitness alle 

Überlebenden Plätze einnehmen. 

Linear Rank Selection: Die Linear Rank Selection [134] ist ebenfalls eine Variante der 

Roulette Wheel Selection. Bei dieser Strategie werden die Individuen einer Population nach 

ihrer Fitness sortiert und jedem Individuum ein Rang zugewiesen. Das beste Individuum 

erhält den Rang 𝑁 und das schlechteste Individuum den Rang 1. Die 

Auswahlwahrscheinlichkeit 𝑝(𝑖) eines Individuums 𝑖 ist gegeben durch 𝑝(𝑖) =
𝑟𝑎𝑛𝑘(𝑖)

𝑁⋅(𝑁−1)
. 

Exponential Rank Selection: Die Exponential Rank Selection verwendet, wie die Linear Rank 

Selection, ebenfalls den Rang eines Individuums und nicht seine Fitness direkt. Bei dieser 

Strategie wird allerdings eine Exponentialfunktion zur Bestimmung der 

Auswahlwahrscheinlichkeiten verwendet. Die Auswahlwahrscheinlichkeiten sind gegeben 

durch 𝑝(𝑖) = (𝑐 − 1)
𝑐𝑖−1

𝑐𝑁−1
, mit 𝑐 ∈ [0,1). Durch geeignete Wahl des Hyperparameters 𝑐 

kann bestimmt werden, welche Individuen bevorzugt werden. Ein kleiner Wert für 𝑐 sorgt 

dafür, dass die Auswahlwahrscheinlichkeit der besten Individuen steigt, während ein Wert 

für c nahe 1 die Auswahlwahrscheinlichkeiten angleicht. 

Für eine ausführlichere Übersicht über Selektionsstrategien sei auf [135] [136] [137] 

verwiesen. 

 

7.1.3 Rekombinationsstrategien 

Zusammen mit den Mutatoren sorgen Rekombinationsstrategien für Diversität innerhalb der 

Population. Rekombinationsstrategien arbeiten meistens auf Chromosomen. Sie 

kombinieren Chromosomen von zwei oder mehr Elternindividuen zu einem neuen 
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Chromosom. Im Folgenden sollen die populärsten Rekombinationsstrategien aufgeführt 

werden. 

Single Point Crossover: Beim Single Point Crossover werden zwei Chromosomen an einem 

zufälligen Index getrennt und zu einem neuen zusammengefügt. Der Single Point Crossover 

ist eine der ältesten Rekombinationsstrategien. 

 

 
Abbildung 54: Rekombination der Chromosomen zweier Individuen durch Single Point Crossover an verschiedenen 
Indizes. 

Abbildung 54 zeigt die Ergebnisse eines Single Point Crossovers zweier Chromosomen für 

verschiedene sogenannte Crossover-Indizes. Durch den Hyperparameter 𝑝 kann angegeben 

werden, wie hoch die Wahrscheinlichkeit für ein Chromosom ist, rekombiniert zu werden. 

𝑘-Point Crossover: Die 𝑘-Point Crossover Strategie kann als eine Erweiterung der Single Point 

Crossover Strategie gesehen werden. Die Elternchromosomen werden bei ihr an 𝑘 Indizes 

geteilt. Für 𝑘 = 1 verhält sich 𝑘-Point Crossover genauso wie Single Point Crossover. 

 
Abbildung 55: Rekombination der Chromosomen zweier Individuen durch 𝒌-Point Crossover an verschiedenen Indizes. 
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Abbildung 55 zeigt die Ergebnisse eines 𝑘-Point Crossovers zweier Chromosomen für 

verschiedene Crossover-Indizes. Durch den Hyperparameter 𝑝 kann angegeben werden, wie 

hoch die Wahrscheinlichkeit für ein Chromosom ist, rekombiniert zu werden, und durch den 

Hyperparameter 𝑘 lässt sich die Anzahl der Indizes, an denen ein Crossover durchgeführt 

werden soll, bestimmen. 

Mean Crossover: Der Mean Crossover funktioniert ähnlich zum Single Point Crossover, 

allerdings werden hierbei ab einen zufällig gewählten Crossover-Index, nicht die Gene der 

Chromosomen getauscht, sondern der Mittelwert der Gene der Chromosomen gebildet. 

 
Abbildung 56: Rekombination der Chromosomen zweier Individuen durch Mean Crossover an verschiedenen Indizes. 

Abbildung 56 zeigt die Ergebnisse eines Mean Crossovers zweier Chromosomen für 

verschiedene Crossover-Indizes. Der Mean Crossover sorgt für eine dichtere Exploration des 

Suchraumes in der Nähe der aktuell besten Lösungen. Durch den Hyperprarameter 𝑝 kann 

angegeben werden, wie hoch die Wahrscheinlichkeit für ein Chromosom ist, rekombiniert zu 

werden. 

 

7.1.4 Mutationsstrategien 

Mutatoren operieren auf einzelnen Genen eines Individuums und modifizieren diese. Sie 

sind unabhängig von den Rekombinationsstrategien und helfen den Suchraum zu 

explorieren. Im Folgenden sollen die populärsten Mutatoren aufgeführt werden. 

Gaußscher Mutator: Einer der meist genutzten Mutatoren ist der Gaußsche Mutator. Dieser 

Mutator berechnet den neuen Wert eines Gens mithilfe einer Gaußschen Verteilung um den 

aktuellen Wert des Gens. Die Varianz dieser Verteilung ist dabei gegeben durch: 𝜎2 =

(
𝑔max−𝑔min

4
)

2

, wobei 𝑔𝑚𝑎𝑥 und 𝑔𝑚𝑖𝑛 der obere bzw. untere Grenzwert des entsprechenden 

Gens sind. Durch den Hyperparameter 𝑝 kann angegeben werden, wie hoch die 

Modifikationswahrscheinlichkeit für jedes Gen ist. 



110 
 

Swap Mutator: Der Swap Mutator erzeugt keine neuen Werte, sondern vertauscht die 

Reihenfolge der Gene innerhalb eines Chromosoms. Da die Reihenfolge der Parameter für 

ein Simulationsmodell oft von Bedeutung ist, eignet sich dieser Mutator nicht für die 

automatische Kalibrierung. 

Random Mutator: Der Random Mutator verändert den Wert eines Gens, indem er den alten 

Wert durch einen neuen zufälligen gleichverteilten Wert aus dem Intervall 𝐼 = [𝑔𝑚𝑖𝑛, 𝑔𝑚𝑎𝑥] 

ersetzt. Durch den Hyperparameter 𝑝 kann angegeben werden, wie hoch die 

Modifikationswahrscheinlichkeit für jedes Gen ist.  

 

7.1.5 Abbruchkriterium 

Das Abbruchkriterium gibt an, wann der Algorithmus terminieren soll. Da das Optimum einer 

Lösung in der Regel nicht bekannt ist, oder das theoretische Optimum nicht erreicht werden 

kann, ist eine Begrenzung in Abhängigkeit der Generationenzahl notwendig. Hierbei 

terminiert der Algorithmus entweder nach einer bestimmten Anzahl an Generationen, oder 

wenn eine bestimmte Anzahl an Generationen lang keine Verbesserung stattgefunden hat. 

 

7.2 Zyklischer Genetischer Algorithmus 
 

Zur Anwendung eines genetischen Algorithmus zur automatischen Kalibrierung von 

Simulationsmodellen müssen zunächst die Besonderheiten dieser Aufgabenstellung und die 

Implikationen für die Wahl der Populationsgröße, Generationenzahl, Fitnessfunktion, 

Selektions- Rekombinations- und Mutationsstrategie betrachtet werden. Aufgrund 

bestimmter Eigenschaften dieses Problems werden einige klassische Lösungsstrategien für 

genetische Algorithmen ungeeignet, da sie entweder zu schnell zur besten Lösung der 

Initialpopulation konvergieren, oder den Suchraum nicht ausreichend explorieren und so 

ebenfalls zu schnell zu einem lokalen Optimum konvergieren. 

Bei der automatischen Kalibrierung von Simulationsmodellen wird ein Satz von 

Parameterwertbelegungen gesucht, sodass ein Simulationsmodell, dessen Parameter auf die 

berechneten Werte gesetzt werden, eine gegebene aufgezeichnete Datenreihe möglichst 

genau reproduziert. Jeder Parameter korrespondiert zu einem Gen. Jedes Individuum einer 

Population eines genetischen Algorithmus entspricht einer kompletten 

Parameterwertbelegung aller Parameter des Simulationsmodells. Unter Verwendung des 

root-mean-squared errors (RMSE) als Fitnessfunktion muss damit ein Satz von 

Parameterwertbelegungen 𝑃 gefunden werden, sodass die Funktion 𝑓 = √
∑ (𝐹(𝑥𝑖,𝑃)−𝑦𝑖)2𝑛

𝑖=0

𝑛
, 

wobei 𝑥𝑖  und 𝑦𝑖 die aufgezeichneten Eingabe- beziehungsweise Ausgabewerte des 

Simulationsmodells sind, 𝑛 die Länge der Datenreihe ist und 𝐹 die Berechnungsvorschriften 

des Simulationsmodells sind, minimiert wird. Hier ergeben sich allerdings einige 

Besonderheiten. Während der Aufzeichnung von Daten stehen unter Umständen nicht zu 

jedem Zeitschritt alle Daten zur Verfügung. Das hat zur Folge, dass die einzelnen 𝑥𝑖  und 𝑦𝑖 

nicht immer dieselbe Länge haben. Damit kann es dazu kommen, dass zu einem Zeitschritt 𝑖 
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nicht genügend Daten zur Verfügung stehen, um das komplette Simulationsmodell zu 

simulieren, während es zum nächsten Zeitschritt wieder möglich ist. Weiterhin sind 

Zwischenmessungen, sogenanntes Probing, möglich, sodass nicht nur Messwerte für die 

Primär-Eingabe- und Primär-Ausgabe-Ports eines Simulationsmodells zur Verfügung stehen 

können, sondern die Werte beliebiger weiterer Komponenten innerhalb des Modells. 

 
Abbildung 57: Eingabe- und Ausgabewerte ohne Probing (links) und mit Probing (rechts). 

Abbildung 57 zeigt mögliche Eingabewerte 𝑥𝑖  und Ausgabewerte 𝑦𝑖 ohne Probing (links) und 

mit Probing (rechts). Daten, die durch Probing erhoben wurden, können ebenfalls wie die 

Werte für Primär-Eingabe- und Primär-Ausgabe-Ports nicht zu jedem Zeitschritt verfügbar 

sein. Damit ein genetischer Algorithmus mit dieser Varianz der verfügbaren Daten umgehen 

kann, muss die Fitnessfunktion mit variablen Eingabe- und Ausgabedatenlängen umgehen 

können. Es müssen all diejenigen Werte berechnet werden, die mit den gegebenen 

Eingabedaten berechenbar sind und mit denjenigen Ausgabedaten zu einem Fitnesswert 

verrechnet werden, die im aktuellen Zeitschritt verfügbar sind. Da jeder Parameter einem 

Gen entspricht, die einzelnen Parameter aber meist unterschiedliche physikalische 

Bedeutung und damit meist auch unterschiedliche Grenzwerte haben, lassen sich diese Gene 

im Allgemeinen nicht zu Chromosomen bestehend aus mehreren Genen gruppieren. Die 

Grenzwerte der Parameter eines Simulationsmodells sind stark vom Modell abhängig und 

können sehr unterschiedlich sein. Dies hat zur Folge, dass die Genotypen bei der 

automatischen Kalibrierung aus Chromosomen mit je einem Gen bestehen. Jeder Genotyp 

hat genauso viele Chromosomen, wie Parameter existieren. 

 
Abbildung 58: Genotyp mit einem Chromosom, bestehend aus acht Genen. 

Abbildung 58 zeigt den Aufbau eines Genotyps 𝐺𝑖 mit einem Chromosom 𝐶0, bestehend aus 

acht Genen 𝑔0, … , 𝑔7. 
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Abbildung 59: Genotyp mit acht Chromosomen, bestehend aus jeweils einem Gen. 

Abbildung 59 zeigt den Aufbau eines Genotyps 𝐺𝑖, mit acht Chromosomen 𝐺0, … , 𝐺7 mit 

jeweils einem Gen 𝑔0, … , 𝑔7, wie er bei der automatischen Kalibrierung verwendet wird. Da 

Chromosomen in der verwendeten Jenetics-Bibliothek Gene mit gleichen Grenzwerten 

gruppieren und jeder Parameter eines Simulationsmodells im Allgemeinen unterschiedliche 

Grenzwerte hat, besteht jeder Genotyp aus |Parameter| vielen Chromosomen mit je einem 

Gen. Die Genotypen aus Abbildung 58 und Abbildung 59 enthalten dieselbe Information, 

lediglich die Repräsentation ist anders. Ein Individuum das über 𝑛 Chromosomen mit jeweils 

einem Gen verfügt, entspricht einem Individuum das über ein Chromosom mit 𝑛 Genen 

verfügt. Da unter Verwendung von Genotypen dieses Aufbaus, Rekombinationsstrategien, 

die auf Chromosom-Ebene arbeiten, zum Swap Operator werden und nicht länger für eine 

gute Exploration des Suchraumes sorgen, müssen diese ebenfalls auf Gen-Ebene, statt auf 

Chromosom-Ebene arbeiten. Die prinzipielle Funktionsweise bleibt allerdings dieselbe. Wenn 

die Population eines genetischen Algorithmus an Diversität verliert, steigt die 

Wahrscheinlichkeit, dass der genetische Algorithmus eher gegen ein lokales, anstelle eines 

globalen Optimums konvergiert. Dies rührt daher, dass Rekombinationsstrategien nur dann 

einen Effekt haben, wenn sie unterschiedliche Individuen zu einem neuen rekombinieren. 

Die Rekombination zweier identischer Individuen unterstützt die Exploration des 

Suchraumes nicht. Lediglich die Mutation ist davon nicht betroffen. Zur Erhaltung einer 

ausreichenden Exploration des Suchraumes, heißt es vorzeitiger Konvergenz durch 

zusätzliche Diversifikation entgegenzuwirken. Eine solche Diversifikation kann durch die 

Verwendung einer schwachen Selektionsstrategie für die Auswahl der Überlebenden, oder 

durch verstärkte Mutation der Population erreicht werden. Diese Ansätze jedoch wirken der 

grundlegenden Funktionsweise eines genetischen Algorithmus entgegen. Weiterhin lässt 

eine zu starke Mutation den genetischen Algorithmus zu einem Random-Walk-Algorithmus 

werden. 

Der in dieser Arbeit verfolgte Ansatz die Population zur Vermeidung von lokalen Optima zu 

diversifizieren und sie gleichzeitig gegen ein globales Optimum konvergieren zu lassen 
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verwendet einen zyklischen genetischen Algorithmus. Hierbei wird ein relativ schnell 

konvergierender Kalibrierer GA mit einem Diversifizierer GA verbunden, der die Population 

unabhängig vom Kalibrierer GA diversifiziert. 

 
Abbildung 60: Funktionsweise des Zyklischen Genetischen Algorithmus. 

Abbildung 60 zeigt die Funktionsweise des Zyklischen Genetischen Algorithmus. Der 

Kalibrierer GA wird mit einer Population, dem Simulationsmodell und den aufgezeichneten 

Daten initialisiert. Durch Selektion, Rekombination und Mutation wird versucht die 

Population gegen ein idealerweise globales Optimum konvergieren zu lassen. Sollte eine 

bestimmte Anzahl an Generationen lang keine Verbesserung stattfinden, wurde entweder 

ein globales Optimum gefunden, oder ein lokales Optimum kann nicht mehr verlassen 

werden. Um Letzterem entgegenzuwirken, wird die gesamte Population an den 

Diversifizierer GA übergeben, der durch stärkere Mutation die weitere Umgebung der 

gefundenen Lösungen erforscht und die Population nach einer gewissen Anzahl an 

Generationen wieder an den Kalibrierer GA übergibt. Der Algorithmus terminiert, wenn eine 

bestimmte Gesamtanzahl an Generationen erreicht wurde. Der Diversifizierer GA kann keine 

Verschlechterung der Lösung bewirken, denn sollte der Kalibrierer GA ein globales Optimum 

erreicht haben, hat weitere Diversifikation durch den Diversifizierer GA keinen Einfluss auf 

das Ergebnis, da die beste Lösung stets vorgehalten wird. Der Kalibrierer GA und der 

Diversifizierer GA funktionieren unabhängig voneinander und teilen sich lediglich die 

Population. 
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7.2.1 Kalibrierer GA 

Der Kalibrierer GA ist für die eigentliche Bestimmung von Simulationsparametern zuständig 

und verwendet daher Selektions- und Rekombinationsstrategien die Konvergenz 

begünstigen. Die Selektion der Überlebenden Individuen wird mithilfe eines hybrides aus 

Elite Selector und Tournament Selector, mit einer Turniergröße von 𝑘 = 2 durchgeführt. Der 

Elite Selector wählt stets die fünf besten Individuen aus. Die restlichen Individuen werden 

mithilfe des Tournament Selectors ausgewählt. Die Wahl fiel auf diese hybride 

Selektionsstrategie, da sie für das Überleben von ausreichend vielen guten Lösungen sorgt 

und insbesondere garantiert, dass die beste Lösung niemals verworfen wird. Weiterhin ist 

der Tournament Selector sehr effizient und sorgt dafür, dass die Population nicht zu schnell 

konvergiert. Weitere gute Kandidaten für die Rolle des Selektors waren Stochastic Universal 

Selection, Linear Rank Selection und Exponential Rank Selection, jeweils in Verbindung mit 

einem Elite Selector. Frühe Experimente haben jedoch gezeigt, dass der Tournament 

Selector äußerst effizient ist, vergleichsweise einfach zu parametrisieren ist und die anderen 

Selektoren keine merkbare Verbesserung der Ergebnisse lieferten. Die Selektion der 

Nachkommen erfolgt mithilfe eines Tournament Selectors mit einer Turniergröße von 𝑘 = 2. 

Für die Rekombinationsstrategie wird eine Variante des Mean Crossovers verwendet, mit 

𝑝 = 0.02. Der Mean Crossover ist für den Einsatz beim Kalibrierer GA ideal, da er die 

Konvergenz zu Optima unterstützt, die sich innerhalb des Parameterraums, der durch die 

Population aufgespannt wird, begünstigt. Frühe Experimente mit einem einfachen Mean 

Crossover haben allerdings gezeigt, dass die Rekombination von beliebigen Individuen oft zu 

Parameterwerten mit geringer Fitness führte. Weiterhin wurde beobachtet, dass Individuen 

mit ähnlichen Fitnesswerten oft über ähnliche Parameterwerte verfügten, und dass eine 

Rekombination von ähnlichen Parameterwerten oft wieder zu einer Parameterwertbelegung 

mit relativ hoher Fitness führte. Aus diesem Grund wurde eine spezielle Form des Mean 

Crossovers entwickelt. Algorithmus 14 zeigt den Pseudocode des Affinity Mean Crossovers. 

Algorithmus: affinityMeanCrossover 
INPUTS:  Die Population: 𝑃 
OUTPUTS:  Keine 
1. Sortiere die Individuen der Population aufsteigend nach ihrer Fitness 
2. Wähle gleichverteilt ein zufälliges Individuum 𝑖𝑛𝑑1 mit Index 𝑖1 
3. Wähle einen zipf-Verteilten zufälligen Offset 𝑥 und berechne das Intervall 𝐼 = [𝑖1 − 𝑥, 𝑖1 + 𝑥] von 
Indizes 
4. Wähle gleichverteilt einen zufälligen Index 𝑖2 ∈ 𝐼 und setze 𝑖𝑛𝑑2 = 𝑃(𝑖2) 
5. IF 𝑖𝑛𝑑1! = 𝑖𝑛𝑑2 THEN 

Rekombiniere 𝑖𝑛𝑑1 und 𝑖𝑛𝑑2 durch das Mitteln von bis zu 𝑛 Genen von 𝑖𝑛𝑑1 und 𝑖𝑛𝑑2 
Algorithmus 14: Pseudocode des Affinity Mean Crossovers. 

Beim Affinity Mean Crossover hat jedes Individuum eine Affinität zu Individuen mit ähnlichen 

Fitnesswerten. Je ähnlicher die Fitnesswerte zweier Individuen, relativ zu den Fitnesswerten 

aller Individuen der Population, sind, desto höher ist die Wahrscheinlichkeit einer 

Rekombination dieser Individuen. Der Operator sortiert die Population zunächst aufsteigend 

nach deren Fitness. Dies muss nur einmal pro Generation durchgeführt werden, da sich die 

Reihenfolge der Individuen innerhalb einer Generation nicht ändert. Aus der sortierten 

Population wird gleichverteilt ein Index 𝑖1 und das zugehörige Individuum 𝑖𝑛𝑑1 ausgewählt. 

Anschließend wird ein Offset 𝑥 bestimmt und das Intervall 𝐼 = [𝑖1 − 𝑥, 𝑖1 + 𝑥] berechnet. 
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Der Offset 𝑥 folgt hierbei einer zipf-ähnlichen Verteilung (auch Zeta-Verteilung genannt), die 

mit einer großen Wahrscheinlichkeit kleine Werte für 𝑥 und mit einer kleinen 

Wahrscheinlichkeit große Werte für 𝑥 erzeugt. Aus diesem Intervall 𝐼 wird gleichverteilt ein 

Index 𝑖2 und das zugehörige Individuum 𝑖𝑛𝑑2 aus der Population ausgewählt. Sollte 𝑖𝑛𝑑1 

nicht identisch zu 𝑖𝑛𝑑2 sein, dann wird 𝑖𝑛𝑑1 und 𝑖𝑛𝑑2 zu 𝑖𝑛𝑑3 rekombiniert, indem bis zu 𝑛 

Gene von 𝑖𝑛𝑑1 und 𝑖𝑛𝑑2 gemittelt werden. Da die Nachkommen, die mithilfe des Affinity 

Mean Crossovers erzeugt werden, den Elternindividuen unter Umständen sehr ähnlich sind, 

eignet sich diese Form des Crossovers nur bedingt dazu den Parameterraum zu explorieren. 

Aus diesem Grund wird der Affinity Mean Crossover nur innerhalb des Kalibrierer GA 

eingesetzt. Der Hyperparameter 𝑝 des Affinity Mean Crossovers sollte sehr klein gewählt 

werden, da der Algorithmus sonst schneller konvergieren könnte, als die Exploration des 

Suchraumes stattfindet. Somit würde die Wahrscheinlichkeit zu einem lokalen statt zu einem 

globalen Optimum zu konvergieren steigen. Die Mutation wird von einem Gaußschen 

Mutator mit 𝑝 = 0.02 übernommen. Die Mutation dient der Exploration des Suchraumes 

und sollte beim Kalibrierer GA ebenfalls sehr klein gewählt werden, da die Hauptaufgabe des 

Kalibrierer GA die Konvergenz der Population ist. Ein grober Richtwert für die Wahl der 

Hyperparameter der Rekombinations- und Mutationsstrategie ist, dass weder die 

Rekombinations- noch die Mutationsstrategie dominieren sollten. 

 

7.2.2 Diversifizierer GA 

Der Diversifizierer GA arbeitet unabhängig vom Kalibrierer GA und ist für die Diversifikation 

der Population verantwortlich. Durch den Diversifizierer GA sollen mögliche lokale Optima 

überwunden werden und der Kalibrierer GA darin unterstützt werden das globale Optimum 

zu finden. Der Diversifizierer GA verwendet Selektions- und Rekombinationsstrategien, die 

die Exploration des Suchraumes begünstigen, ohne dabei gute bereits gefundene Lösungen 

durch schlechtere zu verdrängen. Die prinzipielle Funktionsweise des Diversifizierer GA ist 

dieselbe wie die des Kalibrierer GA. Er unterscheidet sich lediglich in den Selektions- und 

Rekombinationsstrategien, sowie bei der Wahrscheinlichkeit der Mutation. Die Selektion der 

Überlebenden und Nachkommen erfolgt ähnlich zur Selektion beim Kalibrierer GA, allerdings 

verfügt der Tournament Selector über einer Turniergröße von 𝑘 = 3. Eine zu große 

Turniergröße würde die Diversifikation erschweren, da die Wahrscheinlichkeit steigen 

würde, dass immer dieselben besten Lösungen einer jeden Generation überleben. Die 

Rekombinationsstrategie ist Mean Crossover mit 𝑝 = 0.8. Beim Diversifizierer wird der 

einfache Mean Crossover verwendet, da dieser die Konvergenz, im Vergleich zum Affinity 

Mean Crossover, weniger stark begünstigt. Die Mutation erfolgt durch einen Gaußschen 

Mutator mit 𝑝 = 0.8. Die Mutationswahrscheinlichkeit sollte hier deutlich höher als beim 

Kalibrierer GA gewählt werden, da die Diversifikation hauptsächlich über Mutation erfolgt. 

 

7.3 Simulator-Pool 
 

Die Berechnung der Fitnessfunktion erfolgt parallel durch mehrere Threads. Die Population 

wird hierfür in mehrere Mengen aufgeteilt. Die Fitnessfunktionen der Individuen jeder 
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Menge werden von einem eigenen Thread berechnet. Dafür existiert ein Simulator-Pool, der 

eine Menge von Simulatoren beinhaltet. Sobald ein GA Thread die Fitnessfunktion 

berechnen will, wird dem entsprechenden Thread ein Simulator aus dem Simulator-Pool 

zugewiesen. Dieser Simulator steht dem Thread exklusiv zur Verfügung, bis die 

Fitnessfunktion vollständig berechnet wurde. Ein Simulator-Pool ist nötig, um 

wechselseitigen Ausschluss zu gewährleisten. Da Threads parallel arbeiten, ein Simulator 

Daten allerdings sequenziell verarbeiten muss, können mehrere Threads, die sich einen 

Simulator teilen, diesen sequentiellen Ablauf stören, indem sie versuchen verzahnt auf den 

Simulator zuzugreifen. Eine mögliche Lösung wäre es eine strikte Datentrennung unter den 

Threads durchzuführen, bei dem Jeder Thread beim Start über einen eigenen Simulator 

verfügt. Hierbei müssten allerdings auch die zugrundeliegenden Daten wie das 

Simulationsmodell und die Eingabedaten dupliziert werden. Da diese allerdings unter 

Umständen viel Speicher in Anspruch nehmen würden, würde bei einer strikten 

Datentrennung dem genetischen Algorithmus im Anschluss weniger Speicher zur 

Durchführung seiner eigenen Berechnungen zur Verfügung stehen. Beim Simulator-Pool 

Ansatz wird lediglich der Simulator dupliziert. Da der Simulator nur lesend auf das 

Simulationsmodell und die Eingabedaten zugreift und ein Simulator einem Thread exklusiv 

für die gesamte Dauer der Berechnung der Fitnessfunktion zugeordnet ist, ist 

wechselseitiger Ausschluss sichergestellt. Nachdem ein Thread die Berechnung der 

Fitnessfunktion abgeschlossen hat, werden die internen Zustände des entsprechenden 

Simulators zurückgesetzt und er wird wieder dem Simulator-Pool hinzugefügt. 

 
Abbildung 61: Aufbau des Simulator-Pools zur Berechnung der Fitnessfunktion. 
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Abbildung 61 zeigt den Aufbau des Simulator-Pools. Der Dispatcher ist ein Singleton, der 

Anforderungen von den Threads der GAs entgegennimmt. Sobald ein GA Thread die 

Fitnessfunktion berechnen möchte, wird eine Anforderung an den Dispatcher gesendet. 

Dieser ordnet dem anfordernden Thread einen freien Simulator zu, oder legt diesen 

schlafen, wenn derzeit kein Simulator frei ist. Sollte zur Zeit der Anforderung kein Simulator 

frei sein und der entsprechende Thread schlafen gelegt werden, wird dieser wieder 

aufgeweckt und ihm ein Simulator zugeordnet, sobald einer frei wird. Dies geschieht nach 

einer FCFS-Ordnung. Der Simulator erhält als Eingabe die aufgezeichneten Daten und die 

Parameter des vom aufrufenden Threads bearbeiteten Individuums und liefert als Ausgabe 

eine Datenreihe von simulierten Werten. 

Aus den aufgezeichneten und simulierten Daten wird anschließend der root-mean-squared 

error (RMSE) nach folgender Formel berechnet: 𝑓 = √∑ ∑ (𝑦𝑚𝑒𝑎𝑠𝑖,𝑗−𝑦𝑠𝑖𝑚𝑖,𝑗)
2𝑘𝑖

𝑗=0
𝑛
𝑖=0

𝑛⋅𝑘
, wobei 𝑛 die 

Anzahl der aufgezeichneten Datenpunkte, 𝑘𝑖  die Anzahl der Ausgabewerte zum Zeitschritt 𝑖, 

𝑦𝑚𝑒𝑎𝑠𝑖,𝑗
, der j-te Ausgabewert zum Zeitschritt 𝑖 und 𝑦𝑠𝑖𝑚𝑖,𝑗

 der zu 𝑦𝑚𝑒𝑎𝑠𝑖,𝑗
 

korrespondierende simulierte Ausgabewert zum Zeitschritt 𝑖 ist. Es werden nur diejenigen 

gemessenen Ausgabewerte verrechnet, zu denen ein entsprechender simulierter Wert 

verfügbar ist. Obwohl die 𝑘𝑖  nicht notwendigerweise dieselbe Länge haben, sind die 

Ergebnisse der Individuen innerhalb einer Population vergleichbar, da sich die 

aufgezeichneten Daten während der Laufzeit des Algorithmus nicht ändern. Weiterhin 

ändert sich die Anzahl der simulierten Werte nicht mit unterschiedlichen Parametern, sodass 

die Fitnesswerte verschiedener Individuen einer Population vergleichbar bleiben. Bei jeder 

Berechnung der Fitnessfunktion stehen dieselben Ausgabewerte zur Verfügung. Der Aufbau 

und die Funktionsweise des Simulators ist in Kapitel 5 ausführlich beschrieben. 

 

7.4 Datenformate 
Das Eingabedatenformat ist eine einfache .csv-Datei, bei der jede Spalte für einen Eingabe- 

oder Ausgabe-Port einer Komponente steht. Jede Zeile der .csv-Datei steht für einen 

Zeitschritt. Somit entspricht der Wert einer Zelle (𝑖, 𝑗) dem Wert des Ports in Spalte 𝑖 zum 

Zeitschritt 𝑗. 

Commanded RPM Measured RPM Current 

-3396 0 63 

-3396 0 63 

-3396 -18 72 

-3396 -85 81 

-3396 -196 90 

-3396 -338 96 
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-3396 -502 99 

-3396 -666 84 

-3396 -844 89 

-3396 -976 92 

-3396 -1106 96 

-3396 -1233 98 

-3396 -1357 99 

-3396 -1476 99 

-3396 -1592 99 

-3396 -1703 102 

-3396 -1812 102 

-3396 -1914 101 

-3396 -2036 102 

Abbildung 62: Ausschnitt aus den aufgezeichneten Daten eines Reaktionsrades im Eingabeformat des automatischen 
Kalibrierers. 

Abbildung 62 zeigt einen Ausschnitt aus den aufgezeichneten Daten eines Reaktionsrades im 

Eingabeformat des automatischen Kalibrierers. Hier sind die kommandierte Drehrate, die 

gemessene Drehrate und der Stromverbrauch eines Reaktionsrades aufgezeichnet. 

Damit der Zyklische Genetische Algorithmus diese Daten zur Simulation nutzen kann, muss 

spezifiziert werden, welche Spalte der Eingabedaten, zu welchem Komponenten-Port gehört. 

Hierzu wird ein Mapping angegeben, das den Index jedes Ports in den Eingabedaten zum 

entsprechenden Port des Modells mappt und zu jedem Port angibt, ob es sich bei ihm um 

einen Ausgabe-Port handelt. 

Index Port Outport 

0 Reaktionsrad.CommandedRPMIn  

1 Reaktionsrad.MeasuredRPMIn  

2 Reaktionsrad.CurrentOut x 
Tabelle 1: Mapping der Indizes der Eingabedaten zu den Ports des Modells eines Reaktionsrades. 

Tabelle 1 zeigt das Mapping der Indizes für die aufgezeichneten Daten aus Abbildung 62 zu 

den entsprechenden Ports des Modells eines Reaktionsrades. Mithilfe dieses sogenannten 

Port-Mappings werden die Eingabedaten in ein Format konvertiert, das vom Simulator 

verwendet werden kann. 
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value value value 

Reaktionsrad CommandedRPMIn -3396 

Reaktionsrad MeasuredRPMIn 0 

Reaktionsrad CurrentOut 63 

value value value 

Reaktionsrad CommandedRPMIn -3396 

Reaktionsrad MeasuredRPMIn -18 

Reaktionsrad CurrentOut 72 

value value value 

Reaktionsrad CommandedRPMIn -3396 

Reaktionsrad MeasuredRPMIn -85 

Reaktionsrad CurrentOut 81 

value value value 

Reaktionsrad CommandedRPMIn -3396 

Reaktionsrad MeasuredRPMIn -196 

Reaktionsrad CurrentOut 90 

value value value 

Reaktionsrad CommandedRPMIn -3396 

Reaktionsrad MeasuredRPMIn -338 

Reaktionsrad CurrentOut 96 

value value value 

Abbildung 63: Ausschnitt aus den in das Eingabeformat des Simulators konvertierten aufgezeichneten Daten des 
Reaktionsrades aus Abbildung 59. 

Abbildung 63 zeigt die aufgezeichneten Daten aus Abbildung 62, nachdem diese in ein 

Datenformat konvertiert wurden, das vom Simulator verwendet werden kann. Das 

Datenformat des Simulators verfügt über drei Spalten. Die erste Spalte enthält den Namen 

der Komponente, die zweite Spalte enthält den Portnamen und die dritte Spalte enthält den 

Wert des Ports der angegebenen Komponente. Der Trenner „value,value,value“ trennt die 

Werte eines Zeitschrittes voneinander. 

Neben dem Mapping der Indizes der aufgezeichneten Daten zu den Ports des Modells wird 

ein Mapping von Genen der Individuen der Population des zyklischen genetischen 

Algorithmus zu den entsprechenden Parametern des Modells benötigt. Da sich nur die 
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Werte der Gene ändern und nicht die Bedeutung ihrer Positionen, ist ein solches Mapping 

statisch. Jeder durch den zyklischen genetischen Algorithmus veränderbare Parameter 

entspricht einem Eingabe-Port im Modell. Die sogenannten Parameter-Mappings, die 

Mappings von Genen zu Modellparametern, haben ein ähnliches Format wie das Mapping 

aus Tabelle 1. 

Index Port 

0 Reaktionsrad.OffsetParam 

1 Reaktionsrad.BaseCurrentParam 

2 Reaktionsrad.ScalarPositiveRPMParam 

3 Reaktionsrad.ScalarPositiveMeasuredParam 

4 Reaktionsrad.ScalarNegativeRPMParam 

5 Reaktionsrad.ScalarNegativeMeasuredParam 
Tabelle 2: Mapping der Indizes der Gene zu den Parametern des Modells eines Reaktionsrades. 

Tabelle 2 zeigt das Mapping der Indizes der Gene zu den Parametern des Modells eines 

Reaktionsrades. Während der Berechnung der Fitnessfunktion erhält der Simulator für jedes 

Individuum der Population, für jeden Zeitschritt, die Parameter des Individuums, zusammen 

mit den aufgezeichneten Daten des entsprechenden Zeitschritts und berechnet damit 

simulierte Werte für diesen Zeitschritt. Die Parameter selbst werden direkt durch Gene 

ausgedrückt. Jedes Gen gehört zu genau einem Chromosom und verfügt über einen unteren 

und einen oberen Grenzwert. Ein Chromosom kann zwar prinzipiell mehr als nur ein Gen 

enthalten, sofern die in ihm enthaltenen Gene dieselben unteren und oberen Grenzwerte 

haben, dies ist in der Praxis allerdings die Ausnahme. Alle Chromosomen zusammen werden 

in einer iterierbaren Datenstruktur zusammengefasst und bilden einen Genotyp. Zusammen 

mit der Fitnessfunktion bildet ein Genotyp einen Phänotyp und damit ein Individuum. 
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7.5 Automatische Kalibrierung 
 

Nachdem alle Port-Mappings und Parameter-Mappings definiert wurden, kann das Modell 

automatisch kalibriert werden. Der Pseudocode von Algorithmus 15 zeigt, wie die 

automatische Kalibrierung durchgeführt wird. 

Algorithmus: automaticCalibration 
INPUTS: Die Komponentenklassendefinitionen: 𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝐶𝑙𝑎𝑠𝑠𝑒𝑠 
  Der Konnektor: 𝑐𝑜𝑛𝑛𝑒𝑐𝑡𝑜𝑟 
  Das Port-Mapping: 𝑝𝑜𝑟𝑡𝑀𝑎𝑝𝑝𝑖𝑛𝑔 
  Das Parameter-Mapping: 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑀𝑎𝑝𝑝𝑖𝑛𝑔 
  Die gemessenen Rohdaten: 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑅𝑎𝑤 
  Die Anzahl der Simulatoren des Simulator-Pools: 𝑛𝑢𝑚𝑆𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟𝑠 
  Die Fitnessfunktion: 𝑓 
  Die Größe der Population: 𝑝𝑜𝑝𝑢𝑙𝑎𝑡𝑖𝑜𝑛𝑆𝑖𝑧𝑒 
  Die Selektionsstrategie des Kalibrierer GA: 𝑠𝐶𝐺𝐴 
  Die Rekombinationsstrategie des Kalibrierer GA: 𝑟𝐶𝐺𝐴 
  Der Mutator des Kalibrierer GA: 𝑚𝐶𝐺𝐴 
  Das lokale Abbruchkriterium des Kalibrierer GA: 𝑙𝑜𝑐𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛𝐶𝐺𝐴 
  Die Selektionsstrategie des Diversifizierer GA: 𝑠𝐷𝐺𝐴 
  Die Rekombinationsstrategie des Diversifizierer GA: 𝑟𝐷𝐺𝐴 
  Der Mutator des Diversifizierer GA: 𝑚𝐷𝐺𝐴 
  Das lokale Abbruchkriterium des Kalibrierer GA: 𝑙𝑜𝑐𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛𝐷𝐺𝐴 
  Das globale Abbruchkriterium: 𝑔𝑙𝑜𝑏𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 
OUTPUTS: Das Individuum mit dem niedrigsten RMSE-Wert, und damit der beste gefundene 

Parametersatz 𝑖𝑛𝑑𝑏𝑒𝑠𝑡  
1. Erzeuge mithilfe von 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑅𝑎𝑤 eine Map 𝑓𝑎𝑐𝑡𝑜𝑟𝑀𝑎𝑝, die für jeden  
Messwert einen Skalar enthält, mit dem die Wertebereiche aller Messwerte angeglichen 
werden können 
2. Erzeuge ein Modell 𝑚𝑜𝑑𝑒𝑙 aus 𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝐶𝑙𝑎𝑠𝑠𝑒𝑠 und 𝑐𝑜𝑛𝑛𝑒𝑐𝑡𝑜𝑟 
3. Konvertiere 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑅𝑎𝑤 mithilfe von 𝑝𝑜𝑟𝑡𝑀𝑎𝑝𝑝𝑖𝑛𝑔 zu 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 
4. Initialisiere den Simulator-Pool 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟𝑃𝑜𝑜𝑙 mit 𝑚𝑜𝑑𝑒𝑙, 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎, 𝑓𝑎𝑐𝑡𝑜𝑟𝑀𝑎𝑝 
und 𝑛𝑢𝑚𝑆𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟𝑠 
5. Erzeuge einen leeren Genotyp 𝑔𝑒𝑛𝑜𝑡𝑦𝑝𝑒. Erzeuge mithilfe von 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑀𝑎𝑝𝑝𝑖𝑛𝑔 für jeden  
Parameter des Modells ein neues Chromosom und füge es zu 𝑔𝑒𝑛𝑜𝑡𝑦𝑝𝑒 hinzu. 
6. Erzeuge neue Phänotypen 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒𝑠 aus 𝑔𝑒𝑛𝑜𝑡𝑦𝑝𝑒 und initialisiere mit ihnen 
die Population 𝑃 mit Größe 𝑝𝑜𝑝𝑢𝑙𝑎𝑡𝑖𝑜𝑛𝑆𝑖𝑧𝑒 
7. Initialisiere den Kalibrierer GA 𝑐𝑎𝑙𝑖𝑏𝑟𝑎𝑡𝑜𝑟𝐺𝐴 mit 𝑃, 𝑠𝐶𝐺𝐴, 𝑟𝐶𝐺𝐴, 𝑚𝐶𝐺𝐴 und den 
Diversifizierer GA 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑓𝑖𝑒𝑟𝐺𝐴 mit 𝑐𝑎𝑙𝑖𝑏𝑟𝑎𝑡𝑜𝑟𝐺𝐴, 𝑠𝐷𝐺𝐴, 𝑟𝐷𝐺𝐴 und 𝑚𝐷𝐺𝐴 
8. WHILE 𝑔𝑙𝑜𝑏𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 ist nicht erfüllt 
 WHILE 𝑔𝑙𝑜𝑏𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 und 𝑙𝑜𝑐𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛𝐶𝐺𝐴 sind nicht erfüllt 
  Evolviere 𝑃 durch 𝑐𝑎𝑙𝑖𝑏𝑟𝑎𝑡𝑜𝑟𝐺𝐴 
 IF 𝑔𝑙𝑜𝑏𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 ist nicht erfüllt THEN 
  Übergib 𝑃 an 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑓𝑖𝑒𝑟𝐺𝐴 
  WHILE 𝑔𝑙𝑜𝑏𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 und 𝑙𝑜𝑐𝑎𝑙𝑇𝑒𝑟𝑚𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛𝐷𝐺𝐴 sind nicht erfüllt 
   Diversifiziere 𝑃 durch 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑓𝑖𝑒𝑟𝐺𝐴 
  Übergib 𝑃 an 𝑐𝑎𝑙𝑖𝑏𝑟𝑎𝑡𝑜𝑟𝐺𝐴 
 ELSE 
  Beende die Evolution von 𝑃 
9. RETURN Das Individuum 𝑖𝑛𝑑𝑏𝑒𝑠𝑡  mit der besten Fitness nach 𝑓 aus 𝑃 

Algorithmus 15: Pseudocode der automatischen Kalibrierung. 
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Zunächst werden die Komponentenklassen, der Konnektor, die Port-Mappings, die 

Parameter-Mappings und die aufgezeichneten Daten geladen. Da die Werte der 

unterschiedlichen Ports nicht unbedingt denselben Wertebereich haben, würde eine 

Verrechnung aller Werte ohne Gewichtung beim RMSE große Werte bevorzugen, sodass 

Ports, deren absolute Werte klein sind, nicht ausreichend gut kalibriert werden würden. Aus 

diesem Grund wird mithilfe der aufgezeichneten Daten die Map 𝑓𝑎𝑐𝑡𝑜𝑟𝑀𝑎𝑝 erzeugt, die 

jeden Ausgabe-Port jeder Komponente, für den aufgezeichnete Daten existieren, zu einem 

Skalar mappt. Die Skalare dieser Map gleichen die Wertebereiche der Werte der einzelnen 

Ports aneinander an und werden bei der Berechnung des RMSE verwendet, um 

sicherzustellen, dass die Werte aller Ports mit demselben Gewicht in den RMSE einfließen. 

Anschließend wird mithilfe der geladenen Komponentenklassen und des Konnektors das 

interne Modell, wie in Kapitel 4 beschrieben, erzeugt. Danach werden die aufgezeichneten 

Daten, mithilfe des Port-Mappings, in das vom Simulator verwendete Datenformat 

konvertiert. Nach der Konvertierung der Daten wird der Simulator-Pool mit dem Modell, den 

aufgezeichneten Daten und der Anzahl der zu erzeugenden Simulatoren initialisiert. Ein 

Richtwert für die Zahl der zu erzeugenden Simulatoren ist |physikalische CPU Kerne des 

Rechners|. Anschließend wird für jeden Parameter des Simulationsmodells ein Chromosom 

mit einem Gen und den zugehörigen Grenzwerten erzeugt und zu einem Genotyp 

zusammengefasst. Aus diesem initialen Genotyp wird eine Population fester Größe aus 

Phänotypen erzeugt und initialisiert. Der Kalibrierer GA wird mit der Population, einer 

Selektionsstrategie, Rekombinationsstrategie, einem Mutator, einem lokalen 

Abbruchkriterium und einem globalen Abbruchkriterium initialisiert. Der Diversifizierer GA 

wird mit dem Kalibrierer GA, einer Selektionsstrategie, einer Rekombinationsstrategie, 

einem Mutator und einem lokalen Abbruchkriterium initialisiert. Dem Diversifizierer GA 

muss bei der Initialisierung keine Population übergeben werden, da er als Eingabe die 

Population des Kalibrierer GA erhält. Die Verknüpfung des Kalibrierer GA mit dem 

Diversifizierer GA erfolgt wie in Kapitel 7.2 beschrieben. Die lokalen Abbruchkriterien des 

Kalibrierer GA und des Diversifizierer GA unterscheiden sich insoweit, als dass das lokale 

Abbruchkriterium des Kalibrierer GA angibt, nach wie vielen Generation, in denen keine 

Verbesserung stattgefunden hat, die Population an den Diversifizierer GA übergeben werden 

soll, während das Abbruchkriterium des Diversifizierer GA beschreibt, nach welcher Anzahl 

an Generationen die Population zurück an den Kalibrierer GA übergeben werden soll, 

unabhängig davon, ob eine Verbesserung erzielt wurde oder nicht. Dies ist sinnvoll, da die 

Primäraufgabe des Diversifizierer GA die Diversifikation der Population ist und nicht deren 

Konvergenz. Nach der Initialisierung der beiden GAs beginnt die Berechnung der Parameter 

des Simulationsmodells. Der Kalibrierer GA evolviert die Population solange, bis für eine 

gewisse Anzahl an Generation keine Verbesserung mehr stattgefunden hat. Wenn dieses 

lokale Abbruchkriterium zutrifft, übergibt er die aktuelle Population an den Diversifizierer 

GA, der die Population für eine gewisse Anzahl an Generationen diversifiziert. Anschließend 

übergibt der Diversifizierer GA die Population wieder an den Kalibrierer GA, der diese weiter 

evolviert. Je länger die Dauer und die Gesamtanzahl der Diversifikationsphasen, desto 

diverser ist die Population. Je diverser die Population ist, desto länger benötigt der 

Kalibrierer GA, um die Population wieder zu konvergieren. Um eine Dominanz des 

Diversifizierer GA zu verhindern, wird die Anzahl der Generationen, die der Kalibrierer GA 
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zur Verfügung hat, die Population zu konvergieren, angepasst. Sollte nach einer 

Diversifikationsphase keine Verbesserung erreicht worden sein, so wird die Anzahl der 

Generationen, die der Kalibrierer GA durchführen kann, verdoppelt und eine Iteration einer 

lokalen Suche durchgeführt. Sobald eine Verbesserung erreicht wurde, wird der Zähler für 

das lokale Abbruchkriterium des Kalibrierer GA wieder zurückgesetzt. Der Algorithmus 

terminiert, wenn eine gewisse Anzahl an Generationen erreicht wurde, und gibt die bis dahin 

beste gefundene Lösung zurück. 

Algorithmus: evolvePopulation 
INPUTS: Die Population: 𝑃 
  Die Selektionsstrategie für Überlebende: 𝑠𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟𝑠 
  Die Selektionsstrategie für Nachkommen: 𝑠𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 

  Die Rekombinationsstrategie: 𝑟 
  Der Mutator: 𝑚 
  Das Abbruchkriterium: 𝑡𝑒𝑟𝑚𝑖𝑛𝑎𝑡𝑖𝑜𝑛𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 
OUTPUTS: Keine 
1. Werte die Fitnessfunktion für die Individuen von 𝑃 aus 
2. Erzeuge eine Menge 𝑆 von Überlebenden gemäß 𝑠𝑠𝑢𝑟𝑣𝑖𝑣𝑜𝑟𝑠 und eine Menge 𝑂 von Nachkommen 
gemäß 𝑠𝑜𝑓𝑓𝑠𝑝𝑟𝑖𝑛𝑔 

3. Sei 𝑇𝑢𝑝𝑙𝑒𝑠 eine leere Liste von Phänotyp-Tupeln 
4. FOR EACH 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 ∈ 𝑂 
 Wähle einen zufälligen anderen Phänotyp 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒𝑟𝑎𝑛𝑑𝑜𝑚 aus 𝑂 
 Füge das Tupel (𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒, 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒𝑟𝑎𝑛𝑑𝑜𝑚) zu 𝑇𝑢𝑝𝑙𝑒𝑠 hinzu 
5. FOR EACH 𝑡𝑢𝑝𝑙𝑒 ∈ 𝑇𝑢𝑝𝑙𝑒𝑠 
 Sei 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒1 das erste und 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒2 das zweite Element von 𝑡𝑢𝑝𝑙𝑒 
 Sei 𝑟𝑎𝑛𝑑𝑜𝑚 eine gleichverteilte Zufallszahl im Intervall [0,1] 
 IF 𝑟𝑎𝑛𝑑𝑜𝑚 < 𝑃(𝑟) THEN 
  Führe die Rekombination 𝑟(𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒1, 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒2) durch 
6. FOR EACH 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 ∈ 𝑂 
 FOR EACH 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒 ∈ 𝐶ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠(𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒) 
  FOR EACH 𝑔𝑒𝑛𝑒 ∈ 𝐺𝑒𝑛𝑒𝑠(𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒) 
   Sei 𝑟𝑎𝑛𝑑𝑜𝑚 eine gleichverteilte Zufallszahl im Intervall [0,1] 
   IF 𝑟𝑎𝑛𝑑𝑜𝑚 < 𝑃(𝑚) THEN 
    Führe die Mutation 𝑚(𝑔𝑒𝑛𝑒) durch 
7. Vereinige 𝑆 und 𝑂 zu einer neuen Population 𝑃′ und werte die Fitnessfunktion der Individuen von 
𝑃 aus 
8. Setze 𝑃 = 𝑃′ und überprüfe 𝑡𝑒𝑟𝑚𝑖𝑛𝑎𝑡𝑖𝑜𝑛𝐶𝑟𝑖𝑡𝑒𝑟𝑖𝑜𝑛 

Algorithmus 16: Pseudocode der EvolvePopulation-Methode des Kalibrierer GA. 

Algorithmus 16 beschreibt die grundfunktionsweise der 𝑒𝑣𝑜𝑙𝑣𝑒𝑃𝑜𝑝𝑢𝑙𝑎𝑡𝑖𝑜𝑛-Methode des 

Kalibrierer GA, wie sie die Jenetics-Bibliothek verwendet. Zunächst wird die Fitnessfunktion 

für die Population ausgewertet. Anschließend wird eine Menge von Überlebenden, gemäß 

der Selektionsstrategie für Überlebende, aus der Population ausgewählt. Diese Individuen 

werden weder rekombiniert noch mutiert und bleiben daher unverändert. Die Menge der 

Nachkommen, die für Rekombination und Mutation in Frage kommen, wird gemäß der 

Selektionsstrategie für Nachkommen ausgewählt. Nach der Auswahl der Überlebenden und 

der Nachkommen, wird die Rekombination durchgeführt. Dazu werden zunächst Tupel von 

Individuen gebildet, indem jeder Phänotyp aus der Menge der Nachkommen mit einem 

zufälligen anderen Individuum aus der Menge der Nachkommen gepaart wird. Die 

Chromosomen der Individuen dieser Tupel werden anschließend gemäß der 
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Rekombinationsstrategie rekombiniert, sollten sie nach ihrer 

Rekombinationswahrscheinlichkeit ausgewählt werden. Bei jeder Rekombination entsteht 

genau ein neuer Nachkomme, der das erste Individuum des entsprechenden Tupels, das an 

seiner Rekombination beteiligt war, in der Menge der Nachkommen ersetzt. Nachdem die 

Rekombination abgeschlossen wurde, wird die Mutation durchgeführt. Hierzu wird jedes 

Gen nach der Mutationswahrscheinlichkeit ausgewählt und gemäß der Mutationsstrategie 

mutiert. Schließlich wird die Menge der Überlebenden mit der Menge der Nachkommen zur 

nächsten Generation zusammengeführt, die Fitnessfunktion auf dieser neuen Generation 

berechnet und das Abbruchkriterium geprüft. Für den Kalibrierer GA würde zunächst das 

globale Abbruchkriterium geprüft werden und, wenn dieses nicht zutrifft, das lokale 

Abbruchkriterium. Wenn dieses zutrifft, wird die neu erzeugte Population an den 

Diversifizier GA übergeben, der diese diversifiziert. Trifft das globale Abbruchkriterium zu, 

terminiert der Algorithmus und die bis dahin beste gefundene Lösung wird zurückgegeben. 

Die 𝑒𝑣𝑜𝑙𝑣𝑒𝑃𝑜𝑝𝑢𝑙𝑎𝑡𝑖𝑜𝑛-Methode des Diversifizierer GA funktioniert analog zur 

𝑒𝑣𝑜𝑙𝑣𝑒𝑃𝑜𝑝𝑢𝑙𝑎𝑡𝑖𝑜𝑛-Methode des Kalibrierer GA, verwendet allerdings, wie in Kapitel 7.2.2 

beschrieben, andere Selektions-, Rekombinations-, und Mutationsstrategien. 
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7.5.1 Auswertung der Fitnessfunktion 

Zur Berechnung der Fitness eines Individuums wird mithilfe der aufgezeichneten Daten und 

den simulierten Werten für den Parametersatz des entsprechenden Individuums die 

Fitnessfunktion ausgewertet. Der Pseudocode von Algorithmus 17 zeigt, wie die Fitness für 

ein Individuum berechnet wird. 

Algorithmus: evaluateFitnessFunction 
INPUTS: Der Phänotyp für den die Fitnessfunktion berechnet werden soll: 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 

Der Dispatcher des Simulator-Pools: 𝑑𝑖𝑠𝑝𝑎𝑡𝑐ℎ𝑒𝑟 
OUTPUTS: Der Fitness-Wert 𝑓𝑖𝑡𝑛𝑒𝑠𝑠 von 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 
1. Fordere einen Simulator 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 von 𝑑𝑖𝑠𝑝𝑎𝑡𝑐ℎ𝑒𝑟 an  
2. Lass 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 die Messwerte von 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 sein 
3. Lass 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑀𝑎𝑝𝑝𝑖𝑛𝑔 das Parameter-Mapping von 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 sein 
4. Sei 𝑔𝑒𝑛𝑒𝑠 eine leere Liste von Genen. Füge alle Gene aller Chromosomen von 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 zu 
𝑔𝑒𝑛𝑒𝑠 hinzu 
5. Verwende 𝑔𝑒𝑛𝑒𝑠 und 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑀𝑎𝑝𝑝𝑖𝑛𝑔, um die Liste 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 der 
Parametereingabedaten zu erzeugen 
6. Sei 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎 eine leere Liste von simulierten Daten 
7. FOR EACH 𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝 ∈ 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 

Seien 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑠𝑡𝑒𝑝 die Messwerte des aktuellen Zeitschritts 𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝 aus 
𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 
 Vereinige 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑠𝑡𝑒𝑝 und 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 zu 𝑖𝑛𝑝𝑢𝑡𝐷𝑎𝑡𝑎 
Simuliere das Modell mithilfe von 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 und 𝑖𝑛𝑝𝑢𝑡𝐷𝑎𝑡𝑎, um die simulierten Daten des 
aktuellen Zeitschrittes 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑆𝑡𝑒𝑝 zu erzeugen 
Füge 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑆𝑡𝑒𝑝 zu 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎 hinzu 

8. Setze 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 zurück und weise 𝑑𝑖𝑠𝑝𝑎𝑡𝑐ℎ𝑒𝑟 an 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 wieder zum Simulator-Pool 
hinzuzufügen 
9. Initialisiere 𝑠𝑢𝑚 und 𝑛 mit 0 
10. FOR EACH 𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝 ∈ 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 
 FOR EACH 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 ∈ 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎(𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝) 

IF zu  𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 existiert ein zugehöriger simulierter Wert 
𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 in 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎(𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝) THEN 
  Setze 𝑠𝑢𝑚 = 𝑠𝑢𝑚 + (𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 − 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡)2 
  Setze 𝑛 = 𝑛 + 1 

11. Setze 𝑟𝑚𝑠𝑒 = √
𝑠𝑢𝑚

𝑛
 

12. RETURN 𝑟𝑚𝑠𝑒 
Algorithmus 17: Pseudocode der Funktion EvaluateFitnessFunction des Kalibrierer GA und des Diversifizierer GA. 

Da zur Berechnung der Fitnessfunktion ein Simulator notwendig ist, wird zunächst der 

Dispatcher angefragt, ob derzeit ein Simulator verfügbar ist. Ist zum Zeitpunkt der Anfrage 

kein Simulator verfügbar, wird der aufrufende Thread schlafen gelegt, solange bis ein 

Simulator verfügbar ist. Sobald der aufrufende Thread einen Simulator zugeteilt bekommen 

hat, kann über diesen lesend auf die aufgezeichneten Daten und die Parameter-Mappings 

zugegriffen werden. Die Werte der Gene des Individuums, für die die Fitnessfunktion 

berechnet werden soll, werden extrahiert und mithilfe der Parameter-Mappings in 

Parametereingabedaten für den Simulator konvertiert. Anschließend werden für jeden 

Zeitschritt der aufgezeichneten Daten simulierte Werte erzeugt. Hierfür werden die 

Datenpunkte jedes Zeitschritts der aufgezeichneten Daten mit den Parametereingabedaten 

konkateniert, um die eigentlichen Eingabedaten für den Simulator zu erhalten. Diese werden 
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benutzt, um für jeden Zeitschritt entsprechende simulierte Werte zu erzeugen. Nach der 

Erzeugung der simulierten Daten wird der Simulator zurückgesetzt und durch den Dispatcher 

wieder dem Simulator-Pool zugeführt. Zur Berechnung der Fitness des betrachteten 

Individuums wird für jeden Zeitschritt der aufgezeichneten Daten das Quadrat der Differenz 

der korrespondierenden aufgezeichneten und simulierten Datenpunkte aufsummiert. 

Anschließend wird diese Summe durch die Anzahl ihrer Summenglieder geteilt und die 

Wurzel gezogen. Der so erhaltene RMSE-Wert ist die Fitness des Individuums und wird 

zurückgegeben. Die Funktion 𝑒𝑣𝑎𝑙𝑢𝑎𝑡𝑒𝐹𝑖𝑡𝑛𝑒𝑠𝑠𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛 akzeptiert wahlweise ein 

Individuum oder eine Liste der Chromosomen eines Individuums als Argument. Die 

𝑒𝑣𝑎𝑙𝑢𝑎𝑡𝑒𝐹𝑖𝑡𝑛𝑒𝑠𝑠𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛-Funktionen des Kalibrierer GA und des Diversifizierer GA sind 

identisch. Beide verwenden denselben Simulator-Pool, wobei zu jeder beliebigen Zeit nur 

einer der beiden GAs aktiv ist. Die Ausgabe des Zyklischen Genetischen Algorithmus ist der 

beste gefundene Satz von Parametern, der RMSE-Wert und die Mindestgenauigkeit dieser 

Lösung und der Verlauf des besten RMSE-Werts geloggt nach der Auswertung der 

Fitnessfunktion von jeweils 1000 Individuen. Die Mindestgenauigkeit gibt hierbei die 

minimale Genauigkeit aller Wertepaare der gemessenen und simulierten Werte der besten 

gefundenen Lösung in Prozent an. 

 

7.5.2 Lokale Suche 

Der genetische Algorithmus führt eine globale Suche auf dem Parameterraum aus [138]. Der 

genetische Algorithmus kommt oft allerdings nur in die Nähe des globalen Optimums und 

findet es nicht exakt. Grund hierfür ist, dass ein Bewegen innerhalb des 

Parametersuchraumes nur sprunghaft erfolgt. Der Affinity Mean Alterer reduziert die 

Sprungweite durch das Mitteln von zufälligen Werten, jedoch bleibt der sprunghafte 

Charakter der Mutation erhalten. Dem genetischen Algorithmus fehlt eine Komponente zur 

zielgerichteten Suche im Parameterraum, wie sie lokale Suchstrategien besitzen. 

Lokale Suchstrategien werden oft auch als Greedy-Suchverfahren bezeichnet, da sie 

unmittelbare Verbesserungen der Suchraumexploration bevorzugen. Dies gibt ihnen einen 

zielgerichteten Charakter und vergleichsweise hohe Effizienz. Aus diesem Grund sind sie 

allerdings auch besonders anfällig dafür in lokalen Optima stecken zu bleiben und sind daher 

nur bedingt dazu geeignet globale Optima zu finden. Zu den lokalen Suchalgorithmen 

gehören unter anderem Hill Climbing [139], Simulated Annealing [99] und Local Beam Search 

[140]. 

Idealerweise sollte der genetische Algorithmus mithilfe einer globalen Suche in die Nähe 

eines globalen Optimums kommen und eine lokale Suche sollte von diesem Startpunkt aus 

das tatsächliche globale Optimum erreichen. Dies kann durch Hybridisierung des 

genetischen Algorithmus erreicht werden. Wenn der genetische Algorithmus für eine 

bestimmte Anzahl an Generationen keine Verbesserung mehr erreichen kann, wird eine 

lokale Suche durchgeführt, um zu Versuchen ein Optimum zu finden. Anschließend kann der 

genetische Algorithmus wieder übernehmen, um durch Suchraumexploration einen 

möglicherweise besseren Bereich im Suchraum zu finden, in dem wieder eine lokale Suche 

durchgeführt werden kann, um ein Optimum zu finden. Bildlich gesprochen, versucht der 
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genetische Algorithmus den höchsten Berg zu finden und die lokale Suche versucht den 

Gipfel des gefundenen Berges zu erreichen. Nachdem ein Gipfel gefunden wurde, wird die 

Suche fortgesetzt und der genetische Algorithmus hat die Möglichkeit einen noch höheren 

Berg zu finden, dessen Gipfel von der lokalen Suche erklommen werden kann. Dieser 

Vorgang kann iteriert werden. Idealerweise ist eines der gefundenen lokalen Optima auch 

ein globales Optimum. 

 
Abbildung 64: Beispiel Parametersuchraum für einen einzigen Parameter mit den Ergebnissen zweier globaler und lokaler 
Suchen. 

Abbildung 64 zeigt einen Beispiel Parametersuchraum für einen einzigen Parameter und 

veranschaulicht den Grund für die die Fortsetzung der Exploration des Suchraumes nach der 

ersten lokalen Suche. Wenn die globale Suche abgebrochen wird, bevor sie nah genug am 

globalen Optimum ist, erschwert dies der lokalen Suche das globale Optimum zu finden. Die 

lokale Suche findet in diesem Fall womöglich nur ein lokales Optimum. Der genetische 

Algorithmus hingegen hat die Möglichkeit, durch sein grobes Suchraster einen weiteren 

Bereich zu finden, in dem ein besseres Optimum liegt, welches durch die lokale Suche exakt 

bestimmt werden kann. Dieser Prozess kann mehrfach wiederholt werden und erhöht damit 

die Wahrscheinlichkeit, dass eines der gefundenen Optima ein globales Optimum ist. In 

Abbildung 64 wird beispielhaft veranschaulicht, wie die globale Suche (1. globale Suche) 

nicht in die Nähe des globalen Optimums kam und die lokale Suche als Folge nur ein lokales 

Optimum fand. Die fortgesetzte globale Suche (2. globale Suche) fand den Bereich mit dem 

globalen Optimum und die lokale Suche konnte das genaue globale Optimum finden. 

Algorithmus: localSearchInitial 
INPUTS: Die Population: 𝑃 
  Eine Liste von Deltas: 𝑑𝑒𝑙𝑡𝑎𝑠 
OUTPUTS:  Keine 
1. Sei 𝑖𝑛𝑑𝑏𝑒𝑠𝑡  das beste Individuum aus 𝑃 
1. FOR EACH 𝑑𝑒𝑙𝑡𝑎 ∈ 𝑑𝑒𝑙𝑡𝑎𝑠 
 Führe eine einzelne lokale suche für 𝑖𝑛𝑑𝑏𝑒𝑠𝑡 und 𝑑𝑒𝑙𝑡𝑎 durch 

Algorithmus 18: Pseudocode der LocalSearchInitial-Methode der lokalen Suche. 
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Algorithmus: singleLocalSearch 
INPUTS: Ein Individuum: 𝑖𝑛𝑑 
  Ein Delta: 𝑑𝑒𝑙𝑡𝑎 
OUTPUTS: Keine 
1. Setze 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓 = 𝐶ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠(𝑖𝑛𝑑) 

2. Erzeuge eine Kopie 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙 von 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓 

3. Berechne die Referenzfitness 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑟𝑒𝑓 von 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓  

4. Initialisiere den Boolean ℎ𝑎𝑠𝐼𝑚𝑝𝑟𝑜𝑣𝑒𝑑 mit 𝑡𝑟𝑢𝑒 
5. WHILE ℎ𝑎𝑠𝐼𝑚𝑝𝑟𝑜𝑣𝑒𝑑 
 Setze ℎ𝑎𝑠𝐼𝑚𝑝𝑟𝑜𝑣𝑒𝑑 auf 𝑓𝑎𝑙𝑠𝑒 
 FOR EACH 𝑔𝑒𝑛𝑒 ∈ 𝐺𝑒𝑛𝑒𝑠(𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙) in zufälliger Reihenfolge 
  Dekrementiere den Wert von 𝑔𝑒𝑛𝑒 um 𝑑𝑒𝑙𝑡𝑎 
  Berechne die Fitness 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑒𝑣𝑎𝑙 von 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙 
  IF 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑒𝑣𝑎𝑙 ist besser als 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑟𝑒𝑓 THEN 

   Setze ℎ𝑎𝑠𝐼𝑚𝑝𝑟𝑜𝑣𝑒𝑑 auf 𝑡𝑟𝑢𝑒 
   Setze 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓 auf 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙 

   Setze 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑟𝑒𝑓 auf 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑒𝑣𝑎𝑙  

   BREAK 
  ELSE: 
   Setze  𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙  auf eine Kopie von 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓 

   Inkrementiere den Wert von 𝑔𝑒𝑛𝑒 um 𝑑𝑒𝑙𝑡𝑎 
   Berechne die Fitness 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑒𝑣𝑎𝑙 von 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙 
   IF 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑒𝑣𝑎𝑙 ist besser als 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑟𝑒𝑓 THEN 

    Setze ℎ𝑎𝑠𝐼𝑚𝑝𝑟𝑜𝑣𝑒𝑑 auf 𝑡𝑟𝑢𝑒 
    Setze 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓 auf 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙 

    Setze 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑟𝑒𝑓 auf 𝑓𝑖𝑡𝑛𝑒𝑠𝑠𝑒𝑣𝑎𝑙  

    BREAK 
   ELSE 
    Setze 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑒𝑣𝑎𝑙 auf eine Kopie von 𝑐ℎ𝑟𝑜𝑚𝑜𝑠𝑜𝑚𝑒𝑠𝑟𝑒𝑓  

Algorithmus 19: Pseudocode der SingleLocalSearch-Methode der lokalen Suche. 

Algorithmus 18 und Algorithmus 19 zeigen den Pseudocode der lokalen Suche, die 

durchgeführt wird, sobald eine Diversifikationsphase beendet wurde, ohne das eine 

Verbesserung stattgefunden hat. Die lokale Suche wird für verschiedene Inkrement-Deltas 

durchgeführt. Diese Deltas sind frei wählbar. Für jedes Delta wird eine lokale Suche durch 

einen Hill Climber durchgeführt. Hierbei wird ausgehend vom besten Individuum der 

Population, dieses schrittweise modifiziert, um das Individuum zu verbessern. Dabei werden 

die einzelnen Gene des Individuums in zufälliger Reihenfolge betrachtet. Das aktuell 

betrachtete Gen wird um das aktuelle Delta dekrementiert und es wird geprüft, ob sich der 

Fitnesswert des Individuums durch diese Modifikation verbessert hat. Sollte er sich nicht 

verbessert haben, so wird das betrachtete Gen zurückgesetzt und stattdessen um Delta 

inkrementiert. Anschließend wird erneut geprüft, ob sich der Fitnesswert des Individuums 

verbessert hat. Sollte er sich erneut nicht verbessert haben, wird das Gen zurückgesetzt und 

es wird mit einem anderen Gen fortgefahren. Sobald eine Verbesserung eingetreten ist, wird 

der gesamte Prozess erneut durchgeführt. Wenn alle Gene betrachtet wurden, ohne das 

eine Verbesserung stattgefunden hat, wird der gesamte Prozess mit einem neuen Delta 

wiederholt. Wenn für alle Deltas eine lokale Suche durchgeführt wurde, terminiert die lokale 

Suche. Es ist zu beachten, dass eine lokale Suche für ein Individuum nur einmal durchgeführt 

wird, das heißt, wenn die Population nach einer lokalen Suche an den Diversifizierer GA 
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übergeben wird und dieser keine Verbesserung erreichen kann, dann hat sich auch die 

bisher beste gefundene Lösung nicht verändert und die lokale Suche muss nicht wiederholt 

werden. In diesem Fall wird die lokale Suche übersprungen und die Population direkt an den 

Kalibrierer GA übergeben. 

 

7.5.3 Klassifikation der Qualität von Individuen durch ein neuronales Netz 

Optional kann ein neuronales Netz dazu verwendet werden, die Anzahl der benötigten 

Simulationen während der Berechnung der Fitnessfunktion zu reduzieren. Die Hauptidee ist 

es, einen Klassifikator zu lernen, der Parametersätze, die zu einem schlechten RMSE-Wert 

führen erkennt. Für diese Parametersätze müsste keine Simulation mehr durchgeführt 

werden, was die Berechnung der Fitness beschleunigt. Das neuronale Netz erhält dafür den 

aktuell betrachteten Parametersatz als Eingabe und liefert einen binären Wert, der angibt, 

ob der aktuell betrachtete Parametersatz das Potential hat, einen guten RMSE-Wert zu 

liefern oder nicht. Wenn der Parametersatz kein Potential hat einen guten RMSE-Wert zu 

liefern, wird für ihn keine Simulation durchgeführt, ansonsten wird der RMSE-Wert für den 

Parametersatz wie gewohnt berechnet. Das neuronale Netz wurde mithilfe der DL4J-

Bibliothek [141] implementiert. Das neuronale Netz verfügt über zwei Dense-Layer mit Tanh-

Aktivierungsfunktion. Die Anzahl der Neuronen der Eingabeschicht entspricht der Anzahl der 

Parameter. Die Ausgabeschicht besteht aus einem Neuron mit MSE-Verlustfunktion und 

Tanh-Aktivierungsfunktion. Die Anzahl der Neuronen des ersten Dense-Layers entspricht 

|𝑃𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟| ⋅ 𝑙𝑎𝑦𝑒𝑟𝐹𝑎𝑐𝑡𝑜𝑟, falls |𝑃𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟| gerade und (|𝑃𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟| + 1) ⋅

𝑙𝑎𝑦𝑒𝑟𝐹𝑎𝑐𝑡𝑜𝑟 wenn |𝑃𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟| ungerade, wobei 𝑙𝑎𝑦𝑒𝑟𝐹𝑎𝑐𝑡𝑜𝑟 ein frei wählbarer Skalar 

ist. Die Anzahl der Neuronen des zweiten Dense-Layers entspricht 

|𝑁𝑒𝑢𝑟𝑜𝑛𝑒𝑛 𝑑𝑒𝑠 𝑒𝑟𝑠𝑡𝑒𝑛 𝐿𝑎𝑦𝑒𝑟𝑠| ⋅
1

2
. Die Lernrate ist frei wählbar. Da die Genauigkeit, die 

accuracy, eines neuronalen Netzes erst nach einer gewissen Anzahl an Trainingsepochen 

ausreichend hoch ist, wird das neuronale Netz erst dann verwendet, wenn seine accuracy 

einen gewissen Wert überschritten hat. Weiterhin gibt es keine Garantie, dass ein 

Parametersatz, für den das neuronale Netzt bestimmt hat einen guten RMSE-Wert zu haben, 

tatsächlich auch einen guten RMSE-Wert liefert. Aus diesem Grund wird das neuronale Netz 

nur mit einer gewissen Wahrscheinlichkeit genutzt, um einen Parametersatz auszuwerten. 

Das neuronale Netz wird online während der automatischen Kalibrierung trainiert. Da das 

Trainieren eines neuronalen Netzes ebenfalls Zeit benötigt, ist die Verwendung eines 

neuronalen Netzes nur dann empfohlen, wenn die Zahl der Parameter gering ist oder die 

Simulation sehr aufwendig ist. 
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Algorithmus: evaluateFitnessFunctionNN 
INPUTS:  Der Phänotyp, für den die Fitnessfunktion berechnet werden soll: 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 

Der Dispatcher des Simulator-Pools: 𝑑𝑖𝑠𝑝𝑎𝑡𝑐ℎ𝑒𝑟 
Der bisher kleinste bestimmte RMSE-Wert: 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 
Ein Faktor, der das annehmbare RMSE-Wertintervall festlegt: 𝑓𝑎𝑐𝑡𝑜𝑟 
Der Minimalwert für 𝑓𝑎𝑐𝑡𝑜𝑟: 𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟 
Die Rate mit der sich 𝑓𝑎𝑐𝑡𝑜𝑟 verändert: 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒 
Die zu Beginn leere Menge von Trainingsdaten für das neuronale Netz: 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 
Die zu Beginn leere Menge von Labels für das neuronale Netz: 𝑙𝑎𝑏𝑒𝑙𝑠 
Ein Boolean der angibt, ob das neuronale Netz derzeit aktiv ist: 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 
Die Wahrscheinlichkeit, mit der ein Parametersatz durch das neuronale Netz klassifiziert wird: 
𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 
Der größte Wert den 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 annehmen darf: 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 
Die Rate, mit der sich 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 verändert: 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑅𝑎𝑡𝑒 
Die Anzahl an Trainingsdaten, die benötigt werden, bevor das neuronale Netz trainiert wird: 
𝑟𝑒𝑞𝑢𝑖𝑟𝑒𝑑𝑁𝑢𝑚𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝑆𝑎𝑚𝑝𝑙𝑒𝑠 

OUTPUTS: Der Fitness-Wert 𝑓𝑡𝑖𝑛𝑒𝑠𝑠 von 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 
1. Fordere einen Simulator 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 von 𝑑𝑖𝑠𝑝𝑎𝑡𝑐ℎ𝑒𝑟 an 
2. Lass 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 die Messwerte von 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 sein 
3. Lass 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑀𝑎𝑝𝑝𝑖𝑛𝑔 das Parameter-Mapping von 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 sein 
4. Sei 𝑔𝑒𝑛𝑒𝑠 eine leere Liste von Genen. Füge alle Gene aller Chromosomen von 𝑝ℎ𝑒𝑛𝑜𝑡𝑦𝑝𝑒 zu 𝑔𝑒𝑛𝑒𝑠 hinzu 
5. Verwende 𝑔𝑒𝑛𝑒𝑠 und 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑀𝑎𝑝𝑝𝑖𝑛𝑔, um die Liste 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 der Parametereingabedaten zu 
erzeugen 
6. IF 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 und ! 𝑖𝑠𝑅𝑒𝑐𝑜𝑚𝑚𝑒𝑛𝑑𝑒𝑑(𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠, 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦) THEN 
 RETURN 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 ⋅ 𝑓𝑎𝑐𝑡𝑜𝑟 
7. Sei 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎 eine leere Liste von simulierten Daten 
8. FOR EACH 𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝 ∈ 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 

Seien 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑠𝑡𝑒𝑝 die Messwerte des aktuellen Zeitschritts 𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝 aus 
𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 
 Vereinige 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑠𝑡𝑒𝑝 und 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 zu 𝑖𝑛𝑝𝑢𝑡𝐷𝑎𝑡𝑎 
Simuliere das Modell mithilfe von 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 und 𝑖𝑛𝑝𝑢𝑡𝐷𝑎𝑡𝑎, um die simulierten Daten des aktuellen 
Zeitschrittes 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑆𝑡𝑒𝑝 zu erzeugen 
Füge 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝐴𝑡𝑇𝑖𝑚𝑒𝑆𝑡𝑒𝑝 zu 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎 hinzu 

9. Setze 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 zurück und weise 𝑑𝑖𝑠𝑝𝑎𝑡𝑐ℎ𝑒𝑟 an 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑜𝑟 wieder zum Simulator-Pool hinzuzufügen 
10. Initialisiere 𝑠𝑢𝑚 und 𝑛 mit 0 
11. FOR EACH 𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝 ∈ 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎 
 FOR EACH 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 ∈ 𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎(𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝) 

IF zu  𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 existiert ein zugehöriger simulierter Wert 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 
in 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎(𝑡𝑖𝑚𝑒𝑠𝑡𝑒𝑝) THEN 
  Setze 𝑠𝑢𝑚 = 𝑠𝑢𝑚 + (𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡 − 𝑠𝑖𝑚𝑢𝑙𝑎𝑡𝑒𝑑𝐷𝑎𝑡𝑎𝑃𝑜𝑖𝑛𝑡)2 
  Setze 𝑛 = 𝑛 + 1 

12. Setze 𝑟𝑚𝑠𝑒 = √
𝑠𝑢𝑚

𝑛
 

13. IF 𝑟𝑚𝑠𝑒 < 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 THEN 
 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 = 𝑟𝑚𝑠𝑒 
14. 𝑎𝑑𝑑𝑇𝑜𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎(𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠, 𝑟𝑚𝑠𝑒, 𝑚𝑖𝑛𝑅𝑚𝑠𝑒, 𝑓𝑎𝑐𝑡𝑜𝑟, 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎, 𝑙𝑎𝑏𝑒𝑙𝑠) 
15. IF |𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎| =  𝑟𝑒𝑞𝑢𝑖𝑟𝑒𝑑𝑁𝑢𝑚𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝑆𝑎𝑚𝑝𝑙𝑒𝑠 THEN 
 𝑡𝑟𝑎𝑖𝑛(𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎, 𝑙𝑎𝑏𝑒𝑙𝑠, 𝑖𝑠𝑁𝑁𝑎𝑐𝑡𝑖𝑣𝑒, 𝑓𝑎𝑐𝑡𝑜𝑟, 𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟, 

𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒, 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦, 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦,  
𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑅𝑎𝑡𝑒) 

16. RETURN 𝑟𝑚𝑠𝑒 
Algorithmus 20: Pseudocode der Funktion EvaluateFitnessFunctionNN des Kalibrierer GA und des Diversifizierer GA, die 
unter Verwendung eines neuronalen Netzes zum Einsatz kommt. 

Algorithmus 20 zeigt den Pseudocode der Fitnessfunktionsevaluation mit neuronalem Netz.  
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Die folgenden globalen Variablen werden hierfür verwendet: 

• 𝑚𝑖𝑛𝑅𝑚𝑠𝑒: Diese Variable speichert den niedrigsten RMSE-Wert der bisher für eine 

Lösung berechnet wurde. 

• 𝑓𝑎𝑐𝑡𝑜𝑟: Die Variable 𝑓𝑎𝑐𝑡𝑜𝑟 gibt an, wie groß der RMSE-Wert einer Lösung maximal 

sein darf, um als akzeptabel zu gelten. Eine Lösungen gilt als akzeptabel, wenn ihr 

RMSE-Wert kleiner ist als 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 ⋅ 𝑓𝑎𝑐𝑡𝑜𝑟. Der Initiale Standardwert ist 10. 

• 𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟: Der kleinste Wert den 𝑓𝑎𝑐𝑡𝑜𝑟 annehmen kann. Der Standardwert ist 5. 

• 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒: Die Rate mit der 𝑓𝑎𝑐𝑡𝑜𝑟 abnimmt. Der Standardwert ist 0.02 

• 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎: Die zunächst leere Menge von Trainingsdaten für das neuronale 

Netz. 

• 𝑙𝑎𝑏𝑒𝑙𝑠: Die zunächst leere Menge, der zu den Samples von 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 gehörigen, 

Labels. 

• 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒: ein Boolean, der angibt, ob das neuronale Netz aktuell dazu genutzt 

werden kann Parametersätze zu klassifizieren. 

• 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦: Die Wahrscheinlichkeit mit der eine Klassifikation des neuronalen 

Netzes angenommen wird. Die 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 verändert sich abhängig von der 

accuracy des neuronalen Netzes. Der initiale Standardwert ist 0.5. 

• 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦: Der größte Wert den 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 annehmen kann. Der 

Standardwert ist 0.95. 

• 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑅𝑎𝑡𝑒: Die Rate mit der 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 zunimmt. 

• 𝑚𝑖𝑛𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦: Die Mindestgenauigkeit, die das neuronale Netz haben muss, um zur 

Klassifikation verwendet zu werden. Der Standardwert ist 0.8. 

• 𝑟𝑒𝑞𝑢𝑖𝑟𝑒𝑑𝑁𝑢𝑚𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝑆𝑎𝑚𝑝𝑙𝑒𝑠: Die Anzahl an Trainingsdaten, die benötigt 

werden, um eine Trainingsphase des neuronalen Netzes zu starten. Der Standardwert 

ist 100. 

Der Ablauf der Evaluation der Fitnessfunktion mit neuronalem Netz ist ähnlich zur Evaluation 

der Fitnessfunktion ohne neuronales Netz. Der Unterschied unter Verwendung eines 

neuronalen Netzes besteht darin, dass falls die accuracy des neuronalen Netzes hoch genug 

ist, das neuronale Netz benutzt wird, um für den aktuell betrachteten Parametersatz zu 

bestimmen, ob er einen potentiell annehmbaren RMSE-Wert hat. 

Algorithmus: isRecommended 
INPUTS: Der Satz von Parametern, der klassifiziert werden soll: 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 

Die Wahrscheinlichkeit, mit der ein Parametersatz durch das neuronale Netz 
klassifiziert wird: 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 

OUTPUTS: Ein Boolean, der angibt, ob 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 empfohlen wird oder nicht 
1. Sei 𝑟𝑎𝑛𝑑𝑜𝑚 eine gleichverteilte Zufallszahl aus dem Intervall 𝐼 = [0,1] 
2. IF 𝑟𝑎𝑛𝑑𝑜𝑚 > 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 THEN 
 Sei 𝑖𝑠𝐴𝑐𝑐𝑒𝑝𝑡𝑎𝑏𝑙𝑒 die Ausgabe des neuronalen Netzes mit 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 als Eingagbe 
 RETURN 𝑖𝑠𝐴𝑐𝑐𝑒𝑝𝑡𝑎𝑏𝑙𝑒 
ELSE 
 RETURN 𝑡𝑟𝑢𝑒 

Algorithmus 21: Pseudocode der isRecommended-Funktion, der Klassifikationsfunktion des neuronalen Netzes. 
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Algorithmus 21 zeigt den Pseudocode der Klassifikationsfunktion des neuronalen Netzes. Mit 

einer Wahrscheinlichkeit von 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 wird das neuronale Netz zur Klassifikation 

des aktuell betrachteten Parametersatzes verwendet. Ansonsten wird der Parametersatz als 

annehmbar klassifiziert. Die Fitnessfunktion wird nur für diejenigen Parametersätze durch 

Simulation evaluiert, die als annehmbar klassifiziert wurden. 

Damit das neuronale Netz verwendet werden kann, muss es zunächst trainiert werden. Dies 

geschieht online während der automatischen Kalibrierung. Hierzu werden aus den einzelnen 

Parametersätzen und der ihnen zugehörigen, durch Simulation evaluierten, RMSE-Werten 

Trainingsdaten und Labels erzeugt. 

Algorithmus: addToTrainingData 
INPUTS: Ein Parametersatz: 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 
  Der RMSE-Wert von 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠: 𝑟𝑚𝑠𝑒 
  Der bisher kleinste bestimmte RMSE-Wert: 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 
  Der Faktor, der das annehmbare RMSE-Wertintervall festlegt: 𝑓𝑎𝑐𝑡𝑜𝑟 
  Der Trainingsdatensatz: 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 
  Die Trainingsdatenlabels: 𝑙𝑎𝑏𝑒𝑙𝑠 
OUTPUTS: Keine 
1. Sei 𝑖𝑠𝐴𝑐𝑐𝑒𝑝𝑡𝑎𝑏𝑙𝑒𝑅𝑚𝑠𝑒 ein Boolean der 𝑡𝑟𝑢𝑒 ist, falls 𝑟𝑚𝑠𝑒 ≤ 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 ⋅ 𝑓𝑎𝑐𝑡𝑜𝑟 und 𝑓𝑎𝑙𝑠𝑒 sonst 
2. IF 𝑖𝑠𝐴𝑐𝑐𝑒𝑝𝑡𝑎𝑏𝑙𝑒𝑅𝑚𝑠𝑒 ist 𝑡𝑟𝑢𝑒 und das letzte Trainingsdatenlabel war −1 THEN 
 Normalisiere 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 und füge sie zu 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 hinzu 
 Füge das Label 1 zu 𝑙𝑎𝑏𝑒𝑙𝑠 hinzu 
    ELSE IF 𝑖𝑠𝐴𝑐𝑐𝑒𝑝𝑡𝑎𝑏𝑙𝑒𝑅𝑚𝑠𝑒 ist 𝑓𝑎𝑙𝑠𝑒 und das letzte Trainingsdatenlabel war 1 THEN 
 Normalisiere 𝑝𝑎𝑟𝑎𝑚𝑒𝑡𝑒𝑟𝑠 und füge sie zu 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 hinzu 
 Füge das Label −1 zu 𝑙𝑎𝑏𝑒𝑙𝑠 hinzu 

Algorithmus 22: Pseudocode der addToTrainingData-Methode. 

Algorithmus 22 zeigt den Pseudocode der 𝑎𝑑𝑑𝑇𝑜𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎-Methode. Die 

Trainingsdaten bestehen aus den einzelnen Parametersätzen. Das Label des entsprechenden 

Parametersamples ist 1, wenn der RMSE-Wert des Parametersatzes kleiner oder gleich 

𝑚𝑖𝑛𝑅𝑀𝑆𝐸 ⋅ 𝑓𝑎𝑐𝑡𝑜𝑟 ist und -1 sonst. Da das neuronale Netz eine binäre Klassifikation 

durchführt, müssen die Trainingsdaten möglichst gleichviele Samples mit einem Label von 1 

und -1 enthalten, um Bias zu vermeiden. Deswegen wird ein Sample mit Label 1 nur dann 

eingefügt, wenn vorher ein Sample mit Label -1 eingefügt wurde und ein Sample mit Label -1 

wird nur dann eingefügt, wenn vorher ein Sample mit Label 1 eingefügt wurde. Auf diese 

Weise wird sichergestellt, dass gleichviele Samples von jedem Typ in den Trainingsdaten 

enthalten sind. Wenn die Trainingsdaten 𝑟𝑒𝑞𝑢𝑖𝑟𝑒𝑑𝑁𝑢𝑚𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝑆𝑎𝑚𝑝𝑙𝑒𝑠-viele Samples 

enthalten, wird das neuronale Netz mit diesen Trainingsdaten trainiert. 
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Algorithmus: train 
INPUTS: Der Trainingsdatensatz: 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 
  Die Trainingsdatenlabels: 𝑙𝑎𝑏𝑒𝑙𝑠 
  Der Boolean, der angibt, ob das neuronale Netz derzeit aktiv ist: 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 
  Der Faktor, der das annehmbare RMSE-Wertintervall festlegt: 𝑓𝑎𝑐𝑡𝑜𝑟 
  Der Minimalwert für 𝑓𝑎𝑐𝑡𝑜𝑟: 𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟 
  Die Rate, mit der sich 𝑓𝑎𝑐𝑡𝑜𝑟 verändert: 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒 

Die Wahrscheinlichkeit, mit der ein Parametersatz durch das neuronale Netz 
klassifiziert wird: 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 
Der größte Wert den 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 annehmen darf: 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 
Die Rate, mit der sich 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 verändert: 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑅𝑎𝑡𝑒 

OUTPUTS: Keine 
1. Erzeuge aus 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 und 𝑙𝑎𝑏𝑒𝑙𝑠 die Trainingsdaten 𝑡𝑑 und trainiere damit das neuronale 
Netz 
2. Sei 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 die Genauigkeit des neuronalen Netzes auf 𝑡𝑑 
3. IF Es hat länger gedauert die Trainingsdaten für das aktuelle 𝑡𝑑 zu sammeln, als für das vorherige 
𝑡𝑑 THEN 
 Setze 𝑓𝑎𝑐𝑡𝑜𝑟 auf max (𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟, 𝑓𝑎𝑐𝑡𝑜𝑟 ⋅ (1 − 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒)) 
    ELSE 
 Setze 𝑓𝑎𝑐𝑡𝑜𝑟 auf 𝑓𝑎𝑐𝑡𝑜𝑟 ⋅ (1 + 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒) 
4. IF 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ≥ 𝑚𝑖𝑛𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 THEN 
 Setze 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 auf min (𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦,  

𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ⋅ (1 + 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑅𝑎𝑡𝑒)) 
 Setze 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 auf 𝑡𝑟𝑢𝑒 
    ELSE 
 Setze 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 auf seinen Initialwert zurück 
 Setze 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 auf 𝑓𝑎𝑙𝑠𝑒 
5. Entferne alle Einträge aus 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 und 𝑙𝑎𝑏𝑒𝑙𝑠 

Algorithmus 23: Pseudocode der train-Methode des neuronalen Netzes. 

Algorithmus 23 zeigt den Pseudocode der 𝑡𝑟𝑎𝑖𝑛-Methode. Zunächst wird ein neuer 

Trainingsdatensatz aus den Trainingsdaten und den Labeln erzeugt. Anschließend wird das 

neuronale Netz mit diesen Trainingsdaten für eine Epoche trainiert und die accuracy des 

neuronalen Netzes bestimmt. Wenn die Anzahl der Generationen, die benötigt wurde die 

aktuellen Trainingsdaten zu sammeln, größer war, als die Anzahl der Generationen, die 

benötigt wurde die Trainingsdaten der vorherigen Epoche zu sammeln, dann wird 𝑓𝑎𝑐𝑡𝑜𝑟 

um 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒 verringert. Ansonsten wird 𝑓𝑎𝑐𝑡𝑜𝑟 um 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒 erhöht, wobei 𝑓𝑎𝑐𝑡𝑜𝑟 

nie kleiner sein kann als 𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟. Die Anpassung von 𝑓𝑎𝑐𝑡𝑜𝑟 wird durchgeführt, da die 

RMSE-Werte der Population mit der Zeit gegen den Wert von 𝑚𝑖𝑛𝑅𝑚𝑠𝑒 konvergieren und 

es daher länger dauert Trainingsdaten zu sammeln. Durch das wiederholte verringern von 

𝑓𝑎𝑐𝑡𝑜𝑟 müssen Samples einen immer niedrigeren durchschnittlichen RMSE-Wert haben, um 

als annehmbar zu gelten. Dies wirkt der Verlangsamung der Sammlung von Trainingsdaten 

entgegen und erhöht die Qualität der als annehmbar geltenden Samples. Wenn die accuracy 

des neuronalen Netzes nach dem Training größer oder gleich 𝑚𝑖𝑛𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ist, dann wird 

die 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 erhöht und 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 auf 𝑡𝑟𝑢𝑒 gesetzt. Die 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 kann 

hierbei nicht größer als 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 sein. Eine 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑡𝑦 < 1 

garantiert, dass weiterhin Trainingsdaten gesammelt werden und dass die accuracy des 

neuronalen Netzes erneut geprüft wird. Bei einer 𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 von 1 kann 

𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 ebenfalls 1 erreichen, wodurch das neuronale Netz immer zur 
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Klassifikation benutzt wird. Hierdurch werden keine Trainingsdaten mehr gesammelt und die 

accuracy des neuronalen Netzes nicht mehr überprüft. Da sich allerdings die Individuen der 

Population und deren RMSE-Werte verändern, muss das neuronale Netz ständig auf den 

Individuen aus dem Bereich des Parameterraums trainiert werden, aus dem die Individuen 

der aktuellen Population stammen. Das Anwenden des neuronalen Netzes auf die Individuen 

aus einem bestimmten Bereich des Parameterraums, während das neuronale Netz mit den 

Individuen aus einem anderen Bereich des Parameterraums trainiert wurde, führt zu keinen 

zufriedenstellenden Resultaten. Dies entspricht im übertragenen Sinne dem Verwenden 

eines auf der Unterscheidung von Äpfeln und Birnen trainierten neuronalen Netzes zur 

Unterscheidung von Bananen und Orangen. Wenn die accuracy des neuronalen Netzes 

kleiner als 𝑚𝑖𝑛𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ist, wird 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 auf ihren initialen Wert zurückgesetzt 

und 𝑖𝑠𝑁𝑁𝐴𝑐𝑡𝑖𝑣𝑒 auf 𝑓𝑎𝑙𝑠𝑒 gesetzt. In diesem Fall wird das neuronale Netz erst dann wieder 

zur Klassifikation verwendet, wenn seine accuracy wieder größer als 𝑚𝑖𝑛𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 ist. 

Anschließend werden alle Samples aus 𝑡𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝐷𝑎𝑡𝑎 und 𝑙𝑎𝑏𝑒𝑙𝑠 entfernt und die 

Sammlung von Trainingsdaten beginnt erneut. 

Die benötigte Zeit das neuronale Netz zu trainieren ist stark abhängig von der Anzahl der 

Neuronen. Die Anzahl der Neuronen hängt wiederum von der Anzahl der Parameter und 

dem frei wählbaren Faktor 𝑙𝑎𝑦𝑒𝑟𝐹𝑎𝑐𝑡𝑜𝑟, mit der die Anzahl der Parameter multipliziert 

wird. Die Anzahl der Neuronen muss mit der Anzahl der Parameter skalieren, da eine 

größere Anzahl von Parametern mehr Abhängigkeiten bedeuten, die das neuronale Netz 

lernen muss. Das Verwenden des neuronalen Netzes empfiehlt sich nur dann, wenn die Zahl 

der Parameter gering und die Simulationen vergleichsweise aufwendig sind, da sonst die 

Zeit, die für das Training des neuronalen Netzes benötigt wird, größer ist als die 

Zeitersparnis, die durch dessen Verwendung erreicht wird. 

 Entladeregler CGA-NN/CGA Testaufbau CGA-NN/CGA 

Durchschnittszeit 0.907642079 13.63699181 

Min Zeit 0.952466569 12.41418034 

Max Zeit 0.803131616 14.06137845 

Durchschnitts RMSE 0.999064556 1.004433232 

Min RMSE 0.993145964 0.998207382 

Max RMSE 1.003585274 1.045073719 
Tabelle 3: Vergleich der Performanz des CGA mit neuronalem Netz mit der Performanz des CGA ohne neuronales Netz. 

Tabelle 3 zeigt die Zeitersparnis für das Modell des Entladereglers aus Kapitel 8.2 mit 7 

Parametern und den zeitlichen Mehraufwand für das Modell des Testaufbaus aus Kapitel 8.5 

mit 36 Parametern. Für beide Modelle wurde eine Populationsgröße von 1000 und eine 

maximale Anzahl an Generationen von 100 gewählt. Es wurde für einen besseren Vergleich 

keine lokale Suche verwendet, da ihre Laufzeit stark von der Position abhängig ist, von der 

aus sie gestartet wird. Die Mutations- und Rekombinationswahrscheinlichkeit des Kalibrierer 

GA war jeweils 0.02 und die Mutations- und Rekombinationswahrscheinlichkeit des 

Diversifizierer GA war jeweils 0.8. Der 𝑙𝑎𝑦𝑒𝑟𝐹𝑎𝑐𝑡𝑜𝑟 wurde auf 15 und die Lernrate auf 0.01 

gesetzt. Für jedes Modell wurden jeweils 10 Durchläufe durchgeführt und der Mittelwert der 

Ergebnisse gebildet. Die Einträge in Tabelle 3 sind relativ zum entsprechenden Wert des CGA 

mit neuronalem Netz angegeben. Es ist zu erkennen, dass die Durchschnittszeit des CGA-NN 



135 
 

beim Modell des Entladereglers mit wenigen Parametern um 5 % (min) bis 20 % (max) 

niedriger ist, mit einer durchschnittlichen Zeitersparnis von ca. 10 % und beim Modell des 

Testaufbaus mit vielen Parametern 1200 % (min) bis 1400 % (max) höher ist, mit einem 

durchschnittlichen zeitlichen Mehraufwand von ca. 1360 %. Der CGA-NN war für das Modell 

des Entladereglers in keinem Durchlauf langsamer als der CGA und für das Modell des 

Testaufbaus in keinem Durchlauf schneller. Der RMSE-Wert zeigt keinen signifikanten 

Unterschied zwischen CGA-NN und CGA auf. Das Ergebnis war erwartet, da beim Modell des 

Entladereglers die Zahl der Neuronen der ersten Schicht des neuronalen Netzes 120 und die 

Zahl der Neuronen der zweiten Schicht 60 war, wohingegen beim Modell des Testaufbaus 

die Zahl der Neuronen der ersten Schicht 540 und die Zahl der Neuronen der zweiten Schicht 

270 war. 

 

7.6 Weitere Fitness-Metriken 
 

Der RMSE sorgt für die Maximierung der durchschnittlichen Genauigkeit, macht allerdings 

keine Aussagen über die minimale Genauigkeit. Sollten andere Kriterien neben der 

durchschnittlichen Übereinstimmung des Verhaltens des realen Systems mit dem Verhalten 

des Simulationsmodells wichtig sein, ist es möglich, anstelle des RMSE, andere Metriken zur 

Berechnung der Fitness zu verwenden. Die Mindestgenauigkeits-Metrik eignet sich für 

Daten, bei denen das Rauschen und äußere Störfaktoren vernachlässigbar sind. Da diese 

Metrik lediglich die größte Abweichung zweier Datenpunkte unter allen verfügbaren Paaren 

von aufgezeichneten und simulierten Daten erfasst, ist sie sehr anfällig gegenüber Effekten 

wie plötzlichen Spikes. Sollte die Mindestgenauigkeit als Fitness-Metrik anwendbar sein, 

lässt sich eine Aussage über die größtmögliche Abweichung des Verhaltens des realen 

Systems vom Verhalten des Simulationsmodells machen, allerdings wird die 

durchschnittliche Genauigkeit nicht mehr berücksichtigt. In der Regel erreicht die 

Mindestgenauigkeits-Metrik eine höhere Mindestgenauigkeit auf Kosten der 

durchschnittlichen Genauigkeit. In der Praxis hat sich gezeigt, dass die Maximierung der 

Mindestgenauigkeit und die Maximierung der Durchschnittsgenauigkeit nahezu 

gegensätzlich zueinander sind. Bei der Maximierung der Mindestgenauigkeit müssen selten 

vorkommende Spikes durch eine allgemeine Verminderung der durchschnittlichen 

Genauigkeit kompensiert werden, während bei der Maximierung der 

Durchschnittsgenauigkeit selten vorkommende Spikes weitestgehend ignoriert werden, da 

die von ihnen erzeugte höhere Ungenauigkeit in keinem Verhältnis zu ihrem zahlenmäßigen 

Vorkommen steht. 
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Abbildung 65: Datenreihe mit Spike und zugehörigem RMSE-Best-Fit und Mindestgenauigkeits-Best-Fit. 

Abbildung 65 zeigt eine Datenreihe mit einem Spike bei Datenpunkt 25 und den zugehörigen 

besten Approximationen nach der RMSE-Metrik (RMSE-Best-Fit) und der 

Mindestgenauigkeits-Metrik (Mindestgenauigkeits-Best-Fit). Der RMSE-Best-Fit ignoriert den 

Spike weitestgehend zum Erhalt einer hohen durchschnittlichen Genauigkeit, während der 

Mindestgenauigkeits-Best-Fit die durchschnittliche Genauigkeit reduziert, um für eine 

maximale Mindestgenauigkeit zu sorgen. Aus diesem Grund ist die Mindestgenauigkeits-

Metrik sehr anfällig gegenüber Rauschen und äußeren Störfaktoren und sollte nur dann 

benutzt werden, wenn beides vernachlässigbar ist. Für die Diagnose ist eine hohe 

Mindestgenauigkeit von Vorteil, da die Abweichung eines gemessenen Wertes von seinem 

entsprechenden simulierten Wert, um mehr als die für ihn angegebenen Toleranzwerte zur 

Generierung eines Symptoms führt und damit die Berechnung einer Diagnose auslöst. Sollte 

eine Toleranzwertverletzung durch einen durch Rauschen verursachten Spike ausgelöst 

worden sein, würde an dieser Stelle ein False Positive (Falsch Positiv) generiert werden. Auf 

der anderen Seite ist eine hohe durchschnittliche Genauigkeit wichtig. Durch die 

Optimierung der durchschnittlichen Genauigkeit, lassen sich schmalere Toleranzintervalle 

wählen, um mehr Fehler erkennen zu können und damit die Zahl der False Negatives (Falsch 

Negativ) zu reduzieren. Weiterhin sorgt eine hohe durchschnittliche Genauigkeit dafür, dass 

die Abweichung von Werten, die über mehrere Komponenten hinweg propagiert werden 

müssen, sich nicht soweit aufsummiert, das sie wieder eine Quelle für False Positives 

werden. Im Allgemeinen ist ein False Negative schwerwiegender als ein False Positive, da 

False Positives keinen Effekt auf das reale System haben und vor einem möglichen Eingriff 

noch einmal durch einen Operator begutachtet werden können, während False Negatives 

unerkannte Fehler sind, die sich auf das reale System auswirken können, ohne dass 

Maßnahmen ergriffen werden können. 
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7.7 Graphische Benutzeroberfläche 
 

Zur einfacheren Bedienung wurde eine graphische Benutzeroberfläche entwickelt, die es 

dem Nutzer ermöglicht, eine automatische Kalibrierung durchzuführen und ihren Fortschritt 

zu beobachten. Die graphische Benutzeroberfläche stellt Funktionen zum Laden von 

Modellen und aufgezeichneten Daten, zum Konvertieren von aufgezeichneten Daten, zum 

Erstellen von Logs und zur Einstellung der Hyperparameter des Kalibrierungsalgorithmus zur 

Verfügung. Weiterhin verfügt die graphische Benutzeroberfläche über eine Graphanzeige, 

die den Fortschritt der automatischen Kalibrierung für jeden simulierbaren Ausgabe-Port, für 

den Messwerte zur Verfügung stehen, in Echtzeit darstellt. 

  
Abbildung 66: Hauptfenster der graphischen Benutzeroberfläche des automatischen Kalibrierers (links) und "Configure 
Calibration"-Tab des automatischen Kalibrierers (rechts). 

Abbildung 66 zeigt das Hauptfenster der graphischen Benutzeroberfläche (links) und den 

„Configure Calibration“-Tab des automatischen Kalibrierers (rechts). Über das Hauptfenster 

kann die Anzahl der Threads, mit denen die automatische Kalibrierung durchgeführt werden 

soll, eingestellt werden und der Simulator-Pool, zusammen mit den Simulatoren, wie in 

Kapitel 7.2 beschrieben, initialisiert werden. Anschließend kann der Pfad zum Java-Compiler 

angegeben werden und Modelle sowie die zugehörigen Konnektoren geladen werden. Über 

den „Configure Calibration“-Tab kann der Kalibrierer konfiguriert werden. Zunächst muss 
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dafür das Port-Mapping geladen werden. Dies ist eine Datei, die den aufgezeichneten 

Werten die entsprechenden Ports des Modells zuweist. 

Index Port Outport 

0 Reaktionsrad.CommandedRPMIn  

1 Reaktionsrad.MeasuredRPMIn  

2 Reaktionsrad.CurrentOut x 
Tabelle 4: Port-Mapping des Reaktionsradmodells aus Kapitel 8.1. 

Tabelle 4 zeigt beispielhaft das Port-Mapping des Reaktionsradmodells aus Kapitel 8.1. Das 

Port-Mapping wird ohne Header in einer .csv-Datei gespeichert und enthält in jeder Zeile als 

ersten Eintrag den Index der Spalte der zu mappenden Werte der aufgezeichneten Daten 

und als zweiten Eintrag die Komponente und den zugehörigen Port, zu dem die Werte 

gemappt werden sollen. Für Ausgabe-Ports muss ein dritter Eintrag „x“ angegeben werden, 

der angibt, dass es sich beim zugehörigen Port um einen Ausgabe-Port handelt. 

Anschließend können die aufgezeichneten Daten in ein Format konvertiert werden, das vom 

Simulator genutzt werden kann. Hierfür muss zunächst die maximale Anzahl der 

Datenpunkte, die konvertiert werden soll angegeben werden. Anschließend müssen die 

aufgezeichneten Daten zur Konvertierung ausgewählt und der Speicherort der konvertierten 

Daten angegeben werden. Die aufgezeichneten Daten müssen das in Kapitel 7.4 

beschriebene Format haben. Sollten die Daten über die Telemetrie-Anzeigesoftware 

heruntergeladen worden sein, sind diese bereits im benötigten Format. Durch einen Klick auf 

„Convert“ werden die aufgezeichneten Daten konvertiert. Zur besseren Auswertung des 

Fortschritts der Kalibrierung, werden während der Kalibrierung verschiedene Log-Dateien 

erzeugt. Der Speicherort dieser Log-Dateien kann vom Nutzer gewählt werden, ebenso wie 

der Suffix der Namen der resultierenden Dateien. Nach der Konvertierung der 

aufgezeichneten Daten können die konvertierten Daten geladen werden. Anschließend muss 

ein Parameter-Mapping geladen werden. Das Parameter-Mapping gibt an, welcher 

Parameter des Modells zu welchem Gen gehört. 

Index Port Unterer Grenzwert Oberer Grenzwert 

0 Reaktionsrad.OffsetParam 0 10 

1 Reaktionsrad.BaseCurrentParam 0 100 

2 Reaktionsrad.ScalarPositiveRPMParam 0 5000 

3 Reaktionsrad.ScalarPositiveMeasuredParam 1 25000000 

4 Reaktionsrad.ScalarNegativeRPMParam 0 5000 

5 Reaktionsrad.ScalarNegativeMeasuredParam 1 10000 
Tabelle 5: Parameter-Mapping des Reaktionsradmodells aus Kapitel 8.1. 

Tabelle 5 zeigt beispielhaft das Parameter-Mapping des Reaktionsradmodells aus Kapitel 8.1. 

Das Parameter-Mapping wird ohne Header als .csv-Datei gespeichert und enthält in jeder 

Zeile den Index des Gens, zu dem der entsprechende Parameter gemappt werden soll, die 

Komponente und den Portnamen des Parameters des Modells, den unteren Grenzwert des 

Gens und den oberen Grenzwert des Gens. Weiterhin kann gewählt werden, ob die lokale 

Suche während der automatischen Kalibrierung verwendet werden soll. Anschließend kann 

gewählt werden, ob ein neuronales Netz benutzt werden soll, um die Anzahl der benötigten 

Simulationen zu reduzieren. Wenn ein neuronales Netz benutzt werden soll, kann die 
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Mindestgenauigkeit 𝑚𝑖𝑛𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 und die Anzahl der Neuronen der Layer mithilfe des 

Feldes „Layer Size“ angegeben werden. Weiterhin kann die Lernrate, 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦, 

𝑚𝑎𝑥𝑃𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦, 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑅𝑎𝑡𝑒, 𝑓𝑎𝑐𝑡𝑜𝑟, 𝑚𝑖𝑛𝐹𝑎𝑐𝑡𝑜𝑟, 𝑓𝑎𝑐𝑡𝑜𝑟𝑅𝑎𝑡𝑒 und 

𝑟𝑒𝑞𝑢𝑖𝑟𝑒𝑑𝑁𝑢𝑚𝑇𝑟𝑎𝑖𝑛𝑖𝑛𝑔𝑆𝑎𝑚𝑝𝑙𝑒𝑠 festgelegt werden. Anschließend kann die initiale 

maximale Anzahl an Generationen, die der Kalibrierer GA aktiv sein darf, ohne eine 

Verbesserung der Lösung zu finden, bevor er die Population an den Diversifizierer GA 

übergeben muss, die Anzahl der Generationen, die eine Diversifikationsphase dauern soll, 

die Populationsgröße, die maximale Anzahl an Generationen, die Mutations- und 

Rekombinationswahrscheinlichkeit des Kalibrierer GA und die Mutations- und 

Rekombinationswahrscheinlichkeit des Diversifizerer GA eingestellt werden. Durch einen 

Klick auf „Start Calibration“ kann die automatische Kalibrierung gestartet werden. Die 

automatische Kalibrierung liefert nach der Kalibrierung einen Satz von Parametern, deren 

Qualität anschließend beurteilt werden kann. Gerade während der Modellbildung ist das 

Interesse groß, bereits während der Kalibrierung zu erfahren wie gut das Modell die 

aufgezeichneten Daten wiedergibt, um mögliche Schwachstellen des Modells zu finden. Aus 

diesem Grund verfügt die graphische Benutzeroberfläche des automatischen Kalibrierers 

über die Funktion, den Verlauf der automatischen Kalibrierung sowohl über den Fitness-

Wert der aktuell besten Lösung als auch graphisch für jeden simulierbaren Ausgabe-Port des 

Modells, der auch über aufgezeichnete Daten verfügt, in Echtzeit anzuzeigen. 

 
Abbildung 67: "Calibration Monitor"-Tab des automatischen Kalibrierers mit den Graphen des gemessenen und 
simulierten Stromverbrauchs des Reaktionsrades nach fünf Generationen. 

Abbildung 67 zeigt den „Calibration Monitor“-Tab des automatischen Kalibrierers mit den 

Graphen des gemessenen und simulierten Stromverbrauchs des Reaktionsrades nach fünf 

Generationen. Hier lässt sich der Verlauf der automatischen Kalibrierung beobachten. Es 

wird stets die aktuelle Generation, der RMSE-Wert der bisher besten gefundenen Lösung 

und der Modus des Kalibrierers angezeigt. Der Modus kann entweder „CALIBRATION“, 

„DIVERSIFICATION“, „LOCAL SEARCH“ oder „SKIPPING LOCAL SEARCH“ sein. Im Modus 

“CALIBRATION” ist der Kalibrierer GA und im Modus “DIVERSIFICATION” der Diversifizierer 
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GA aktiv. Im Modus „LOCAL SEARCH“ wird eine lokale Suche durchgeführt und im MODUS 

„SKIPPING LOCAL SEARCH“ wird die lokale Suche übersprungen, da sich die aktuell beste 

Lösung seit der letzten lokalen Suche nicht verändert hat. In diesem Modus ist der Kalibrierer 

GA aktiv. Wenn der Kalibrierer GA aktiv ist, werden in den Feldern „Max Num Calibrations“ 

und „Num Calibrations“ jeweils die aktuelle maximale Anzahl an Generationen, die der 

Kalibrierer GA aktiv sein darf, und die aktuelle Anzahl der Generationen, die der Kalibrierer 

GA bereits aktiv ist, angezeigt. Wenn der Diversifizierer GA aktiv ist, werden in den Feldern 

„Max Num Diversification“ und „Num Diversification“ jeweils die aktuelle maximale Anzahl 

an Generationen, die der Diversifizierer GA aktiv sein darf und die aktuelle Anzahl der 

Generationen, die der Diversifizierer GA bereits aktiv ist, angezeigt. Im Feld „NN Active“ wird 

angezeigt, ob das neuronale Netz derzeit aktiv ist. Im Feld „NN Accuracy“ wird die aktuelle 

accuracy des neuronalen Netzes angezeigt. Das Feld „Factor“ zeigt den aktuellen 𝑓𝑎𝑐𝑡𝑜𝑟 

parameter und das Feld „Pick Probability“ zeigt den aktuellen 𝑝𝑖𝑐𝑘𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 parameter 

an. Das Feld „Num Fitness Evaluations“ gibt die Gesamtanzahl an Fitnessauswertungen an. 

Das Feld „Num Simulations“ gibt an, wie viele der Fitnessauswertungen durch Simulation 

durchgeführt wurden. Das Feld „Num Skipped“ gibt an, wie viele Individuen durch das 

neuronale Netz herausgefiltert wurden. Für diese Individuen wurde keine Fitnessberechnung 

durch Simulation durchgeführt. In der Graphanzeige wird während der automatischen 

Kalibrierung für jeden simulierbaren Ausgabe-Port, für den auch aufgezeichnete Daten 

existieren und der damit an der Berechnung des RMSE-Wertes beteiligt ist, jeweils ein Graph 

angezeigt. Die Anzahl der angezeigten Datenpunkte kann mithilfe des Feldes „Num Samples 

to Display“ eingestellt werden. Diese Graphen bilden die gemessenen und simulierten Werte 

des jeweiligen Ausgabe-Ports für die aktuell beste gefundene Lösung ab. Die blauen Kurven 

stehen dabei immer für die gemessenen Werte und die grauen Kurven für die simulierten 

Werte. Sollte sich die bisher beste gefundene Lösung nach einer Generation ändern, so 

werden die Graphen aktualisiert. Dadurch lässt sich der Verlauf der automatischen 

Kalibrierung in Echtzeit beobachten. 

 
Abbildung 68: "Calibration Monitor"-Tab des automatischen Kalibrierers mit den Graphen des gemessenen und 
simulierten Stromverbrauchs des Reaktionsrades nach 50 Generationen. 
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Abbildung 68 zeigt die Graphen des gemessenen und simulierten Stromverbrauchs des 

Reaktionsrades nach 50 Generationen. Idealerweise sollten sich die Graphen der 

aufgezeichneten Daten den Graphen der simulierten Daten während der automatischen 

Kalibrierung annähern. 

 
Abbildung 69: "Calibration Monitor"-Tab des automatischen Kalibrierers mit den Graphen des gemessenen und 
simulierten Stromverbrauchs des Reaktionsrades nach 100 Generationen. 

Abbildung 69 zeigt die Graphen des gemessenen und simulierten Stromverbrauchs des 

Reaktionsrades nach 100 Generationen. 

 
Abbildung 70: "Calibration Monitor"-Tab des automatischen Kalibrierers mit den Graphen des gemessenen und 
simulierten Stromverbrauchs des Reaktionsrades nach 300 Generationen. 

Abbildung 70 zeigt die Graphen des gemessenen und simulierten Stromverbrauchs des 

Reaktionsrades nach 300 Generationen. 
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Abbildung 71: "Calibration Monitor"-Tab des automatischen Kalibrierers mit den Graphen des gemessenen und 
simulierten Stromverbrauchs des Reaktionsrades nach 500 Generationen. 

Abbildung 71 zeigt die Graphen des gemessenen und simulierten Stromverbrauchs des 

Reaktionsrades nach 500 Generationen. 

 
Abbildung 72: "Calibration Monitor"-Tab des automatischen Kalibrierers mit den Graphen des gemessenen und 
simulierten Stromverbrauchs des Reaktionsrades nach 1000 Generationen. 

Abbildung 72 zeigt die Graphen des gemessenen und simulierten Stromverbrauchs des 

Reaktionsrades nach 1000 Generationen. Nachdem die automatische Kalibrierung 

durchgeführt wurde, lassen sich die Dateien „statistics-<file suffix>.csv“, „rmse-<file 

suffix>.csv“, „values-<file suffix>.csv“ und „parameters-<file suffix>.csv“ betrachten.  
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Die Datei „statistics-<file suffix>.csv“ führt für jede Generation die folgenden Werte auf: 

• Die Berechnungsdauer für diese Generation. 

• Den RMSE-Wert, der bisher besten gefundenen Lösung. 

• Die Anzahl der Fitnessfunktionsberechnungen, die aufgrund des neuronalen Netzes 

übersprungen wurden. 

• Die Gesamtanzahl der Fitnessfunktionsberechnungen. 

• Eine Angabe, ob in der aktuellen Generation der Kalibrierer GA oder der 

Diversifizierer GA aktiv war. 

• Die maximale Anzahl an Generationen, die der Kalibrierer GA aktiv sein darf ohne 

eine Verbesserung der Lösung zu finden, bevor er die Population an den 

Diversifizierer GA übergeben muss. 

• Die Anzahl an Generationen, die der Kalibrierer GA aktuell aktiv ist. 

• Die Anzahl der Generationen einer Diversifikationsphase. 

• Die Anzahl der Generationen, die der Diversifizierer GA aktuell aktiv ist. 

• Ein Boolean der Angibt, ob die letzte Diversifikationsphase abgeschlossen wurde. 

Die Datei „rmse-<file suffix>.csv“ enthält den RMSE-Wert der besten Lösung nach jeweils 

1000 Fitnessfunktionsberechnungen. Die Datei „values-<file suffix>.csv“ enthält die zu den 

gemessenen Werten zugehörigen simulierten Werte, die unter Verwendung des 

Parametersatzes der Lösung mit dem niedrigsten RMSE-Wert berechnet wurden. Die Datei 

„parameters<file-suffix>.csv“ enthält die Parameter der besten gefundenen Lösung. Der 

Dateinamen-Suffix kann über das entsprechende Feld der GUI eingegeben werden. 

 

7.8 Automatische Kalibrierung zur Unterstützung der Modellbildung 
 

Das Nachverfolgen des Verlaufs der automatischen Kalibrierung ist besonders von 

Bedeutung für die Modellbildung, da auf diese Weise frühzeitig Defizite des Modells 

gefunden werden können. Wenn die automatische Kalibrierung für die aufgezeichneten 

Daten keine ausreichend gute Übereinstimmung finden kann, dann ist dies ein Anzeichen für 

Defizite im Modell. Die Modellbildung kann sehr aufwendig sein, da bei einer geringen 

Modellgenauigkeit oft nicht ersichtlich ist, ob diese geringe Genauigkeit an einem 

ungenauen Modell liegt, oder an einer unzureichenden Kalibrierung des Modells. 

Klassischerweise muss jedes Modell aufwendig per Hand kalibriert werden. Wenn nach der 

manuellen Kalibrierung keine ausreichende Genauigkeit verzeichnet werden kann, werden 

Defizite im Modell als Ursache angenommen, und es werden Anpassungen am Modell 

durchgeführt. Anschließend muss erneut eine manuelle Kalibrierung durchgeführt werden. 

Dieser Prozess ist sehr zeit- und arbeitsaufwendig, da hier die manuelle Kalibrierung 

wiederholt durchgeführt werden muss. Die automatische Kalibrierung kann an dieser Stelle 

verwendet werden, um diesen Prozess zu beschleunigen. Wenn die automatische 

Kalibrierung keinen Satz von Parametern finden kann, sodass die Übereinstimmung zwischen 

den aufgezeichneten und den simulierten Daten ausreichend hoch ist, so lässt sich auf 
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Defizite im Modell schließen, welches anschließend angepasst werden sollte. Ebenso kann 

erkannt werden, wenn nur Teile der aufgezeichneten Daten nicht ausreichend gut 

reproduziert werden können. Wenn beispielsweise die automatische Kalibrierung gute 

Ergebnisse für die Beschleunigungsphasen eines Reaktionsrades liefert und schlechte 

Ergebnisse für die Entschleunigungsphasen, dann sollte die Beschreibung der 

Entschleunigung des Modells angepasst werden.  
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8 Evaluation der automatischen Kalibrierung 
 

Dieses Kapitel beschreibt die einzelnen Komponenten, die mithilfe des zyklischen 

genetischen Algorithmus kalibriert wurden. Diese waren ein Reaktionsrad mit Drehraten und 

Drehmomentkommandierung, ein Entladeregler, drei Magnetspulen mit einer 

Abschlussleiterplatine, eine Satellitenbatterie und ein Testaufbau mit einem Batteriepack, 

einem Laderegler, einem Tiefentladeschutz, einem Entladeregler, einem Stepper Motor HAT 

und einem Motor. Diese Komponenten wurden ausgewählt, da ihr Verhalten besonders 

dynamisch und daher schwierig zu kalibrieren war. Insbesondere konnten sich die Parameter 

des Entladereglers und des Testaufbaus teilweise gegenseitig kompensieren. Die 

automatische Kalibrierung lieferte für alle Modelle hohe Genauigkeiten, wobei wiederholte 

Läufe für Modelle, deren Parameter sich nicht wesentlich gegenseitig kompensieren 

konnten, in jedem Durchlauf, zu ähnlichen Parameterwerten führten. Im Folgenden wird 

zunächst auf die prinzipielle Funktionsweise der einzelnen Komponenten eingegangen, die 

erhobenen Daten vorgestellt und die Ergebnisse der automatischen Kalibrierung präsentiert. 

Anschließend werden die Ergebnisse diskutiert. Für Komponenten, für die eine manuelle 

Kalibrierung durchgeführt wurde, wird diese mit der automatischen Kalibrierung verglichen. 

 

8.1 Reaktionsrad 
 

Zur Überprüfung, inwieweit sich dynamisches Verhalten durch die automatische Kalibrierung 

erfassen lässt, wurde ein Reaktionsrad des SONATE-Nanosatelliten modelliert und kalibriert. 

Ein Reaktionsrad verfügt über einen Motor mit einer Schwungmasse und hat die Aufgabe die 

Lage eines Satelliten zu verändern. Dreht sich die Schwungmasse um eine Achse in eine 

Richtung, wird nach dem Drehimpulserhaltungssatz der Satellit mit derselben Kraft um 

dieselbe Achse in die entgegengesetzte Richtung gedreht. Ein Reaktionsrad wird mit einer 

Drehrate oder einem Drehmoment kommandiert. Im Falle einer kommandierten Drehrate, 

versucht das Reaktionsrad diese schnellstmöglich umzusetzen. Ausgehend von der 

tatsächlichen Drehrate des Reaktionsrades, be- oder entschleunigt das Reaktionsrad, um die 

kommandierte Drehrate zu erreichen. Sollte die kommandierte Drehrate ein anderes 

Vorzeichen, als die aktuelle Drehrate besitzen, das heißt, das Reaktionsrad wird 

kommandiert, sich in die entgegengesetzte Richtung zu drehen, muss zunächst bis zu einer 

Drehrate von 0 entschleunigt und anschließend auf die kommandierte Drehrate beschleunigt 

werden. Je höher die umgesetzte Drehrate, desto höher ist der Stromverbrauch des 

Reaktionsrades. Der Zusammenhang zwischen umgesetzter Drehrate und Stromverbrauch ist 

allerdings nicht linear. Zusätzlich hat das Reaktionsrad einen geringen aber stetigen 

Basisverbrauch, der hauptsächlich vom Microcontroller des zugehörigen Reglers verursacht 

wird. Dieser Basisverbrauch ist der Strom, den das Reaktionsrad verbraucht, während es 

keine Drehrate umsetzt. Während der Beschleunigung steigt der Stromverbrauch des 

Reaktionsrades zunächst stark an. Wenn die tatsächliche Drehrate sich der kommandierten 

Drehrate annähert, verlangsamt das Reaktionsrad die Beschleunigung und der 

Stromverbrauch sinkt. Diese anfängliche starke Beschleunigung und anschließende 
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Verlangsamung führt zu einer Stromspitze am Ende des Beschleunigungsvorgangs. Sobald 

die tatsächliche Drehrate sich stabil der kommandierten Drehrate angeglichen hat, 

stabilisiert sich auch der Stromverbrauch. Während der Entschleunigung, sinkt der 

Stromverbrauch des Reaktionsrades anfänglich. Je stärker entschleunigt wird, desto geringer 

wird der Stromverbrauch, allerdings unterschreitet er nie den Basisverbrauch. Sobald sich 

die tatsächliche Drehrate der kommandierten Drehrate angleicht, wird die Entschleunigung 

verlangsamt und der Stromverbrauch steigt erneut. Wenn sich die tatsächliche Drehrate 

stabil der kommandierten Drehrate angeglichen hat, stabilisiert sich der Stromverbrauch. Ein 

Sonderfall tritt auf, wenn das Reaktionsrad kommandiert wird, sich entgegengesetzt zu 

seiner aktuellen Drehrichtung zu drehen. Hierbei wird zunächst auf eine Drehrate von 0 

entschleunigt und anschließend beschleunigt. Der Übergang von Entschleunigung zu 

Beschleunigung erfolgt hierbei fließend. 

Ein Drehmoment wird in Form einer Drehratenänderung kommandiert. Im Falle eines 

kommandierten Drehmoments, beschleunigt das Reaktionsrad mit der kommandierten 

Drehratenänderung in die kommandierte Richtung solange, bis eine andere 

Drehratenänderung kommandiert wird, oder die maximale vom Reaktionsrad umsetzbare 

Drehrate erreicht wurde. Wenn sich das Vorzeichen des kommandierten Drehmoments 

ändert, wird zunächst bis auf eine Drehrate von 0 entschleunigt und anschließend 

beschleunigt. Die Rate der Entschleunigung entspricht hierbei, im Gegensatz zur 

Entschleunigung bei der Drehratenkommandierung, ebenfalls dem kommandierten 

Drehmoment. Da sich das Verhalten des Reaktionsrades bei der Kommandierung von 

Drehraten und Drehmomenten unterscheidet, werden diese im Folgenden getrennt 

betrachtet. 

 

8.1.1 Drehratenkommandierung 

 
Das Modell des Reaktionsrades erhält die kommandierte sowie die tatsächliche Drehrate 

und berechnet daraus den Stromverbrauch. Zur Erzeugung der für die Kalibrierung 

benötigten Daten, wurden dem Reaktionsrad zufällige Drehraten kommandiert. Hierbei 

wurde eine zufällige Drehrate aus dem möglichen Drehratenintervall des Reaktionsrades 

gewählt, diese umgesetzt und für kurze Zeit gehalten. Anschließend wurde eine neue 

zufällige Drehrate kommandiert und der ganze Vorgang wiederholt. Das Ergebnis war eine 

zufällige Abfolge von verschieden starken Be- und Entschleunigungen. Es wurden 12 

Messungen pro Sekunde durchgeführt und zu einer Datenreihe hinzugefügt. Es wurden 

insgesamt 52384 Messungen durchgeführt. Die ersten 5000 Datenpunkte wurden für die 

Kalibrierung des Modells verwendet. Die restlichen 47384 Datenpunkte wurden als 

Testdaten verwendet. Alle Ergebnisse beziehen sich auf die Testdaten. 
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Abbildung 73: Kommandierte und tatsächliche Drehrate des Reaktionsrades.  

Abbildung 73 zeigt die kommandierte und die tatsächliche Drehrate des Reaktionsrades für 

1000 Datenpunkte der Testdaten. Es ist zu sehen, wie sich die tatsächliche Drehrate, 

während einer Be- und Entschleunigung, der kommandierten Drehrate annähert. 

 
Abbildung 74: Kommandierte Drehrate, tatsächliche Drehrate und Stromverbrauch des Reaktionsrades.  

Abbildung 74 zeigt die kommandierte Drehrate, die tatsächliche Drehrate und den 

Stromverbrauch des Reaktionsrades für einige Be- und Entschleunigungsvorgänge. Deutlich 

zu sehen sind die Stromspitzen während der Beschleunigung und der starke Stromabfall 

während der Entschleunigung. Aus den aufgezeichneten Daten wird ersichtlich, dass am 

Ende des Beschleunigungsvorgangs eine weitere Stromspitze auftritt. Diese Spitze tritt in 

unterschiedlicher Stärke zu einem zufälligen Zeitpunkt am Ende des 

Beschleunigungsvorgangs auf und ist auf den Regler zurückzuführen. Die Spitze tritt sehr 

kurz auf, hat den Charakter von Rauschen und wurde nicht modelliert. Das Modell des 

Reaktionsrades unterscheidet zwischen Be- und Entschleunigung. Neben dem 

Stromverbrauch des Reaktionsrades bei einer gewissen Drehrate, muss die Stromspitze, die 

während der Annäherung der tatsächlichen Drehrate an die kommandierte Drehrate bei 

einer Beschleunigung auftritt, sowie die Änderung des Stromverbrauchs, die während der 

Verlangsamung der Entschleunigung auftritt, abgebildet werden. Hierfür muss das Modell 

zunächst bestimmen, ob sich das Reaktionsrad in einer Be- oder Entschleunigungsphase 

befindet. Dies erfolgt durch den Vergleich der kommandierten Drehrate mit der 

tatsächlichen Drehrate. Wenn sowohl die kommandierte als auch die tatsächliche Drehrate 
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beide positiv sind und die kommandierte Drehrate größer ist, oder sowohl die 

kommandierte als auch die tatsächliche Drehrate negativ sind und die kommandierte 

Drehrate kleiner ist, dann befindet sich das Reaktionsrad in einer Beschleunigungsphase. 

Wenn sowohl die kommandierte als auch die tatsächliche Drehrate beide positiv sind und 

die kommandierte Drehrate kleiner ist, oder wenn sowohl die kommandierte als auch die 

tatsächliche Drehrate negativ sind und die kommandierte Drehrate größer ist, dann befindet 

sich das Reaktionsrad in einer Entschleunigungsphase. Wenn die kommandierte Drehrate 

und die tatsächliche Drehrate unterschiedliche Vorzeichen haben, dann befindet sich das 

Reaktionsrad ebenfalls in einer Entschleunigungsphase. In letzterem Fall wird immer bis zu 

einer Drehrate von 0 entschleunigt und anschließend beschleunigt. Die Stärke des Spikes bei 

einer Beschleunigung ist quadratisch abhängig von der Differenz der kommandierten und 

tatsächlichen Drehrate und der kommandierten Drehrate. Die Stärke des Stromabfalls 

während der Entschleunigung ist linear abhängig von der Differenz der kommandierten und 

tatsächlichen Drehrate. 

Parameter Unterer Grenzwert Oberer Grenzwert 

OffsetParam 0 10 

BaseCurrentParam 0 100 

ScalarPositiveRPMParam 0 5000 

ScalarPositiveMeasuredParam 1 25000000 

ScalarNegativeRPMParam 0 5000 

ScalarNegativeMeasuredParam 1 10000 
Tabelle 6: Parameter und zugehörige Grenzwerte des Reaktionsradmodells für Drehratenkommandierung. 

Tabelle 6 zeigt die Parameter des Modells des Reaktionsrades, die mithilfe der 

automatischen Kalibrierung kalibriert wurden, und ihre zugehörigen Grenzwerte. Der 

𝑂𝑓𝑓𝑠𝑒𝑡𝑃𝑎𝑟𝑎𝑚 gibt an wie klein die Differenz zwischen der kommandierten Drehrate und 

der tatsächlichen Drehrate, während der Beschleunigungsphase, mindestens sein muss, 

damit die Beschleunigung verlangsamt wird. Der 𝐵𝑎𝑠𝑒𝐶𝑢𝑟𝑟𝑒𝑛𝑡𝑃𝑎𝑟𝑎𝑚 beschreibt den 

Basisverbrauch des Reaktionsrades, während keine Drehrate umgesetzt wird. Der 

𝑆𝑐𝑎𝑙𝑎𝑟𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑅𝑃𝑀𝑃𝑎𝑟𝑎𝑚 dient dazu, den Einfluss der tatsächlichen Drehrate am 

Stromverbrauch während der Beschleunigungsphase zu skalieren. Der 

𝑆𝑐𝑎𝑙𝑎𝑟𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝑃𝑎𝑟𝑎𝑚 wird dazu verwendet, den Einfluss des Verhältnisses 

zwischen der kommandierten Drehrate und der tatsächlichen Drehrate am Stromverbrauch 

während der Beschleunigungsphase zu skalieren. Der 𝑆𝑐𝑎𝑙𝑎𝑟𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑅𝑃𝑀𝑃𝑎𝑟𝑎𝑚 wird 

verwendet, um den Einfluss der tatsächlichen Drehrate am Stromverbrauch während der 

Entschleunigungsphase zu skalieren. Der 𝑆𝑐𝑎𝑙𝑎𝑟𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝑃𝑎𝑟𝑎𝑚 dient dazu, 

den Einfluss des Verhältnisses zwischen der kommandierten Drehrate und der tatsächlichen 

Drehrate am Stromverbrauch, während der Entschleunigungsphase, zu skalieren. Das Modell 

wurde mithilfe von 5000 Samples kalibriert. Es wurde eine Populationsgröße und eine 

maximale Generationenanzahl von jeweils 1000 gewählt. Die Mutations- und 

Rekombinationswahrscheinlichkeit des Kalibrierer GA wurde auf jeweils 0.02 und die 

Mutations- und Rekombinationswahrscheinlichkeit des Diversifizierer GA auf jeweils 0.8 

gesetzt. Die restlichen Parameter wurden, wie in Kapitel 7.2.1 und 7.2.2 beschrieben, 

gewählt. Die Laufzeit des Algorithmus betrug etwa eine Stunde auf einem nicht-

übertakteten Intel i7 6700K unter Verwendung von vier Threads. 
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Abbildung 75: Vergleich des gemessenen Stromverbrauchs des Reaktionsrades mit dem simulierten Stromverbrauch des 
Modells des Reaktionsrades nach der automatischen Kalibrierung.  

Abbildung 75 zeigt einen Ausschnitt des Vergleichs des gemessenen Stromverbrauchs des 

Reaktionsrades mit dem simulierten Stromverbrauch des Modells des Reaktionsrades nach 

der automatischen Kalibrierung. Die durchschnittliche Genauigkeit lag bei 96,9 % auf der 

Testdatenreihe und ist damit trotz der Stromspitzen während der Beschleunigungsphasen 

sehr hoch. 

Parameter Unterer Grenzwert Oberer Grenzwert Wert 

OffsetParam 0 10 9.82 

BaseCurrentParam 0 100 64.98 

ScalarPositiveRPMParam 0 5000 113.65 

ScalarPositiveMeasuredParam 1 25000000 136866.27 

ScalarNegativeRPMParam 0 5000 110.7 

ScalarNegativeMeasuredParam 1 10000 57.61 
Tabelle 7: Parameter und zugehörige Parameterwerte des Modells des Reaktionsrades für Drehratenkommandierung, 
nach der automatischen Kalibrierung. 

Tabelle 7 zeigt die Parameter des Modells des Reaktionsrades und die zugehörigen Werte, 

die durch die automatische Kalibrierung bestimmt wurden. Es ist zu sehen, dass selbst bei 

sehr großen initialen Intervallen für die Parameter, die resultierende Genauigkeit sehr hoch 

ist. 

Wiederholte Läufe des Algorithmus ließen die Werte der Parameter gegen ähnliche Werte 

konvergieren. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

OffsetParam 9.82 9.35 9.43 9.89 

BaseCurrentParam 64.98 64.94 64.94 65.01 

ScalarPositiveRPMParam 113.65 113.45 113.41 113.71 

ScalarPositiveMeasuredParam 136866.27 136961.28 136993.67 137031.02 

ScalarNegativeRPMParam 110.7 110.54 110.54 110.78 

ScalarNegativeMeasuredParam 57.61 57.6 57.61 57.59 
Tabelle 8: Parameterwerte für verschiedene Durchläufe (Iterationen i = 1,…,4) der automatischen Kalibrierung für das 
Modell des Reaktionsrades für Drehratenkommandierung. 

0

20

40

60

80

100

120

140

160

-5000

-4000

-3000

-2000

-1000

0

1000

2000

1

3
4

6
7

1
0

0

1
3

3

1
6

6

1
9

9

2
3

2

2
6

5

2
9

8

3
3

1

3
6

4

3
9

7

4
3

0

4
6

3

4
9

6

5
2

9

5
6

2

5
9

5

6
2

8

6
6

1

6
9

4

7
2

7

7
6

0

7
9

3

8
2

6

8
5

9

8
9

2

9
2

5

9
5

8

9
9

1

I (
m

A
)

D
re

h
ra

te
 (

R
P

M
)

Sample Nr.

Commanded RPM Measured RPM Measured Current Simulated Current



150 
 

Tabelle 8 zeigt die Werte der Parameter des Reaktionsradmodells für verschiedene 

Durchläufe des Algorithmus. Es ist zu erkennen, dass sich die Werte der Parameter jedes 

Durchlaufs kaum voneinander unterschieden. Dies legt nahe, dass das Modell nicht 

überparametrisiert ist und sich die einzelnen Parameter gegenseitig nicht wesentlich 

kompensieren können. Für unterschiedliche Durchläufe schwankte die Genauigkeit um 

höchstens 0,1 Prozentpunkte. Die automatische Kalibrierung des Reaktionsrades zeigt, dass 

die automatische Kalibrierung zuverlässig gute Ergebnisse liefert. 

 

8.1.2 Drehmomentkommandierung 

Für die Drehmomentkommandierung erhält das Reaktionsradmodell das kommandierte 

Drehmoment in Form einer Drehratenänderung, sowie die gemessene Drehrate und 

berechnet daraus den Stromverbrauch des Reaktionsrades. Zur Erzeugung der für die 

Kalibrierung benötigten Daten, wurden, ähnlich wie auch bei der Erfassung der 

Trainingsdaten für die Drehratenkommandierung, zufällige Drehmomente kommandiert und 

für eine kurze Zeitspanne gehalten. Anschließend wurde ein neues Drehmoment 

kommandiert. Dieser Vorgang wurde wiederholt durchgeführt. Es wurden 12 Messungen pro 

Sekunde durchgeführt und zu einer Datenreihe hinzugefügt. Es wurden insgesamt 9458 

Messungen durchgeführt. Die ersten 5000 Datenpunkte wurden für die Kalibrierung des 

Modells verwendet. Die restlichen 4458 Datenpunkte wurden als Testdaten verwendet. Alle 

Ergebnisse beziehen sich auf die Testdaten. 

 
Abbildung 76: Kommandiertes Drehmoment und tatsächliche Drehrate des Reaktionsrades. 

Abbildung 76 zeigt das kommandierte Drehmoment und die tatsächliche Drehrate des 

Reaktionsrades für 1000 Datenpunkte der Testdaten. Es ist zu erkennen, dass ein höheres 

kommandiertes Drehmoment zu einer stärkeren Beschleunigung des Reaktionsrades führt. 
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Abbildung 77: Kommandiertes Drehmoment, tatsächliche Drehrate und Stromverbrauch des Reaktionsrades.  

Abbildung 77 zeigt das kommandierte Drehmoment, die tatsächliche Drehrate und den 

Stromverbrauch des Reaktionsrades für 1000 Datenpunkte der Testdaten. Im Gegensatz zur 

Drehratenkommandierung sind bei der Drehmomentkommandierung die Stromspitzen 

während der Beschleunigungsphase geringer. Jedoch gibt es bei der 

Drehmomentkommandierung starke Stromabfälle bei einer Änderung der Drehrichtung. Die 

Dauer dieses Abfalls ist abhängig von der aktuellen Drehrate, dem kommandierten 

Drehmoment und dem Regler. Die Dauer dieses Abfalls ist schwer vorherzusagen und senkt 

dadurch die Genauigkeit des Modells bei der Drehmomentkommandierung. 

Das Modell des Reaktionsrades für die Drehmomentkommandierung unterscheidet, wie 

auch bei der Drehratenkommandierung, zwischen Be- und Entschleunigung. Sollten das 

kommandierte Drehmoment und die tatsächliche Drehrate das gleiche Vorzeichen haben, so 

findet eine Beschleunigung statt, ansonsten eine Entschleunigung. Die Stromspitzen, 

während der Beschleunigung, fallen geringer als bei der Drehratenkommandierung aus, da 

der Regler im Falle der Drehmomentkommandierung die Drehrate in wesentlich kürzeren 

Intervallen anpasst. Bei der Drehmomentkommandierung prüft der Regler in kurzen 

Abständen die tatsächliche Drehrate und kommandiert eine neue Drehrate, um das 

kommandierte Drehmoment umzusetzen. Die Drehmomentkommandierung ist damit nichts 

Anderes, als eine in kürzeren Abständen wiederholte Drehratenkommandierung, wobei die 

kommandierte Drehrate sich jeweils nur geringfügig von der tatsächlichen Drehrate 

unterscheidet. Je größer der Unterschied zwischen der kommandierten und der 

tatsächlichen Drehrate, desto größer sind die Stromspitzen. Bei der 

Drehmomentkommandierung sind die Unterschiede zwischen der kommandierten und der 

tatsächlichen Drehrate gering und damit auch die Stromspitzen während der 

Beschleunigung. Der Stromverbrauch des Reaktionsrades wird als linear zur tatsächlichen 

Drehrate angenommen. 

Parameter Unterer Grenzwert Oberer Grenzwert 

BaseCurrentParam 0 100 

ScalarNegativeTorqueParam 1 5000 

ScalarPositiveTorqueParam 1 5000 
Tabelle 9: Parameter und zugehörige Grenzwerte des Reaktionsradmodells für die Drehmomentkommandierung. 
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Tabelle 9 zeigt die Parameter und zugehörigen Grenzwerte des Reaktionsradmodells für die 

Drehmomentkommandierung. Der Parameter 𝐵𝑎𝑠𝑒𝐶𝑢𝑟𝑟𝑒𝑛𝑡𝑃𝑎𝑟𝑎𝑚 beschreibt den 

Stromverbrauch des Reaktionsrades, während keine Drehrate umgesetzt wird. Der 

Parameter 𝑆𝑐𝑎𝑙𝑎𝑟𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑇𝑜𝑟𝑞𝑢𝑒𝑃𝑎𝑟𝑎𝑚 wird benutzt, um den Stromverbrauch des 

Reaktionsrades in Abhängigkeit der aktuellen tatsächlichen Drehrate, während einer 

Beschleunigungsphase, zu berechnen. Der Parameter 𝑆𝑐𝑎𝑙𝑎𝑟𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑇𝑜𝑟𝑞𝑢𝑒𝑃𝑎𝑟𝑎𝑚 wird 

benutzt, um den Stromverbrauch des Reaktionsrades in Abhängigkeit der aktuellen 

tatsächlichen Drehrate, während einer Entschleunigungsphase, zu berechnen. 

Das Modell wurde mithilfe von 5000 Datenpunkten kalibriert. Es wurde eine 

Populationsgröße und eine maximale Generationenanzahl von jeweils 1000 gewählt. Die 

Mutations- und Rekombinationswahrscheinlichkeit des Kalibrierer GA wurde auf jeweils 0.02 

und die Mutations- und Rekombinationswahrscheinlichkeit des Diversifizierer GA auf jeweils 

0.8 gesetzt. Die restlichen Parameter wurden, wie in Kapitel 7.2.1 und 7.2.2 beschrieben, 

gewählt. Die Laufzeit des Algorithmus Betrug etwa 46 Minuten. 

 
Abbildung 78: Kommandiertes Drehmoment, tatsächliche Drehrate, gemessener Stromverbrauch des Reaktionsrades 
und simulierter Stromverbrauch des Modells des Reaktionsrades.  

Abbildung 78 zeigt das kommandierte Drehmoment, die tatsächliche Drehrate und den 

gemessenen Stromverbrauch des Reaktionsrades, sowie den simulierten Stromverbrauch 

des Modells des Reaktionsrades für 1000 Datenpunkte der Testdaten. Die durchschnittliche 

Genauigkeit lag bei 92,5 % auf den Testdaten. Die Genauigkeit des Modells bei der 

Drehratenkommandierung liegt damit unter der Genauigkeit bei der 

Drehratenkommandierung. Dies war erwartet, da der Regler bei der 

Drehratenkommandierung deutlich öfter aktiv ist und der Regler eine Quelle von Rauschen 

ist. Während sich dieses Rauschen bei der Drehratenkommandierung nur bei einer Änderung 

der Drehrate bemerkbar macht, welche vergleichsweise selten erfolgt, führt der Regler bei 

der Drehratenkommandierung viele kleine Drehratenänderungen in sehr kurzen 

Zeitabständen hintereinander aus. Dieses Rauschen akkumuliert sich und verringert die 

Genauigkeit des Modells. 

  

-400

-300

-200

-100

0

100

200

300

400

500

-6000

-4000

-2000

0

2000

4000

6000

1

3
4

6
7

1
0

0

1
3

3

1
6

6

1
9

9

2
3

2

2
6

5

2
9

8

3
3

1

3
6

4

3
9

7

4
3

0

4
6

3

4
9

6

5
2

9

5
6

2

5
9

5

6
2

8

6
6

1

6
9

4

7
2

7

7
6

0

7
9

3

8
2

6

8
5

9

8
9

2

9
2

5

9
5

8

9
9

1

D
re

h
m

o
m

en
t 

(∆
 D

re
h

ra
te

)
I(

m
A

)

D
re

h
ra

te
 (

R
P

M
)

Sample Nr.

Measured RPM Commanded Torque Measured Current Simulated Current



153 
 

Parameter Unterer Grenzwert Oberer Grenzwert Wert 

BaseCurrentParam 0 100 71.34 

ScalarNegativeTorqueParam 1 5000 56.64 

ScalarPositiveTorqueParam 1 5000 161.61 
Tabelle 10: Parameter und zugehörige Parameterwerte des Modells des Reaktionsrades für 
Drehmomentkommandierung, nach der automatischen Kalibrierung. 

Tabelle 10 zeigt die Parameter und die zugehörigen Parameterwerte des 

Reaktionsradmodells für die Drehmomentkommandierung nach der automatischen 

Kalibrierung. Wiederholte Läufe des Algorithmus ließen die Parameter gegen ähnliche Werte 

konvergieren. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

BaseCurrentParam 71.34 71.4 71.24 71.34 

ScalarNegativeTorqueParam 56.64 56.68 56.54 56.62 

ScalarPositiveTorqueParam 161.61 162.06 160.74 161.60 
Tabelle 11: Parameterwerte für verschiedene Durchläufe der automatischen Kalibrierung für das Modell des 
Reaktionsrades für Drehmomentkommandierung. 

Tabelle 11 zeigt die Parameterwerte für verschiedene Durchläufe der automatischen 

Kalibrierung. Auch bei der automatischen Kalibrierung des Reaktionsradmodells für 

Drehratenkommandierung lieferten wiederholte Durchläufe der automatischen Kalibrierung 

nahezu identische Werte. Auch in diesem Fall bedeutet dies, dass das Modell nicht 

überparametrisiert ist. Für unterschiedliche Durchläufe schwankte die Genauigkeit um 

höchstens 0,1 Prozentpunkte. Da das Modell des Reaktionsrades sowohl für die 

Drehratenkommandierung als auch für die Drehmomentkommandierung mit hoher 

Genauigkeit kalibriert werden konnte, ist die automatische Kalibrierung in der Lage gewesen 

das Reaktionsrad vollständig zu kalibrieren. 

Im Folgenden soll der Verlauf der RMSE-Werte während der automatischen Kalibrierung 

beispielhaft am Modell des Reaktionsrades für Drehratenkommandierung diskutiert werden. 

Es werden die Hyperparameter des CGA verändert und deren Effekt auf den RMSE-Wert 

untersucht. 

 
Abbildung 79: Verlauf des Fitness-Wertes während der automatischen Kalibrierung. 
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Abbildung 79 zeigt den Verlauf des RMSE Fitness-Wertes während der automatischen 

Kalibrierung. Es ist zu sehen, dass der RMSE-Wert zu Beginn der Kalibrierung stark abnimmt 

und sich danach nur langsam verändert. Bei Generation 416 ist ein momentaner Abfall des 

RMSE-Wertes zu sehen, der auf die lokale Suche zurückzuführen ist, die durchgeführt wird, 

nachdem der CGA keine Verbesserung mehr erreichen kann. Nachdem die lokale Suche 

durchgeführt worden ist, verändert sich der RMSE-Wert nur noch unwesentlich. Die ist der 

typische Verlauf des RMSE-Wertes während der automatischen Kalibrierung. Der zyklische 

genetische Algorithmus führt eine globale Suche durch und nähert sich dem globalen 

Optimum an. Wenn der zyklische genetische Algorithmus die Lösung nicht weiter verbessern 

kann, wird eine lokale Suche durchgeführt, ausgehend von der besten, durch den zyklischen 

genetischen Algorithmus, gefundenen Position. Dies kann mehrfach iteriert werden, je 

nachdem, ob der zyklische genetische Algorithmus die Lösung der lokalen Suche weiter 

verbessern kann, oder die globale Suche eine neue bessere Lösung in einem anderen Bereich 

des Parameterraums finden kann, den die lokale Suche bis dahin nicht abdecken konnte. 

Um den Einfluss verschiedener Hyperparameter auf die Qualität der Kalibrierung zu 

untersuchen, wurden eine Vielzahl von Durchläufen, mit unterschiedlichen 

Hyperparameterkombinationen, durchgeführt. Zunächst wurde eine Populationsgröße von 

1000 mit einer maximalen Generationenanzahl von 1000 und einer Samplegröße von 5000 

Datenpunkten gewählt und mehrere Durchläufe mit unterschiedlichen Hyperparametern 

gestartet. 

 
Abbildung 80: Verläufe der Fitness-Werte für verschiedene Durchläufe des Algorithmus mit lokaler Suche. Die Werte 
eines jeden Verlaufs stehen von links nach rechts für die Anzahl der Samples, die Populationsgröße, die maximale Anzahl 
der Generationen, die Mutationswahrscheinlichkeit des Kalibrierer GA, die Rekombinationswahrscheinlichkeit des 
Kalibrierer GA und für die Mutations- und Rekombinationswahrscheinlichkeit des Diversifizierer GA. 

Abbildung 80 zeigt die Verläufe der RMSE Fitness-Werte für verschiedene Durchläufe des 

Algorithmus für verschiedene Hyperparameter mit lokaler Suche. Die Werte eines jeden 

Verlaufs stehen von links nach rechts für die Anzahl der Samples, die Populationsgröße, die 
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maximale Anzahl der Generationen, die Mutationswahrscheinlichkeit des Kalibrierer GA, die 

Rekombinationswahrscheinlichkeit des Kalibrierer GA und für die Mutations- und 

Rekombinationswahrscheinlichkeit des Diversifizierer GA. Die beiden letzteren sind hierbei 

stets 0.8, da der Diversifizierer die Aufgabe hat, die Population zu diversifizieren und daher 

auf eine hohe Mutationswahrscheinlichkeit angewiesen ist. Wenn die 

Mutationswahrscheinlichkeit des Diversifizierer GA zu stark verringert wird, trägt er nicht 

länger zur Diversifikation bei. Wie zu erkennen ist, unterscheiden sich die resultierenden 

RMSE-Werte nur unwesentlich. Dies liegt daran, dass die lokale Suche eine nichtoptimale 

Wahl von Hyperparametern für den CGA oft kompensieren kann. Der CGA hat die Aufgabe 

durch eine globale Suche in die Nähe eines globalen Optimums zu kommen und die lokale 

Suche hat die Aufgabe das genaue Optimum zu finden. Ein schlecht parametrisierter CGA 

wird Schwierigkeiten haben in die Nähe des globalen Optimums zu kommen, womit mehr 

Last auf der lokalen Suche liegt. Die lokale Suche ist anfällig in lokalen Optima stecken zu 

bleiben und garantiert kein globales Optimum. Ihre Effizienz nimmt umso stärker ab, je 

weiter der Startpunkt vom globalen Optimum entfernt liegt. Eine zu geringe Mutations- und 

Rekombinationswahrscheinlichkeit beim Kalibrierer GA lässt die Population zu langsam 

konvergieren, was sich allerdings durch eine höhere maximale Generationenanzahl 

kompensieren lässt. 

Da nicht garantiert ist, dass die lokale Suche immer ein globales Optimum findet, wird im 

Folgenden nur die Qualität der Kalibrierung durch den CGA betrachtet und daher die lokale 

Suche nicht verwendet. 

 
Abbildung 81: Verläufe der Fitness-Werte für verschiedene Durchläufe des Algorithmus ohne lokale Suche (für eine 
Erklärung der Legende siehe Abbildung 80). 

Abbildung 81 zeigt die Verläufe der RMSE Fitness-Werte für verschiedene Durchläufe des 

Algorithmus für verschiedene Hyperparameter ohne lokale Suche. Die besten Ergebnisse 

wurden jeweils mit geringen Mutations- und Rekombinationswahrscheinlichkeiten erzielt. 
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Hohe Mutationswahrscheinlichkeiten beim Kalibrierer GA lassen den Algorithmus zu einem 

Random-Walk-Algorithmus werden und das Ergebnis zu stark vom Zufall abhängen. Hohe 

Rekombinationswahrscheinlichkeiten hingegen sorgen, aufgrund der Verwendung einer 

Mittelwerts-Rekombinationsstrategie, zu einer zu schnellen Konvergenz gegen ein lokales 

Optimum. Eine Überwindung eines solchen Optimums ist für den Fall einer zu hohen 

Rekombinationswahrscheinlichkeit nur noch abhängig vom Diversifizierer und lässt den 

Algorithmus erneut zu einem Random-Walk-Algorithmus werden.  

 
Abbildung 82: Vergleich des Einflusses der einzelnen Komponenten des zyklischen genetischen Algorithmus auf die 
Qualität der Kalibrierung mit lokaler Suche (für eine Erklärung der Legende siehe Abbildung 80). 

Abbildung 82 zeigt den Einfluss der Mutation und Rekombination beider GAs des zyklischen 

genetischen Algorithmus auf die Qualität der Kalibrierung mit lokaler Suche. Ausgehend von 

einer Mutations- und Rekombinationswahrscheinlichkeit von jeweils 0.02 beim Kalibrierer 

GA und einer Mutations- und Rekombinationswahrscheinlichkeit von 0.8 beim Diversifizierer 

GA wurde jeweils eine Mutations- oder Rekombinationswahrscheinlichkeit auf 0 gesetzt und 

damit die entsprechende Mutations- oder Rekombinationsstrategie wirkungslos gemacht. 

Für die Datenreihe rmse-5000-1000-1000-0.02-0.02-0.0 wurde die Mutations- und 

Rekombinationswahrscheinlichkeit des Diversifizierer GA auf 0 gesetzt und dieser damit 

wirkungslos gemacht. Damit war für diese Datenreihe nur der Kalibrierer GA aktiv, wodurch 

der CGA einem einfachen GA entsprach. Es ist zu erkennen, dass der CGA für diese 

Datenreihe schnell keine Verbesserungen mehr erreichen konnte und ausgehend von der 

aktuellen ungünstigen Position eine lokale Suche durchgeführt hat. Auch hier ist zu 

erkennen, dass die lokale Suche eine nichtoptimale Wahl von Hyperparametern für den CGA 

oft kompensieren kann, mit Ausnahme der Datenreihe rmse-5000-1000-1000-0.02-0.0-0.8. 

Hier wurde keine Rekombination beim Kalibrierer GA verwendet. Für die Datenreihe rmse-

5000-1000-1000-0.0-0.02-0.8 wurde die Mutationswahrscheinlichkeit des Kalibrierer GA auf 

0 gesetzt, wodurch der CGA häufiger zu lokalen Optima konvergierte. Diese lokalen Optima 

konnten nur noch mithilfe des Diversifizierer GA überwunden werden, wodurch der RMSE 

insgesamt nur langsam abnahm. Zur besseren Untersuchung des Einflusses der einzelnen 

Teile des CGA, wird erneut die lokale Suche deaktiviert. 
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Abbildung 83: Vergleich des Einflusses der einzelnen Komponenten des zyklischen genetischen Algorithmus auf die 
Qualität der Kalibrierung ohne lokale Suche (für eine Erklärung der Legende siehe Abbildung 80). 

Abbildung 83 zeigt den Einfluss der Mutation und Rekombination beider GAs des zyklischen 

genetischen Algorithmus auf die Qualität der Kalibrierung ohne lokale Suche. An den 

zahlreichen langen Plateaus ist erneut zu sehen, wie die Entfernung der Mutation beim 

Kalibrierer GA die Population zu schnell gegen ein lokales Optimum konvergieren lässt. 

Verbesserungen werden nur noch durch eine Diversifikationsphase erreicht, wobei der 

Kalibrierer GA kurz danach wieder gegen ein lokales Optimum konvergiert. Wenn 

stattdessen die Rekombination des Kalibrierer GA entfernt wird, wird der Algorithmus einem 

Random-Walk ähnlich. Verbesserungen werden weiterhin erreicht, diese sind allerdings 

nicht mehr so zielgerichtet wie unter Einbezug von Rekombination, sondern stark 

zufallsabhängig. Je besser die aktuelle Lösung, desto schwieriger wird es, per Zufall, eine 

neue bessere Lösung zu finden. Wenn die Mutation und Rekombination des Kalibrierer GA 

unverändert bleibt und die Mutation und Rekombination des Diversifizierer GA entfernt 

wird, so resultiert ein einfacher, nicht zyklischer GA. Dieser konvergiert potentiell langsamer 

als der zyklische genetische Algorithmus, da er ohne den Diversifizierer GA mehr 

Generationen benötigt, um ein Plateau zu überwinden, sofern er das Plateau überhaupt 

überwinden kann. Weiterhin ist die Exploration des Suchraums ohne den Diversifizierer GA 

eingeschränkt, wodurch die Wahrscheinlichkeit in die Nähe eines globalen Optimums zu 

kommen reduziert ist. Im Allgemeinen lieferte die automatische Kalibrierung für alle 

sinnvollen Hyperparameterkombinationen eine hohe Genauigkeit von 94,2-96,9 % für das 

Reaktionsradmodell. Im Durchschnitt lieferte eine Mutations- und 

Rekombinationswahrscheinlichkeit von jeweils 0.02 für den Kalibrierer GA und eine 

Mutations- und Rekombinationswahrscheinlichkeit von 0.8 für den Diversifizierer GA die 

höchste Genauigkeit. Diese Werte haben für alle mit ihnen kalibrierten Modelle sehr gute 

Ergebnisse geliefert und werden für neue Modelle als Standardwerte verwendet. Die lokale 

Suche kann oft Schwächen des genetischen Algorithmus ausgleichen. Zu beachten ist, dass 

die lokale Suche anfällig für lokale Optima ist und keine Garantie bietet Schwächen des 

genetischen Algorithmus auszugleichen. Für optimale Ergebnisse muss der genetische 
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Algorithmus sinnvoll parametrisiert werden. Da die Suche nach optimalen Hyperparametern 

durch Trial-and-Error erfolgt und sehr zeitintensiv ist, sollten nur dann Änderungen an den 

Standard-Hyperparametern vorgenommen werden, wenn diese zu einer nicht ausreichend 

hohen Genauigkeit führen. Insbesondere sollte vor einer Veränderung der Hyperparameter 

untersucht werden, ob nicht das Modell Defizite aufweist. 

 

8.2 Entladeregler 
 

Um zu überprüfen, ob eine Komponente nur mithilfe von Telemetriedaten kalibriert werden 

kann, wurde der Entladeregler eines der beiden Energieversorgungsbusse des SONATE-

Nanosatelliten modelliert und kalibriert. Die Energieversorgung des Satelliten wird von den 

Solarpanelen und der Batterie übernommen. Jedoch benötigen die meisten Subsysteme und 

Nutzlasten eine Spannung, die von der Energieversorgung nicht direkt zur Verfügung gestellt 

werden kann. Aus diesem Grund wird ein Entladeregler verwendet, der die 

Ausgangsspannung der Energieversorgung zu einer Spannung konvertiert, unter der die 

Verbraucher funktionieren können. Die Verbraucher selbst sind dabei über einen vom 

Entladeregler geregelten Bus verbunden. Die prinzipielle Funktionsweise des Entladereglers 

ist 𝑃𝑖𝑛 = 𝑃𝑜𝑢𝑡, wobei 𝑃𝑜𝑢𝑡 die Leistung am Ausgang zum geregelten Bus beschreibt und 𝑃𝑖𝑛 

die Leistung am Ausgang zur Energieversorgung. Der Entladeregler ist eine der wichtigsten 

Komponenten des gesamten Satelliten, da er für die Versorgung der Subsysteme und 

Nutzlasten mit Energie sorgt. Entladeregler haben generell eine vergleichsweise hohe 

Ausfallwahrscheinlichkeit und sollten daher genau überwacht werden. 

Da Spannungskonvertierung nicht verlustfrei erfolgt, muss die Effizienz des Entladereglers 

berücksichtigt werden. Diese ist abhängig von der Last, das heißt vom Stromverbrauch aller 

Komponenten, die an den geregelten Bus angeschlossen sind. Die Effizienz des 

Entladereglers lässt sich durch eine skalierte und verschobene Sigmoid-Funktion abbilden. 

Obwohl der Entladeregler versucht eine konstante Spannung auf dem Bus zu halten, ist die 

tatsächliche Spannung auf dem Bus ebenfalls von der Last abhängig. Der Strom, der von der 

Energieversorgung bereitgestellt werden muss, ergibt sich dann aus der Spannung der 

Energieversorgung und der Last der Verbraucher, sowie der Effizienz des Entladereglers. Die 

Spannung der Energieversorgung wiederum, ist abhängig vom Strom, den sie bereitstellen 

muss. Diese zyklische Abhängigkeit lässt sich dadurch lösen, indem die Spannung der 

Energieversorgung, die maßgeblich durch die Batterie bestimmt wird, mithilfe des 

Ohm’schen Gesetzes 𝑈 = 𝑅 ⋅ 𝐼 umgerechnet wird. 𝐼 ist hierbei die Stromstärke 𝐼𝐿𝑎𝑠𝑡, die die 

Energieversorgung zur Verfügung stellen muss und 𝑅 der Gesamtwiderstand von der 

Stromquelle zum Eingang des Entladereglers, bestehend aus dem Innenwiderstand der 

Batterie, sowie dem Widerstand aller Leitungen zwischen der Energieversorgung und dem 

Entladeregler. Zu bestimmen sind die Stromstärke 𝐼𝐿𝑎𝑠𝑡, die die Energieversorgung zur 

Verfügung stellen muss, sowie die Busspannung 𝑈𝐵𝑢𝑠. Zur Modellierung wird eine 

Approximation der Leerlaufspannung verwendet. Hierfür werden für die Simulation des 

Entladereglers für den Zeitschritt 𝑖, der Wert der Spannung und Stromstärke der 

Energieversorgung des Zeitschrittes 𝑖 − 1 verwendet und mithilfe des Ohm’schen Gesetzes 
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die erwartete Leerlaufspannung der Batterie berechnet. Diese Leerlaufspannung wird zur 

aktuellen Spannung 𝑈𝐿𝑎𝑠𝑡 bei gegebener Last 𝐼𝐿𝑎𝑠𝑡 umgerechnet. Mit der aktuellen 

Spannung und 𝐼𝐿𝑎𝑠𝑡  wird die Leistung der Energieversorgung über 𝑃𝑖𝑛 = 𝑈𝐿𝑎𝑠𝑡 ⋅ 𝐼𝐿𝑎𝑠𝑡 

berechnet. Diese wird mit der Effizienz des Entladereglers skaliert und mit der Leistung des 

Busses 𝑃𝑜𝑢𝑡 = 𝑈𝐵𝑢𝑠 ⋅ 𝐼𝐵𝑢𝑠 gleichgesetzt, wobei sich 𝑈𝐵𝑢𝑠, aus der Spannung des Busses ohne 

Last, 𝐼𝐵𝑢𝑠 und dem Widerstand des Entladereglers sowie aller Leitungen zum Bus berechnet. 

Diese Gleichung muss nach 𝐼𝐿𝑎𝑠𝑡 aufgelöst werden. Das Ergebnis ist eine quadratische 

Gleichung, deren erste Lösung die Stromstärke ist, die die Energieversorgung zur Verfügung 

stellen muss. Die Busspannung kann unabhängig davon, wie vorher beschrieben, berechnet 

werden. 

Parameter Unterer Grenzwert Oberer Grenzwert 

BatResistanceParam 0 1 

BaseVoltageParam 0 5.2 

BoostResistanceParam 0 1 

SigmoidBaseParam 0 10 

SigmoidNegativeOffsetParam 0 7.5 

SigmoidScalarParam 0 1 

SigmoidOffsetParam 0 1 
Tabelle 12: Parameter und zugehörige Grenzwerte des Entladereglermodells. 

Tabelle 12 zeigt die Parameter des Modells des Entladereglers und deren zugehörige 

Grenzwerte. 𝐵𝑎𝑡𝑅𝑒𝑠𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑃𝑎𝑟𝑎𝑚 beschreibt den Innenwiderstand der Batterie, sowie 

aller Leitungen von der Energieversorgung zum Entladeregler. Der Parameter 

𝐵𝑎𝑠𝑒𝑉𝑜𝑙𝑡𝑎𝑔𝑒𝑃𝑎𝑟𝑎𝑚 gibt die Busspannung ohne Last an. 𝐵𝑜𝑜𝑠𝑡𝑅𝑒𝑠𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑃𝑎𝑟𝑎𝑚 

beschreibt den Widerstand des Entladereglers und aller Leitungen zum Bus. 

𝑆𝑖𝑔𝑚𝑜𝑖𝑑𝐵𝑎𝑠𝑒𝑃𝑎𝑟𝑎𝑚 ist die Basis der Sigmoid-Funktion, die zur Berechnung der Effizienz 

des Entladereglers verwendet wird. 𝑆𝑖𝑔𝑚𝑜𝑖𝑑𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑂𝑓𝑓𝑠𝑒𝑡𝑃𝑎𝑟𝑎𝑚 dient dazu, den 

Einfluss der Last der Verbraucher auf die Effizienz des Entladereglers anzupassen. 

𝑆𝑖𝑔𝑚𝑜𝑖𝑑𝑆𝑐𝑎𝑙𝑎𝑟𝑃𝑎𝑟𝑎𝑚 wird verwendet, um die Sigmoid-Funktion zu skalieren und 

𝑆𝑖𝑔𝑚𝑜𝑖𝑑𝑂𝑓𝑓𝑠𝑒𝑡𝑃𝑎𝑟𝑎𝑚 dient dazu, die Sigmoid-Funktion zu verschieben. 

Für die Kalibrierung des Entladereglers wurden Housekeeping-Daten des 

Qualifizierungsmodells des SONATE-Nanosatelliten verwendet. Die Housekeeping-Daten des 

Satelliten wurden alle zwei Sekunden erfasst, durch den on-board Computer zu einem Frame 

assembliert und per UHF/VHF Radio an eine Empfängerstation geschickt. Die 

Empfängerstation empfing diese Daten und fügte sie in eine Datenbank ein, aus der diese 

Daten entnommen und für die Kalibrierung verwendet wurden. 

Die aufgezeichneten Daten beinhalteten starkes Rauschen, das überwiegend durch 

Quantisierungsfehler verursacht wurde. Die Sensoren, die zur Erfassung der Daten 

verwendet wurden, wurden gewählt, sodass sie den maximalen Spannungs- und 

Stromumfang abdecken. Für Spannung ist dies 0 V-5,13 V und für Stromstärke 0 A-7,3 A. 

Diese analogen Signale wurden durch einen 10 Bit analog-digital Wandler (ADC) digitalisiert 

und auf 8 Bit herunterskaliert. Da das gesamte Spannungs- und Stromintervall nur noch 

durch 8 Bit beschrieben wird, entstehen gerade bei kleinen Strömen und Spannungen große 

relative Quantisierungsfehler. 
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Abbildung 84: Die durch den Entladeregler geregelte Busspannung, während keine Last anliegt (links) und der Strom der 
von der Energieversorgung angefordert wird, während keine Last anliegt (rechts).  

Abbildung 84 zeigt die, durch den Entladeregler geregelte, Busspannung und die Stromstärke 

am, mit der Energieversorgung verknüpften, Ausgang des Entladereglers, während keine Last 

anliegt. Die meisten Subsysteme und sämtliche Nutzlasten waren ausgeschaltet, bis auf den 

on-board Computer, sowie alle für den Leerlaufbetrieb benötigten Komponenten. Die 

Spannung während des Leerlaufbetriebs schwankte um bis zu 0,07 V und die Stromstärke 

um bis zu 0,14 A. Das Rauschen der Stromstärke ist, bedingt durch den hohen 

Quantisierungsfehler, unter geringer Last höher als die eigentliche Last, was die Genauigkeit 

für geringe Lasten verringert. 

 
Abbildung 85: Die vom Entladeregler geregelte Busspannung als Liniengraph (links) und als Punktgraph (rechts), zur 
Veranschaulichung des Quantisierungsfehlers. 

Abbildung 85 zeigt jeweils denselben Ausschnitt der aufgezeichneten, durch den 

Entladeregler geregelten, Busspannung, einmal als Linien-Graph und einmal als Punkt-Graph. 

Anhand des Punkt-Graphs sind sechs diskrete Spannungsniveaus zu erkennen. Dieses 

Rauschen ist auf den großen Quantisierungsfehler zurückzuführen. Mess- und 

Quantisierungsrauschen ist nicht vorhersagbar und beeinflusst die Genauigkeit des 

kalibrierten Modells negativ. Die Kalibrierung wurde durch Verwendung der ungefilterten 

Housekeeping-Daten durchgeführt. Insgesamt standen 11405 Datenpunkte zur Verfügung. 

Das Modell wurde mithilfe von 1000 Datenpunkten kalibriert. Die übrigen 10405 

Datenpunkte wurden als Testdaten verwendet. Alle Ergebnisse beziehen sich auf die 

Testdaten. Die Populationsgröße wurde auf 1000 und die maximale Anzahl an Generationen 

auf 100 gesetzt. Die Mutations- und Rekombinationswahrscheinlichkeit des Kalibrierer GA 

war jeweils 0.02 und die Mutations- und Rekombinationswahrscheinlichkeit des 

Diversifizierer GA war jeweils 0.8. Die restlichen Parameter wurden wie in Kapitel 7.2.1 und 

7.2.2 beschrieben gewählt. Die Laufzeit des Algorithmus betrug etwa 1,6 Minuten. 
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Abbildung 86: Vergleich der gemessenen Busspannung und der simulierten Busspannung des automatisch kalibrierten 
Entladereglermodells (links) und Vergleich der gemessenen Energieversorgungsstromstärke und der simulierten 
Energieversorgungsstromstärke des automatisch kalibrierten Entladereglermodells (rechts).  

Abbildung 86 zeigt den Vergleich der gemessenen Busspannung mit der simulierten 

Busspannung des automatisch kalibrierten Entladereglermodells und den Vergleich der 

gemessenen Energieversorgungsstromstärke mit der simulierten 

Energieversorgungsstromstärke des automatisch kalibrierten Entladereglermodells für 100 

Datenpunkte der Testdaten. Da die Busspannung vom Entladeregler konstant gehalten wird 

und sich immer im Bereich von 4,8 V bis 4,9 V befindet, ist hier der Quantisierungsfehler am 

deutlichsten. Die Genauigkeit des Modells ist jedoch hoch, da die absolute Abweichung jedes 

simulierten Wertes vom entsprechenden gemessenen Wert geringer als 0,06 V ist. Für die 

Stromstärke ist der Quantisierungsfehler weniger ersichtlich, da die Stromstärke einen 

größeren Bereich von 0,06 A bis 1,41 A abdeckt. 

Parameter Unterer Grenzwert Oberer Grenzwert Wert 

BatResistanceParam 0 1 0.13 

BaseVoltageParam 0 5.2 4.87 

BoostResistanceParam 0 1 0.04 

SigmoidBaseParam 0 10 1.47 

SigmoidNegativeOffsetParam 0 7.5 0.02 

SigmoidScalarParam 0 1 0.56 

SigmoidOffsetParam 0 1 0.62 
Tabelle 13: Parameter und zugehörige Parameterwerte des Modells des Entladereglers, nach der automatischen 
Kalibrierung. 

Tabelle 13 zeigt die Parameter, die zur Kalibrierung verwendet wurden, und die zugehörigen 

Parameterwerte, nach der automatischen Kalibrierung. Die durchschnittliche Genauigkeit 

der Busspannung war 99,6 % und die durchschnittliche Genauigkeit der Stromstärke der 

Energieversorgung war 87,5 %, was einer durchschnittlichen Gesamtgenauigkeit von 93,6 % 

entspricht. Zum Ausgleich des großen Quantisierungsfehlers wurde eine zusätzliche Metrik 

für den Entladeregler angewandt. Die Größe jeder Quantisierungsstufe 𝑏 betrug 0,029 A für 

die Stromstärke und 0,02 V für die Spannung. Für jeden Datenpunkt 𝑥 wurde für Spannung 

und Stromstärke jeweils ein Intervall 𝑇 = [𝑥 − 𝑏 ⋅ 𝑤, 𝑥 + 𝑏 ⋅ 𝑤], wobei 𝑤 = 1,2,3 ein 

einfacher Skalar ist. Wenn ein simulierter Wert 𝑠 innerhalb seines zugehörigen Intervalls 𝑇 

liegt, dann wird die Genauigkeit für diesen Datenpunkt als 1 angenommen, ansonsten ist die 

Genauigkeit dieses Datenpunkts seine prozentuale Abweichung vom nächstbefindlichen 
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unteren oder oberen Rand von 𝑇. Diese Metrik wurde verwendet, um den Einfluss des 

Quantisierungsfehlers auf die Genauigkeit des Modells zu untersuchen, indem versucht 

wurde den Quantisierungsfehler unterschiedlich stark auszugleichen. Der Skalar 𝑤 wurde auf 

drei beschränkt, da die Messwerte ein Maximum von sechs Quantisierungsstufen aufzeigten. 

Aus diesem Grund liegt der tatsächliche Wert stets in einem symmetrischen Intervall von 

±3 ⋅ 𝑏 um den gemessenen Wert. Für 𝑤 = 3 war die Genauigkeit der Spannung ungefähr 

100 % und die Genauigkeit der Stromstärke war 99,5 %. Die Metrik wurde außerdem auch 

für die weniger relevanten Werte von 𝑤 angewandt. Für 𝑤 = 2 war die Genauigkeit der 

Spannung ungefähr 100 % und die Genauigkeit der Stromstärke war 98,3 %. Für 𝑤 = 1 war 

die Genauigkeit der Spannung 99,9 % und die Genauigkeit der Stromstärke war 95 %. 

Dieselbe Metrik lieferte keine signifikanten Änderungen für das Modell des Reaktionsrades 

aus Kapitel 8.1 und das Modell des Testaufbaus aus Kapitel 8.5, da die Sensoren des 

Reaktionsrades und des Testaufbaus 10 Bit bzw. 12 Bit ADC-Werte im Vergleich zu den 8 Bit 

ADC-Werten des Entladereglers nutzten und ihr Quantisierungsfehler daher deutlich 

geringer war. Die Metrik zeigte auch keine signifikanten Unterschiede bei den Magnetspulen 

von Kapitel 8.3 und der Batterie von Kapitel 8.4. Sowohl die Batterie als auch die Spulen 

verwendeten zwar ebenfalls nur 8 Bit ADC-Werte, bei der Batterie war allerdings der 

absolute Fehler sehr gering und bei den Spulen war der Quantisierungsfehler 

vernachlässigbar, da der Bereich von Stromwerten, auf den sich die 8 Bit des ADC aufteilten, 

deutlich geringer war. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

BatResistanceParam 0.13 0.14 0.12 0.2 

BaseVoltageParam 4.87 4.87 4.87 4.86 

BoostResistanceParam 0.04 0.03 0.04 0.01 

SigmoidBaseParam 1.47 0.92 0.94 0.11 

SigmoidNegativeOffsetParam 0.02 1.37 2.29 0.64 

SigmoidScalarParam 0.56 0.4 0.18 0.11 

SigmoidOffsetParam 0.62 0.72 0.84 0.84 
Tabelle 14: Parameter für verschiedene Durchläufe der automatischen Kalibrierung für das Modell des Entladereglers. 

Tabelle 14 zeigt die Parameterwerte für verschiedene Durchläufe der automatischen 

Kalibrierung. Wiederholte Läufe des Algorithmus lieferten unterschiedliche Parameterwerte, 

was allerdings erwartet war, da die Widerstands- und Sigmoid-Parameter sich gegenseitig 

kompensieren können. Sowohl die Genauigkeit der Spannung als auch der Stromstärke sind 

hoch, unter Berücksichtigung der hohen Quantisierungsfehler. Für unterschiedliche Läufe 

schwankte die durchschnittliche Genauigkeit um höchstens 0,1 Prozentpunkte. Die 

Kalibrierung des Entladereglers zeigt, dass eine automatische Kalibrierung nur mithilfe der 

Housekeeping Daten des Satelliten durchgeführt werden kann. 
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8.3 Magnetspulen 
 

Eine weitere Satellitenkomponente, die modelliert und kalibriert wurde, sind die 

Magnetspulen in X-, Y- und Z-Richtung, die mit einem der Energieversorgungsbusse des 

Qualifikationsmodells des SONATE-Nanosatelliten verbunden sind. Die Magnetspulen sind 

Teil des Lageregelungssystems und dienen dazu, den Satelliten in seinem Orbit auszurichten. 

Hierfür wird jede Magnetspule mit einem PWM-Signal (Pulsweitenmodulations-Signal) 

kommandiert und entsprechend unter Strom gesetzt, wodurch ein Magnetfeld aufgebaut 

wird. Dieses Magnetfeld interagiert mit dem Erdmagnetfeld und führt so zu einer 

Ausrichtung des Satelliten entlang einer bestimmten Achse. Da jede Spule nur für eine Achse 

zuständig ist, verwendet der Satellit jeweils eine Spule in X-, Y- und Z-Richtung. Die Spule in 

X-Richtung ist eine Ferritkernspule und die Spulen in Y- und Z- Richtung sind Luftspulen. Jede 

Spule verfügt zwar über einen eigenen Stromsensor, allerdings konnte dieser nicht zur 

Aufzeichnung des Stroms der Spulen verwendet werden, da er über einen negativen Offset 

verfügte. Bei einem negativen Offset muss zunächst ein gewissen Stromwert erreicht 

werden, sodass der Sensor ausreichend genaue Messwerte liefert. Da der Stromverbrauch 

der Spulen relativ gering ist, und der negative Offset einen Großteil des Bereichs des 

Stromverbrauchs abgedeckt hat, wurde eine Alternativlösung zum Aufzeichnen der Daten 

gewählt. Die Spulen in X-, Y- und Z-Richtung sind über die Abschlussleiterplatine mit der 

Energieversorgung des Satelliten verbunden. Auf der Abschlussleiterplatine befindet sich 

darüber hinaus ein Microcontroller mit annehmbar konstantem Stromverbrauch und ein 

Stromsensor ohne negativen Offset. Die drei Spulen wurden zusammen mit der 

Abschlussleiterplatine und dem sich darauf befindlichen Microcontroller modelliert. Dieses 

Modell erhält die PWM-Werte der X-, Y- und Z-Spulen als Eingabe und berechnet den 

Gesamtstromverbrauch der Abschlussleiterplatine. Das Modell selbst verwendet 15 

Parameter. Tabelle 15 gibt eine Übersicht über die verwendeten Parameter. 

Parameter Unterer Grenzwert Oberer Grenzwert 

BaseCurrentParam 0 50 

Index1XParam 0 255 

Index2XParam 0 255 

Index3XParam 0 255 

Index1YZParam 0 255 

Index2YZParam 0 255 

Index3YZParam 0 255 

Scalar1XParam 0 20 

Scalar2XParam 0 20 

Scalar3XParam 0 20 

Scalar4XParam 0 20 

Scalar1YZParam 0 20 

Scalar2YZParam 0 20 

Scalar3YZParam 0 20 

Scalar4YZParam 0 20 
Tabelle 15: Parameter und zugehörige Grenzwerte des Magnetspulen- und Abschlussleiterplatinenmodells 
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Der Stromverbrauch der Abschlussleiterplatine wird durch das Aufsummieren des 

Verbrauchs des Microcontrollers und aller Spulen berechnet. Der Parameter 

𝐵𝑎𝑠𝑒𝐶𝑢𝑟𝑟𝑒𝑛𝑡𝑃𝑎𝑟𝑎𝑚 beschreibt den Stromverbrauch des Microcontrollers auf der 

Abschlussleiterplatine. Dieser kann als konstant und unabhängig von den Spulen 

angenommen werden. Die restlichen Parameter beziehen sich auf die Spulen. Da zwei 

verschiedene Spulentypen im SONATE-Nanosatelliten verbaut wurden, nämlich 

Ferritkernspulen in X-Richtung und Luftspulen in Y- und Z-Richtung, wird auch eine 

Unterscheidung bei den Parametern für die Modellierung der Spulen in X- Richtung und in 

YZ-Richtung gemacht. Da die Spulen in Y- und Z-Richtung baugleich sind, wird hier keine 

weitere Unterscheidung der Parameter durchgeführt. Jeder Spulentyp verfügt über drei 

Indexparameter. Für die Spulen in X-Richtung sind dies 𝐼𝑛𝑑𝑒𝑥1𝑋𝑃𝑎𝑟𝑎𝑚, 𝐼𝑛𝑑𝑒𝑥2𝑋𝑃𝑎𝑟𝑎𝑚, 

𝐼𝑛𝑑𝑒𝑥3𝑋𝑃𝑎𝑟𝑎𝑚 und für die Spulen in YZ-Richtung sind dies die Parameter 

𝐼𝑛𝑑𝑒𝑥1𝑌𝑍𝑃𝑎𝑟𝑎𝑚, 𝐼𝑛𝑑𝑒𝑥2𝑌𝑍𝑃𝑎𝑟𝑎𝑚 und 𝐼𝑛𝑑𝑒𝑥3𝑌𝑍𝑃𝑎𝑟𝑎𝑚. Diese Parameter teilen den 

PWM-Bereich in Abschnitte ein. Wenn sich der kommandierte PWM-Wert einer Spule 

innerhalb eines, der durch einen Indexparameter gegebenen, Intervalls befindet, so wird der 

PWM-Wert mit dem, dem Indexparameter entsprechenden, Skalarparameter skaliert und 

zum aktuellen Gesamtstrom addiert. Die Skalarparameter der Spule in X-Richtung sind 

𝑆𝑐𝑎𝑙𝑎𝑟1𝑋𝑃𝑎𝑟𝑎𝑚, 𝑆𝑐𝑎𝑙𝑎𝑟2𝑋𝑃𝑎𝑟𝑎𝑚, 𝑆𝑐𝑎𝑙𝑎𝑟3𝑋𝑃𝑎𝑟𝑎𝑚, 𝑆𝑐𝑎𝑙𝑎𝑟4𝑋𝑃𝑎𝑟𝑎𝑚 und die 

Skalarparameter der Spulen in YZ-Richtung sind 𝑆𝑐𝑎𝑙𝑎𝑟1𝑌𝑍𝑃𝑎𝑟𝑎𝑚, 𝑆𝑐𝑎𝑙𝑎𝑟2𝑌𝑍𝑃𝑎𝑟𝑎𝑚, 

𝑆𝑐𝑎𝑙𝑎𝑟3𝑌𝑍𝑃𝑎𝑟𝑎𝑚 und 𝑆𝑘𝑎𝑙𝑎𝑟4𝑌𝑍𝑃𝑎𝑟𝑎𝑚. Der vierte Skalarparameter einer jeden Spule 

wird verwendet, wenn der PWM-Wert einer Spule außerhalb aller, durch die 

entsprechenden Indexparameter definierten, Intervalle liegt. Hierdurch ist das Verhalten der 

Spulen stets definiert. 

Zum Generieren der Daten wurden den drei Magnetspulen jeweils zufällige PWM-Werte 

kommandiert. Das eigentliche Aufzeichnen der Daten erfolgte durch den on-board Computer 

des Qualifikationsmodells des SONATE-Nanosatelliten. Der Abstand zwischen zwei 

Datenpunkten betrug zwei Sekunden. Die aufgezeichneten Daten wurden, wie auch beim 

Entladeregler, der Telemetriedatenbank entnommen. Insgesamt standen 8136 Datenpunkte 

zur Verfügung. Die ersten 5000 Datenpunkte wurden als Trainingsdaten verwendet und die 

restlichen 3136 Datenpunkte als Testdaten. Eine Besonderheit beim Aufzeichnen der Daten 

war, das der PWM-Wert und der zugehörige Strom asynchron erfasst wurden. Bei einer 

Änderung des PWM-Werts, wurde der neue PWM-Wert schneller erfasst als die Änderung 

des Stroms. Dies führte dazu, dass nach einer Änderung des PWM-Wertes von einem Wert 

𝑃𝑊𝑀𝑥 zu einem Wert 𝑃𝑊𝑀𝑦 für eine gewisse Zeit weiterhin der Strom für 𝑃𝑊𝑀𝑥 

aufgezeichnet wurde. In den aufgezeichneten Daten macht sich das durch die Wertepaare 

… , (𝑃𝑊𝑀𝑥, 𝐼(𝑃𝑊𝑀𝑥)), (𝑃𝑊𝑀𝑦, 𝐼(𝑃𝑊𝑀𝑥)) , … , (𝑃𝑊𝑀𝑦, 𝐼(𝑃𝑊𝑀𝑥)) , (𝑃𝑊𝑀𝑦, 𝐼(𝑃𝑊𝑀𝑦)) , …  

bemerkbar. 
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Abbildung 87: Verzögerung bei der Erfassung des PWM-Wertes der Magnetspule in X-Richtung und dem Stromverbrauch 
der Abschlussleiterplatine.  

Abbildung 87 zeigt die Verzögerung bei der Erfassung des PWM-Wertes der Spulen und des 

Stromverbrauchs der Abschlussleiterplatine, für ein Beispiel, bei dem der PWM-Wert der 

Spule in X-Richtung verändert wurde, während der PWM-Wert aller anderen Spulen auf 0 

gehalten wurde. Der geänderte PWM-Wert wird früher erfasst, als der geänderte 

Stromwert, obwohl die Stromänderung momentan erfolgt. Dies liegt daran, dass der on-

board Computer die verschiedenen Sensoren mit einer unterschiedlichen Frequenz abfragt. 

Der Stromsensor der Abschlussleiterplatine wird mit einer geringeren Frequenz abgefragt 

und daher seltener aktualisiert. Dieser Umstand reduziert unvermeidlich die Genauigkeit des 

Modells der Abschlussleiterplatine und der Spulen. Zur Kalibrierung des Modells der 

Abschlussleiterplatine und der Spulen, bestehend aus den Spulen in X-, Y- und Z-Richtung 

sowie dem Microcontroller der Abschlussleiterplatine, wurde eine Populationsgröße und 

maximale Anzahl an Generationen von jeweils 1000 gewählt. Die Mutations- und 

Rekombinationswahrscheinlichkeit des Kalibrierer GA wurde auf jeweils 0.02 und die 

Mutations- und Rekombinationswahrscheinlichkeit des Diversifizierer GA auf jeweils 0.8 

gesetzt. Die restlichen Parameter wurden, wie in Kapitel 7.2.1 und 7.2.2 beschrieben, 

gewählt. Die Laufzeit des Algorithmus betrug etwa 1,5 Stunden. 

 
Abbildung 88: Vergleich des gemessenen Stromverbrauchs der Magnetspulen und der Abschlussleiterplatine mit dem 
simulierten Stromverbrauch des Magnetspulen- und Abschlussleiterplatinenmodells.   
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Abbildung 88 zeigt den Vergleich des gemessenen Stromverbrauchs der Magnetspulen und 

der Abschlussleiterplatine mit dem simulierten Stromverbrauch des Magnetspulen- und 

Abschlussleiterplatinenmodells. Die Genauigkeit war trotz der Verzögerung beim Erfassen 

des Stromwertes nach einer Änderung des PWM-Wertes sehr hoch mit 94,1 % auf den 

Testdaten. 

Parameter Unterer Grenzwert Oberer Grenzwert Wert 

BaseCurrentParam 0 50 9 

Index1XParam 0 255 103.52 

Index2XParam 0 255 141.67 

Index3XParam 0 255 219.94 

Index1YZParam 0 255 124.24 

Index2YZParam 0 255 159.92 

Index3YZParam 0 255 223.01 

Scalar1XParam 0 20 16.43 

Scalar2XParam 0 20 10.39 

Scalar3XParam 0 20 7.93 

Scalar4XParam 0 20 5.5 

Scalar1YZParam 0 20 8.91 

Scalar2YZParam 0 20 7.33 

Scalar3YZParam 0 20 5.71 

Scalar4YZParam 0 20 4.77 
Tabelle 16: Parameter und zugehörige Parameterwerte des Magnetspulen- und Abschlussleiterplatinenmodells, nach der 
automatischen Kalibrierung. 

Tabelle 16 zeigt die Parameter des Spulenmodells sowie deren Grenz- und Parameterwerte, 

nachdem die automatische Kalibrierung durchgeführt wurde. Wiederholte Läufe des 

Algorithmus lieferten ähnliche Ergebnisse mit einer Abweichung von maximal 0,007 

Prozentpunkten. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

BaseCurrentParam 9 9 9.01 8.98 

Index1XParam 103.52 107.03 105.69 128.17 

Index2XParam 141.67 149.91 155.18 196.31 

Index3XParam 219.94 234.88 205.47 217.18 

Index1YZParam 124.24 123.76 85.34 125.67 

Index2YZParam 159.92 158.69 156.2 157.12 

Index3YZParam 223.01 228.62 236.13 224.9 

Scalar1XParam 16.43 16.41 15.36 13.63 

Scalar2XParam 10.39 10.39 10.4 8.37 

Scalar3XParam 7.93 7.93 7.85 6.82 

Scalar4XParam 5.5 5.5 5.59 5.48 

Scalar1YZParam 8.91 8.91 10.05 8.82 

Scalar2YZParam 7.33 7.33 7.72 7.34 

Scalar3YZParam 5.71 5.71 5.68 5.78 

Scalar4YZParam 4.77 4.78 4.67 4.79 
Tabelle 17: Parameterwerte für verschiedene Durchläufe der automatischen Kalibrierung für das Magnetspulen- und 
Abschlussleiterplatinenmodell. 
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Tabelle 17 zeigt die Parameter des Spulenmodells und deren zugehörige Werte für 

unterschiedliche Durchläufe der automatischen Kalibrierung. Die einzelnen Parameter 

nahmen nur leicht unterschiedliche Werte an, da die Parameter sich gegenseitig nur 

geringfügig kompensieren konnten. Der Parameter 𝐵𝑎𝑠𝑒𝐶𝑢𝑟𝑟𝑒𝑛𝑡𝑃𝑎𝑟𝑎𝑚, der nur sehr 

schwach durch andere Parameter kompensiert werden kann, nahm in jedem Durchlauf fast 

identische Werte an. Es ist zu erkennen, dass die automatische Kalibrierung für nicht stark 

überparametrisierte Modelle bei jedem Durchlauf ähnliche Ergebnisse liefert. 

 

8.4 Batterie 
 
Weiterhin wurde ein Modell einer Batterie des Qualifikationsmodells des SONATE-

Nanosatelliten erstellt. Die Batterie versorgt den Satelliten mit Strom. Verbraucher belasten 

die Batterie und sorgen für einen Abfall der Ausgangsspannung der Batterie. Je höher die 

Last, desto geringer die Ausgangsspannung. Das Modell der Batterie erhält als Eingabe die 

Last und die Batterieausgangsspannung aus der vorherigen Iteration, sowie die Last aus der 

aktuellen Iteration und berechnet daraus die erwartete Ausgangsspannung unter der 

aktuellen Last. Hierfür wird eine Approximation der Leerlaufspannung verwendet. Die 

Ausgangsspannung 𝑉𝐴𝑢𝑠𝑔𝑎𝑛𝑔 der Batterie, unter gegebener Last 𝐿, lässt sich mithilfe des 

Ohm’schen Gesetzes 𝑈 = 𝑅 ⋅ 𝐼 durch 𝑉𝐴𝑢𝑠𝑔𝑎𝑛𝑔 = 𝑉𝐿𝑒𝑒𝑟𝑙𝑎𝑢𝑓 − 𝑅𝐵𝑎𝑡𝑡𝑒𝑟𝑖𝑒 ⋅ 𝐿 berechnen, wobei 

𝑉𝐿𝑒𝑒𝑟𝑙𝑎𝑢𝑓 die Leerlaufspannung der Batterie und 𝑅𝐵𝑎𝑡𝑡𝑒𝑟𝑖𝑒 der Innenwiederstand der Batterie 

ist. Die Leerlaufspannung ist im Betrieb nicht direkt Messbar und wird daher mithilfe der 

Ausgangsspannung der Batterie 𝑉𝐴𝑢𝑠𝑔𝑎𝑛𝑔𝑡𝑖−1
 und der angelegten Last 𝐿𝑡𝑖−1

 aus der 

vorherigen Iteration durch 𝑉𝐿𝑒𝑒𝑟𝑙𝑎𝑢𝑓 = 𝑉𝐴𝑢𝑠𝑔𝑎𝑛𝑔𝑡𝑖−1
+ 𝑅𝐵𝑎𝑡𝑡𝑒𝑟𝑖𝑒 ⋅ 𝐿𝑡𝑖−1

 berechnet. Der 

Parameter 𝑅𝐵𝑎𝑡𝑡𝑒𝑟𝑖𝑒 ist hierbei wie in Tabelle 18 aufgeführt der einzige zu bestimmende 

Parameter. 

Parameter Unterer Grenzwert Oberer Grenzwert 

ResistanceParam 0 1 
Tabelle 18: Parameter und zugehörige Grenzwerte des Batteriemodells. 

Die Kalibrierung wurde durch Verwendung von Housekeeping-Daten durchgeführt. Die 

Daten stammen von den selben Housekeepingframes, mit denen auch der Entladeregler aus 

Kapitel 8.2 kalibriert wurde. Insgesamt standen 11405 Datenpunkte zur Verfügung. Das 

Modell wurde mithilfe von 5000 Datenpunkten kalibriert. Die übrigen 6405 Datenpunkte 

wurden als Testdaten verwendet. Alle Ergebnisse beziehen sich auf die Testdaten. Die 

Populationsgröße wurde auf 1000 und die maximale Anzahl an Generationen auf 100 

gesetzt. Die Mutations- und Rekombinationswahrscheinlichkeit des Kalibrierer GA war 

jeweils 0.02 und die Mutations- und Rekombinationswahrscheinlichkeit des Diversifizierer 

GA war jeweils 0.8. Die restlichen Parameter wurden wie in Kapitel 7.2.1 und 7.2.2 

beschrieben gewählt. Die Laufzeit des Algorithmus betrug etwa 10 Minuten. 
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Abbildung 89: Vergleich der gemessenen Batterieausgangsspannung mit der simulierten Batterieausgangsspannung des 
Batteriemodells.  

Abbildung 89 zeigt den Vergleich der gemessenen Batteriespannung mit der simulierten 

Batteriespannung des Batteriemodells. Die durchschnittliche Genauigkeit lag bei 99,8 % auf 

den Testdaten. Die hohe Genauigkeit ist darauf zurückzuführen, dass der absolute Fehler 

sehr gering war. Tabelle 19 zeigt den Wert des Parameters 𝑅𝑒𝑠𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑃𝑎𝑟𝑎𝑚 nach der 

automatischen Kalibrierung. 

Parameter Unterer Grenzwert Oberer Grenzwert Wert 

ResistanceParam 0 1 0.037 
Tabelle 19: Parameter und Parameterwerte des Batteriemodells, nach der automatischen Kalibrierung. 

Wiederholte Läufe des Algorithmus lieferten Genauigkeiten mit einer maximalen 

Abweichung von 6E-8 Prozentpunkten. Tabelle 20 zeigt die Werte des Parameters 

𝑅𝑒𝑠𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑃𝑎𝑟𝑎𝑚 für wiederholte Durchläufe des Algorithmus. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

ResistanceParam 0.037 0.037 0.037 0.037 
Tabelle 20: Parameterwerte für verschiedene Durchläufe der automatischen Kalibrierung für das Batteriemodell. 

Wie zu erkennen ist, sind die resultierenden Werte auf drei Nachkommastellen gerundet 

identisch. Ein Unterschied zwischen den einzelnen Parameterwerten taucht erst in der 

fünften Nachkommastelle auf. Dies liegt daran, dass der einzige Parameter des 

Batteriemodells trivialerweise nicht von anderen Parametern kompensiert werden konnte, 

und daher, um die Fitnessfunktion zu minimieren, immer denselben Wert annehmen 

musste. 

 

8.5 Testaufbau 
 

Zur Evaluation, ob ein Modell, das aus mehreren Komponenten besteht, und dessen 

Parameter sich in hohen Maße gegenseitig kompensieren können, automatisch kalibriert 

werden kann, wurde ein Testsystem aufgebaut und modelliert. Die Teile des Testaufbaus 

wurden vorher von einem Ingenieur als Kandidaten für den Einsatz im SONATE-

Nanosatelliten ausgewählt. Mithilfe von INA219 Sensoren, die mit einem Arduino verbunden 

waren, das von einem Raspberry Pi gesteuert wurde, wurden Messdaten aufgezeichnet. 
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Abbildung 90: Übersicht über den Aufbau des Testsystems. 

Abbildung 90 zeigt die Übersicht des Aufbaus des Testsystems. Während des Betriebs 

schickte das Raspberry Pi alle 30 Sekunden eine Anfrage an das Arduino, eine Messung 

durchzuführen. Das Arduino leitete diese Anfrage an die Messeinheit weiter, welche die 

Messungen durchführte und die Messdaten über einen I²C Bus an das Arduino übertrug. Das 

Arduino leitete diese Messdaten wiederum über eine serielle Schnittstelle an das Raspberry 

Pi weiter. Das Raspberry Pi erzeugte aus den Messdaten einen Datenrahmen, der an den 

Housekeepingframe des SONATE-Nanosatelliten angelehnt war und übertrug diesen per 

TCP/IP an einen PC, wo dieser Datenrahmen gespeichert wurde. Der Testaufbau selbst 

bestand aus einem Batteriepack, einem Laderegler, einem Tiefentladeschutz, einem 

Entladeregler, einem Stepper Motor HAT, einem 6 V DC Motor mit einer Schwungmasse, 

einem Labornetzteil, um die Batterien zu laden, und einer elektronischen Last. Der Stepper 

Motor HAT wurde von den Batterien versorgt. Das Raspberry Pi und das Arduino verfügten 

über eine eigene unabhängige Stromversorgung. 
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Komponente Hersteller und Modell 

Labornetzteil AIM-TTI Instruments QL355TP 

Laderegler TI BQ24170EVM-610-5V 

Batterie (2x) 2x Panasonic NCR18650B Li-Ion 

Entladeregler TI TPS61088EVM-677 PWR677 Rev. A 

Tiefentladeschutz TI BQ29700EVM-610 PWR610 Rev. A 

Elektronische Last Gossen Metrawatt 32EL150E30 

Stepper Motor HAT (Raspberry Pi) Adafruit 2348 

6 V DC Motor Karl Heinz Mauz RF-370CHV-22170 
Tabelle 21: Übersicht über die Komponenten des Testaufbaus. 

Tabelle 21 zeigt die Übersicht über die einzelnen Komponenten des Testaufbaus. Die 

Komponenten wurden einzeln geprüft und ausgemessen bevor sie verschaltet wurden. 

Einige der Widerstände des Ladereglers wurden ausgetauscht, sodass er mit den Strömen, 

die an Bord des Satelliten erwartet wurden, umgehen konnte. Um zu verhindern das 

Stromspitzen eine Entkopplung der Batterien vom Laderegler durch den Tiefentladeschutz 

verursachen, wurde ein 0,25R Widerstand zwischen den Laderegler und den 

Tiefentladeschutz eingefügt. Der erste Ansatz die Batterien zu modellieren war es, die 

Entladekurven für unterschiedliche Lasten aufzuzeichnen und diese dann mit 

parametrisierbaren Polynomen zu approximieren. Das Aufzeichnen dieser Kurven war 

langwierig, da ein Batteriepack aus zwei Batterien bestand und diese über eine 

Gesamtkapazität von 6400mAh verfügten. Um eine Entladekurve für eine Last von 320mA 

aufzuzeichnen, wurden etwa 18h benötigt. Nach dem Aufzeichnen einer Kurve musste die 

Batterie wieder vollständig geladen werden, was wiederum 8-12h benötigte. Um den 

Vorgang der Modellierung zu beschleunigen, wurden nur Kurven für 320mA, 640mA, 800mA, 

1280mA und 1500mA aufgezeichnet. Mit diesen Kurven wurde anschließend ein neuronales 

Netz trainiert, um Kurven für beliebige Lasten zu generieren. 

 
Abbildung 91: Screenshot der GUI der Software, die entwickelt wurde, um künstliche Entladekurven zu generieren (links) 
und künstlich generierte Entladekurven für 0,2 A, 0,4 A, 0,6 A, 0,8 A und 1,0 A (rechts). 

Abbildung 91 zeigt einen Screenshot der Software die entwickelt und verwendet wurde, um 

ein neuronales Netz auf aufgezeichneten Kurven zu trainieren und künstliche Entladekurven 

zu generieren (links) und generierte künstliche Entladekurven für 0,2 A, 0,4 A, 0,6 A, 0,8 A 

und 1,0 A (rechts). Die künstlich generierten Kurven wurden experimentell überprüft, indem 
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am Testaufbau, mithilfe der elektronischen Last, eine bestimmte Last eingestellt wurde und 

die gemessene Spannung mit der, von der generierten Kurve vorhergesagten, Spannung 

verglichen wurde. Die Kurven lieferten gute Ergebnisse, wobei dieser Ansatz trotzdem 

verworfen wurde, da alle gemessenen und generierten Kurven nahezu parallel verliefen, was 

zu dem Schluss führte, dass das Entladeverhalten maßgeblich von der angelegten Last und 

dem Innenwiderstand der Batterie beeinflusst wird. Aus diesem Grund wurde versucht, die 

Spannung der Batterie durch eine Approximation der Leerlaufspannung vorherzusagen, was 

vergleichbare Ergebnisse lieferte. Auf dieser Erkenntnis basiert auch die Modellierung der 

Batterie des Qualifikationsmodells des SONATE-Nanosatelliten aus Kapitel 8.4. Bei diesem 

Ansatz wird von der Leerlaufspannung der Batterie ausgegangen und die Batteriespannung 

𝑈𝐵𝑎𝑡𝑡𝑖
 unter der Last 𝐼𝐿𝑎𝑠𝑡𝑡𝑖

 zum Zeitpunkt 𝑡𝑖 durch 𝑈𝐵𝑎𝑡𝑡𝑖
= 𝑈𝐿𝑒𝑒𝑟𝑙𝑎𝑢𝑓𝑡𝑖−1

− 𝑅𝐵𝑎𝑡 ⋅ 𝐼𝐵𝑎𝑡𝑡𝑖
 

berechnet, wobei 𝑅𝐵𝑎𝑡 der Innenwiderstand der Batterie ist. Die Leerlaufspannung 

𝑈𝐿𝑒𝑒𝑟𝑙𝑎𝑢𝑓𝑡𝑖−1
 wird approximiert durch 𝑈𝐿𝑒𝑒𝑟𝑙𝑎𝑢𝑓𝑡𝑖−1

= 𝑈𝐵𝑎𝑡𝑡𝑖−1
+ 𝑅𝐵𝑎𝑡 ⋅ 𝐼𝐵𝑎𝑡𝑡𝑖−1

. Parameter 

wie Widerstände, Koeffizienten und Offsets wurden durch Messungen bestimmt und 

klassisch durch Trial-and-Error kalibriert. Da nicht alle Werte direkt messbar waren, wurden 

für diese Parameter initiale Werte geschätzt. Basierend auf diesen geschätzten Werten 

wurden anschließend iterativ Anpassungen getätigt, solange, bis eine annehmbare 

Übereinstimmung des beobachteten Verhaltens des realen Systems mit dem simulierten 

Verhalten des Modells erreicht wurde. Während der initialen Phase der Kalibrierung wurde 

die Qualität der Parameter durch einen optischen Vergleich der simulierten mit den 

aufgezeichneten Daten bestimmt. Dies war möglich, da die simulierten Daten anfänglich 

sehr stark von den aufgezeichneten Daten abwichen und Veränderungen deutlich zu 

beobachten waren. Sobald die Kurven anfingen sich anzugleichen, wurde der root-mean-

squared error als Qualitätsmetrik verwendet. Das Ergebnis der manuellen Kalibrierung war 

gut, wobei der Zeitaufwand sehr hoch war. Die manuelle Kalibrierung benötigte ca. zwei 

Tage, eingeschlossen der Durchführung von zusätzlichen Messungen, um Vermutungen zu 

überprüfen und ausgeschlossen der Zeit für die Modellbildung und das wiederholte Laden 

der Batterien. Die Qualität der manuellen Kalibrierung war gut, hing aber wesentlich von der 

Anzahl der ausprobierten Parameter ab. Der Testaufbau hatte einen entscheidenden Vorteil, 

nämlich die Möglichkeit Profile zur Überprüfung von Vermutungen aufzuzeichnen. Wären 

die zu modellierenden Komponenten Teil eines Systems, das sich bereits im Einsatz befindet, 

hätten solche Profile nicht mehr aufgezeichnet werden können. Ebenso können im 

Allgemeinen nicht für alle Parameter initiale Werte durch Messungen bestimmt werden, da 

beispielsweise manche Bauteile konstruktionsbedingt nicht erreicht werden können. 

Erschwerend kam hinzu, dass die manuelle Kalibrierung keinen Hinweis darauf lieferte, ob 

die aktuelle Genauigkeit durch Wahl anderer Parameter Werte hätte verbessert werden 

können, oder, ob die gewählten Parameter überhaupt ausreichen, um das Verhalten der 

jeweiligen Komponente vollständig zu erfassen. Dies wird weiter erschwert, wenn das 

Modell überparametrisiert ist, wodurch sich mehrere Parameter gegenseitig kompensieren 

können oder wenn Parameter einen nichtlinearen Zusammenhang zueinander aufweisen, 

wodurch eine Verbesserung der Genauigkeit nur dadurch erreicht werden kann, indem 

mehrere Parameter gleichzeitig angepasst werden. Die Modellierung des Systems auf 

Komponentenebene führte zu Überparametrisierung, da das Verhalten der einzelnen 

Komponenten oft von internen Widerständen, wie Verbindungswiderständen und 
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Bauelementwiderständen abhing, die auf Systemebene betrachtet in Serie geschaltet sind 

und sich somit gegenseitig kompensieren können. Das Simulationsmodell der Batterie des 

Testaufbaus enthielt Teile der Funktionalität des Entladereglers, da keine Messungen 

zwischen der Batterie und dem Entladeregler getätigt wurden, was eine strikte Trennung der 

Funktionalität der beiden Komponenten unnötig machte. 
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Parameter Unterer Grenzwert Oberer Grenzwert 

BResistanceParam 0 0.05 

AParam 0 1.5 

BOffsetParam 0 25 

MVoltageParam 0 100 

MPWM1Param 30 250 

MOffset1Param 0 150 

MScalar11Param 0 10 

MScalar12Param 0 10 

MPWM2Param 30 250 

MOffset2Param 0 150 

MScalar21Param 0 10 

MScalar22Param 0 10 

MPWM3Param 30 250 

MOffset3Param 0 150 

MScalar31Param 0 10 

MScalar32Param 0 10 

MPWM4Param 30 250 

MOffset4Param 0 150 

MScalar41Param 0 10 

MScalar42Param 0 10 

MPWM5Param 30 250 

MOffset5Param 0 150 

MScalar51Param 0 10 

MScalar52Param 0 10 

MPWM6Param 30 250 

MOffset6Param 0 150 

MScalar61Param 0 10 

MScalar62Param 0 10 

MOffset7Param 0 150 

MScalar71Param 0 10 

MScalar72Param 0 10 

LResistanceParam 0 0.2 

LConnectionResistanceParam 0 0.2 

TResistanceParam 0 0.2 

EBaseVoltageParam 4.5 5.2 

EResistanceParam 0 0.2 
Tabelle 22: Parameter und zugehörige Grenzwerte des Modells des Testaufbaus. 

Tabelle 22 zeigt die zur Kalibrierung verwendeten Parameter des Testaufbaus. Die Parameter 

der Batterie waren ihr Innenwiderstand 𝐵𝑅𝑒𝑠𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑃𝑎𝑟𝑎𝑚, der Gesamtwiderstand der 

Verbindung von der Batterie zum physikalischen Entladeregler 𝐴𝑃𝑎𝑟𝑎𝑚 und der Wert für 

den passiven Stromverbrauch des Entladereglers 𝐵𝑂𝑓𝑓𝑠𝑒𝑡𝑃𝑎𝑟𝑎𝑚. Da der Wertebereich der 

Last beim Testaufbau relativ klein war, wurde die Effizienz des Entladereglers als konstant 

angenommen. Für die Berechnung der Motorspannung, wurde der skalare Parameter 

𝑀𝑉𝑜𝑙𝑡𝑎𝑔𝑒𝑃𝑎𝑟𝑎𝑚 gewählt, da die Spannung linear mit dem kommandierten PWM-Signal 
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anstieg. Der Motorstrom stieg allerdings nichtlinear mit dem kommandierten PWM-Signal 

an, wodurch zur Modellierung der PWM-Strom Abhängigkeit des Motors abschnittsweise 

definierte lineare Funktionen 

𝑓𝑋(𝑀𝑃𝑊𝑀𝑋𝑃𝑎𝑟𝑎𝑚, 𝑀𝑂𝑓𝑓𝑠𝑒𝑡𝑋𝑃𝑎𝑟𝑎𝑚, 𝑀𝑆𝑐𝑎𝑙𝑎𝑟𝑋1𝑃𝑎𝑟𝑎𝑚, 𝑀𝑆𝑐𝑎𝑙𝑎𝑟𝑋2𝑃𝑎𝑟𝑎𝑚), mit 𝑋 =

1, … ,7, verwendet wurden. Der Parameter 𝑀𝑃𝑊𝑀𝑋𝑃𝑎𝑟𝑎𝑚 gibt an, bis zu welchem 

maximalen PWM-Wert 𝑓𝑋 angewendet wird. Der Parameter 𝑀𝑂𝑓𝑓𝑠𝑒𝑡𝑋𝑃𝑎𝑟𝑎𝑚 beschreibt 

einen konstanten Basis-Stromverbrauch und die Parameter 𝑀𝑆𝑐𝑎𝑙𝑎𝑟𝑋1𝑃𝑎𝑟𝑎𝑚 und 

𝑀𝑆𝑐𝑎𝑙𝑎𝑟𝑋2𝑃𝑎𝑟𝑎𝑚 dienen dazu, den Einfluss des PWM-Wertes auf den Stromverbrauch des 

Motors anzupassen. Abhängig von den Werten der 𝑀𝑃𝑊𝑀𝑋𝑃𝑎𝑟𝑎𝑚, werden nicht alle 𝑓𝑋 

vom Modell genutzt. Während der manuellen Kalibrierung wurden sieben 𝑓𝑋 modelliert. Das 

automatisch kalibrierte Modell hingegen verwendete lediglich fünf 𝑓𝑋. Anstelle der 𝑓𝑋 hätten 

auch parametrisierte Polynome oder parametrisierte kubische Splines verwendet werden 

können. Die restlichen Komponenten erhielten Widerstands- und Offset-Parameter. 

Insgesamt verfügte das Modell über 36 Parameter. Drei für die Batterie, zwei für den 

Stepper Motor HAT, einer für den Tiefentladeschutz, zwei für den Laderegler und 29 für den 

Motor. Das Modell wurde mithilfe von 500 Samples kalibriert. Die restlichen 356 

Datenpunkte wurden als Testdaten verwendet. Alle Ergebnisse beziehen sich auf die 

Testdaten. Die Populationsgröße und die maximale Anzahl an Generationen wurde auf 1000 

gesetzt, die Mutations- und Rekombinationswahrscheinlichkeit des Kalibrierer GA wurde auf 

0.02 gesetzt und die Mutations- und Rekombinationswahrscheinlichkeit des Diversifizierer 

GA wurde auf 0.8 gesetzt. Die restlichen Parameter wurden wie in Kapitel 7.2.1 und 7.2.2 

beschrieben gewählt. Die Laufzeit des Algorithmus betrug etwa eine Stunde. Im Folgenden 

werden die Ergebnisse der automatischen Kalibrierung des Testaufbaus anhand der Batterie 

und des Motors ausgewertet, da nur für diese Komponenten Ausgabemesswerte erfasst 

wurden. Die automatische Kalibrierung lieferte bessere Ergebnisse als die manuelle 

Kalibrierung in Hinsicht auf Modellgenauigkeit und Kalibrierungsdauer. Die durchschnittliche 

Genauigkeit der Batteriespannung erhöhte sich von 99,89 % (manuell) auf 99,94 % 

(automatisch) und die durchschnittliche Genauigkeit der Batteriestromstärke erhöhte sich 

von 95,95 % (manuell) auf 98,57 % (automatisch). Diese hohen Genauigkeiten waren 

möglich, da die verwendeten Sensoren über 12 Bit analog-digital Wandler verfügten, die 

eine vergleichsweise präzise Erfassung der Spannungs- und Stromwerte ermöglichten. 

 
Abbildung 92: Vergleich der gemessenen Batteriespannung mit der simulierten Batteriespannung des manuell und 
automatisch kalibrierten Modells (links) und Vergleich der gemessenen Batteriestromstärke mit der simulierten 
Batteriestromstärke des manuell und automatisch kalibrierten Modells (rechts).   
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Abbildung 92 zeigt den Vergleich der gemessenen Batteriespannung und 

Batteriestromstärke mit der simulierten Batteriespannung und Batteriestromstärke des 

manuell und automatisch kalibrierten Modells für 100 Datenpunkte der Testdaten. Die 

Kurven sehen auf den ersten Blick sehr ähnlich aus. Wenn jedoch die Genauigkeit betrachtet 

wird, wird ein Vorteil für die automatische Kalibrierung ersichtlich. 

 
Abbildung 93: Vergleich der Genauigkeit der Batteriespannung des manuell und automatisch kalibrierten Modells (links) 
und Vergleich der Genauigkeit der Batteriestromstärke des manuell und automatisch kalibrierten Modells (rechts).   

Abbildung 93 zeigt den Vergleich der Genauigkeit der Batteriespannung und 

Batteriestromstärke des manuell und automatisch kalibrierten Modells. Die automatische 

Kalibrierung lieferte nahezu durchgehend bessere Ergebnisse. Beim Motor konnte ebenfalls 

eine Verbesserung der Genauigkeit mithilfe der automatischen Kalibrierung erreicht werden. 

Die durchschnittliche Genauigkeit der Motorspannung erhöhte sich von 98,20 % (manuell) 

auf 98,42 % (automatisch) und die durchschnittliche Genauigkeit der Motorstromstärke 

erhöhte sich von 94,57 % (manuell) auf 97,29 % (automatisch). 

 
Abbildung 94: Vergleich der gemessenen Motorspannung mit der simulierten Motorspannung des manuell und 
automatisch kalibrierten Modells (links) und Vergleich der gemessenen Motorstromstärke mit der simulierten 
Motorstromstärke des manuell und automatisch kalibrierten Modells (rechts).   

Abbildung 94 zeigt den Vergleich der gemessenen Motorspannung und Motorstromstärke 

mit der simulierten Motorspannung und Motorstromstärke des manuell und automatisch 

kalibrierten Modells. Beim Motor ist ein Unterschied bei der Motorstromstärke zwischen 

dem manuell und automatisch kalibrierten Modell zu sehen. Dies liegt daran, dass der 

Motorstrom relativ stark verrauscht ist und Systematik in den Werten der Motorstromstärke 

manuell schwierig zu identifizieren ist. Die automatische Kalibrierung hingegen ist in der 
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Lage auch nicht direkt ersichtliche Zusammenhänge zu finden und liefert daher in diesen 

Fällen eine höhere Genauigkeit. 

 
Abbildung 95: Vergleich der Genauigkeit der simulierten Motorspannung des manuell und automatisch kalibrierten 
Modells (links) und Vergleich der Genauigkeit der Motorstromstärke des manuell und automatisch kalibrierten Modells 
(rechts).  

Abbildung 95 zeigt den Vergleich der Genauigkeit der Motorspannung und 

Motorstromstärke des manuell und automatisch kalibrierten Modells. Die Genauigkeit bei 

der Motorspannung ist bei der automatischen Kalibrierung im Durchschnitt geringfügig 

besser, allerdings liefert die automatische Kalibrierung hier keine konsistent besseren 

Ergebnisse. Bei der Motorstromstärke liefert die automatische Kalibrierung meistens bessere 

Ergebnisse und ist im Durchschnitt deutlich besser als die manuelle Kalibrierung. Tabelle 23 

und Tabelle 24 zeigen die Ergebnisse der manuellen und automatischen Kalibrierung für die 

Batterie und den Motor. 

Komponente/ 
Kalibrierungsmethode 

Durchschnittliche Genauigkeit 
Spannung 

Durchschnittliche Genauigkeit 
Stromstärke 

Batterie/manuell 0.9989 0.9595 

Batterie/automatisch 0.9994 0.9857 
Tabelle 23: Vergleich der durchschnittlichen Genauigkeit der Batteriespannung und Batteriestromstärke des manuell und 
automatisch kalibrierten Modells. 

Komponente/ 
Kalibrierungsmethode 

Durchschnittliche Genauigkeit 
Spannung 

Durchschnittliche Genauigkeit 
Stromstärke 

Motor/manuell 0.9820 0.9457 

Motor/automatisch 0.9842 0.9729 
Tabelle 24: Vergleich der durchschnittlichen Genauigkeit der Motorspannung und Motorstromstärke des manuell und 
automatisch kalibrierten Modells. 
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Der berechnete Parametersatz ist in Tabelle 25 aufgeführt. 
 

Parameter Unterer Grenzwert Oberer Grenzwert Wert 

BResistanceParam 0 0.05 0.03 

AParam 0 1.5 0 

BOffsetParam 0 25 18.59 

MVoltageParam 0 100 53.18 

MPWM1Param 30 250 203.24 

MOffset1Param 0 150 58.73 

MScalar11Param 0 10 5.51 

MScalar12Param 0 10 1.12 

MPWM2Param 30 250 235.42 

MOffset2Param 0 150 13.87 

MScalar21Param 0 10 7.64 

MScalar22Param 0 10 3.68 

MPWM3Param 30 250 133.99 

MOffset3Param 0 150 35.6 

MScalar31Param 0 10 5.87 

MScalar32Param 0 10 4.15 

MPWM4Param 30 250 110.23 

MOffset4Param 0 150 57.84 

MScalar41Param 0 10 8.24 

MScalar42Param 0 10 8.8 

MPWM5Param 30 250 244.87 

MOffset5Param 0 150 70.35 

MScalar51Param 0 10 7 

MScalar52Param 0 10 1.86 

MPWM6Param 30 250 125.63 

MOffset6Param 0 150 68.26 

MScalar61Param 0 10 7.45 

MScalar62Param 0 10 0.63 

MOffset7Param 0 150 31.76 

MScalar71Param 0 10 9.06 

MScalar72Param 0 10 3.74 

LResistanceParam 0 0.2 0.19 

LConnectionResistanceParam 0 0.2 0.16 

TResistanceParam 0 0.2 0.11 

EBaseVoltageParam 4.5 5.2 4.94 

EResistanceParam 0 0.2 0.1 
Tabelle 25: Parameter und zugehörige Parameterwerte des Modells des Testaufbaus. 
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Wiederholte Läufe des Algorithmus lieferten ähnliche Ergebnisse. Die Genauigkeit bei der 

Batterie und dem Motor schwankte hierbei um höchstens 0,2 Prozentpunkte. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

BResistanceParam 0.03 0.03 0.03 0.03 

AParam 0 0 0 0 

BOffsetParam 18.59 18.61 18.63 18.59 

MVoltageParam 53.18 53.2 53.18 53.18 

MPWM1Param 203.24 206.35 207.09 204.88 

MOffset1Param 58.73 58.74 58.33 58.32 

MScalar11Param 5.51 6.52 7.97 1.3 

MScalar12Param 1.12 1.33 1.65 0.27 

MPWM2Param 235.42 163.37 77.2 65.2 

MOffset2Param 13.87 56.82 74.75 64.21 

MScalar21Param 7.64 5.82 2.97 4.56 

MScalar22Param 3.68 5 5.15 4.93 

MPWM3Param 133.99 54.4 128.02 95.61 

MOffset3Param 35.6 62.12 61.75 21.01 

MScalar31Param 5.87 4.97 6.05 6.04 

MScalar32Param 4.15 5.94 2.5 1.06 

MPWM4Param 110.23 176.6 234.14 87.53 

MOffset4Param 57.84 115.63 5.69 43.64 

MScalar41Param 8.24 2.92 6 7.06 

MScalar42Param 8.8 4.46 3.12 7.51 

MPWM5Param 244.87 159.05 48.31 70.36 

MOffset5Param 70.35 9.51 38.5 89.55 

MScalar51Param 7 7.65 6.1 8.84 

MScalar52Param 1.86 9.2 6.44 3.42 

MPWM6Param 125.63 214.51 192.4 211.24 

MOffset6Param 68.26 99.67 40.55 105.62 

MScalar61Param 7.45 6.66 7.01 4.9 

MScalar62Param 0.63 0.46 3.17 0.2 

MOffset7Param 31.76 29.22 2.91 26.1 

MScalar71Param 9.06 7.78 6.63 4.37 

MScalar72Param 3.74 3.3 3.57 1.91 

LResistanceParam 0.19 0.01 0.01 0.08 

LConnectionResistanceParam 0.16 0.14 0.19 0.05 

TResistanceParam 0.11 0.14 0.12 0.06 

EBaseVoltageParam 4.94 4.94 4.94 4.94 

EResistanceParam 0.1 0.09 0.09 0.18 
Tabelle 26: Parameterwerte für verschiedene Durchläufe der automatischen Kalibrierung für das Modell des 
Testaufbaus. 

Tabelle 26 zeigt die Parameterwerte des Modells des Testaufbaus für verschiedene 

Durchläufe der automatischen Kalibrierung. Auf den ersten Blick unterscheiden sich die 

Motorparameter stark. Wenn jedoch berücksichtigt wird, dass sich bestimmte 

Parameterwerte gegenseitig kompensieren können, lässt sich eine größere 
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Übereinstimmung erkennen. Zum einen werden für einen kommandierten PWM-Wert nur 

die 𝑓𝑋 ausgeführt, die als erste zutrifft. Folglich müssen nicht alle 𝑓𝑋 der jeweiligen 

Parameterkonfiguration ausführbar sein und können weggelassen werden. Weiterhin sind 

die beiden zum jeweiligen 𝑀𝑃𝑊𝑀𝑋𝑃𝑎𝑟𝑎𝑚 gehörigen Skalare 𝑀𝑆𝑐𝑎𝑙𝑎𝑟𝑋1𝑃𝑎𝑟𝑎𝑚 und 

𝑀𝑆𝑐𝑎𝑙𝑎𝑟𝑋2𝑃𝑎𝑟𝑎𝑚 hochgradig voneinander abhängig und können sich gegenseitig 

vollständig kompensieren, da innerhalb des Modells der Quotient beider Werte gebildet 

wird. Wenn die Parameterwerte aus Tabelle 26 um diese Abhängigkeiten bereinigt werden, 

wird ersichtlich, dass diese unterschiedlichen Parameterwerte einen ähnlichen Effekt auf das 

Modell haben. Die bereinigten Parameter sind in Tabelle 27 aufgeführt. 

Parameter Wert (i=1) Wert (i=2) Wert (i=3) Wert (i=4) 

BResistanceParam 0.03 0.03 0.03 0.03 

AParam 0 0 0 0 

BOffsetParam 18.59 18.61 18.63 18.59 

MVoltageParam 53.18 53.2 53.18 53.18 

MPWMParam 203.24 206.35 207.09 204.88 

MOffsetParam 58.73 58.74 58.33 58.32 

MScalarParam 0.2 0.2 0.2 0.2 

MPWMParam  214.51  211.24 

MOffsetParam  99.67  105.62 

MScalarParam  0.07  0.04 

MPWMParam 235.42  234.14  

MOffsetParam 13.87  5.69  

MScalarParam 0.48  0.52  

MPWMParam 244.87    

MOffsetParam 70.35    

MScalarParam 0.27    

MOffsetParam 31.76 29.22 29.1 26.1 

MScalarParam 0.41 0.42 0.54 0.44 

LResistanceParam 0.19 0.01 0.01 0.08 

LConnectionResistanceParam 0.16 0.14 0.19 0.05 

TResistanceParam 0.11 0.14 0.12 0.06 

EBaseVoltageParam 4.94 4.94 4.94 4.94 

EResistanceParam 0.1 0.09 0.09 0.18 
Tabelle 27: Bereinigte Parameter für verschiedene Durchläufe der automatischen Kalibrierung des Modells des 
Testaufbaus. 

Die zwei Hauptvorteile der automatischen Kalibrierung gegenüber der manuellen 

Kalibrierung sind die Ersparnis an Arbeitszeit und das Wegfallen der Notwendigkeit gute 

initiale Parameterwerte zu finden. Stattdessen benötigt jeder Parameter lediglich einen 

unteren und oberen Grenzwert, der meistens durch den physikalisch plausiblen 

Wertebereich des jeweiligen Parameters gegeben ist. Manuelle Kalibrierung ist generell ein 

sehr arbeits- und zeitaufwendiger Prozess. Mithilfe der automatischen Kalibrierung kann der 

Experte, der die Kalibrierung durchführt, andere Arbeiten verrichten, während der 

Algorithmus ein Modell kalibriert. Zusätzlich kann die automatische Kalibrierung einen 

Hinweis auf die Modellqualität liefern. Wenn kein Satz von Parametern gefunden werden 
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kann, sodass die durchschnittliche Genauigkeit zufriedenstellend ist, kann dies auf 

Unzulänglichkeiten des Modells hindeuten. 

8.6 Zusammenfassung der Ergebnisse der automatischen Kalibrierung 
 

Die automatische Kalibrierung lieferte für alle Modelle nahezu durchgehend hohe 

Genauigkeiten von über 90 %. Lediglich die Genauigkeit der Stromstärke des Entladereglers 

lag bei 87,5 %, was allerdings bedingt durch den hohen Quantisierungsfehler war. Nach 

Ausgleichen des Quantisierungsfehlers lag auch die Genauigkeit der Stromstärke des 

Entladereglers bei über 90 %. Für das Modell des Testaufbaus konnte die automatische 

Kalibrierung eine höhere Genauigkeit liefern als die manuelle Kalibrierung. Tabelle 28 fasst 

die Ergebnisse der Kalibrierung der einzelnen Modelle zusammen. 

Komponente Durchschnittliche Genauigkeit 
Spannung 

Durchschnittliche Genauigkeit 
Stromstärke 

manuell automatisch manuell automatisch 

Reaktionsrad (Drehrate) - - - 0.96944879 

Reaktionsrad (Drehmoment) - - - 0.92548254 

Entladeregler - 0.99635118 - 0.87489319 
Entladeregler (𝒘 = 𝟑) - 0.999991722 - 0.994711316 
Testaufbau Batterie 0.99892062 0.99940311 0.95945487 0.98569158 
Testaufbau Motor 0.98198287 0.984181025 0.94568521 0.97285467 
Magnetspulen und 
Abschlussleiterplatine 

- - - 0.94158458 

Satellitenbatterie - 0.99889289 - - 
Tabelle 28: Zusammenfassung der Ergebnisse der manuellen und automatischen Kalibrierung von verschiedenen 
Komponenten. 

Die Ergebnisse zeigen, dass die automatische Kalibrierung geeignet ist, Modelle zu 

kalibrieren, sodass diese eine ausreichend hohe Genauigkeit haben, um in Anwendungen 

wie modellbasierter Diagnose eingesetzt werden zu können. Die Verwendung der 

automatischen Kalibrierung brachte im Vergleich zur manuellen Kalibrierung einen 

Zeitgewinn. Für den Testaufbau betrug die Laufzeit der automatischen Kalibrierung etwa 

eine Stunde, während die manuelle Kalibrierung etwa zwei Tage in Anspruch nahm. 

Zusätzlich lieferte die automatische Kalibrierung für wiederholte Durchläufe ähnliche 

Parameterwerte, was bedeutet, dass die automatische Kalibrierung zuverlässig 

Parametersätze, die zu einer hohen Modellgenauigkeit führen, berechnen kann. Die 

automatische Kalibrierung ist damit auch eine geeignete Alternative zur manuellen 

Kalibrierung. 
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9 Evaluation der Diagnose-Engine 
 

Dieses Kapitel beschreibt die KI unterstütze Fehlererkennung mithilfe der Diagnose-Engine, 

anhand eines Modells der Energieversorgung des Qualifikationsmodells des SONATE-

Nanosatelliten. Zunächst wird das verwendete Modell vorgestellt und die Fähigkeit der 

Diagnose-Engine Fehler zu finden und Diagnosen zu berechnen durch verschiedene 

Experimente, bei denen unter Verwendung der Housekeeping-Daten des 

Qualifizierungsmodells des SONATE-Nanosatelliten Fehler simuliert und diagnostiziert 

wurden, demonstriert. Die simulierten Fehler waren die Abnahme der Effizienz eines 

Entladereglers, ein Umspannungsfehler an einem OBDH-Spannungswandler, ein 

Umspannungsfehler an einem OBDH-Spannungswandler mit zusätzlicher Diskrepanz am 

entsprechenden OBDH und ein Spannungsabfall an einer Interfaceplatine. Diese Fehler 

wurden gewählt, da Spannungswandler, zu denen auch der Entladeregler zählt, zum einen 

besonders fehleranfällig sind, und zum anderen ein komplexes dynamisches Verhalten 

aufweisen, das vergleichsweise schwierig zu diagnostizieren ist. Weiterhin wurde in den 

nicht-modifizierten Housekeeping-Daten eine unerwartete Anomalie eines der Transceiver 

entdeckt und diagnostiziert. Im Folgenden wird das Satellitenmodell und die einzelnen 

durchgeführten Experimente ausführlich beschrieben, die Fehlererkennung mithilfe der 

Diagnose-Engine mit der klassischen Fehlererkennung, unter Verwendung einer Telemetrie-

Anzeigesoftware, verglichen und die Vorteile der Diagnose-Engine veranschaulicht. Die 

Ergebnisse dieses Kapitels wurden in [126] veröffentlicht. Die Ergebnisse der Experimente 

werden übersichtlich zusammengefasst und diskutiert. 

 

9.1 Satellitenmodell 
 

Zur Evaluation der Diagnose-Engine wurde das Energieversorgungssystem des 

Qualifizierungsmodells des SONATE-Nanosatelliten modelliert, für dieses Fehler simuliert 

und diese diagnostiziert. Das Modell besteht aus zwei Power Control Units (PCU), zwei 

Energieversorgungsbussen und verschiedenen Verbrauchern, die mit den Bussen verbunden 

sind. 

 
Abbildung 96: Graph des Modells in der Anzeige des Telemetrie-Clients. 

Abbildung 96 zeigt den Graph des Modells in der Anzeige des Telemetrie-Clients, wenn keine 

Daten zugeführt werden. Die Hauptaufgabe des Graphs ist es den Operator über 

aufgetretene Fehler zu informieren. Hierzu werden Komponenten, die als korrekt 

funktionierend betrachtet werden in Grün, Komponenten, die verdächtig werden defekt zu 
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sein in Rot und Komponenten, von denen nicht sicher gesagt werden kann, ob sie korrekt 

funktionieren oder defekt sind, in Blau angezeigt. 

 
Abbildung 97: Schematische Darstellung des Modells aus Abbildung 96. 

Abbildung 97 zeigt eine schematische Darstellung des Modells aus Abbildung 96. In dieser 

Abbildung ist die Anzahl der Verbindungen zwischen zwei Komponenten auf eine 

Verbindung begrenzt. Manche Verbindungen werden durch gestrichelte Linien dargestellt, 

um die Lesbarkeit der Abbildung zu erhöhen. Die Instanzen der verschiedenen 

Komponentenklassen haben denselben Namen, aber eine andere Nummer. So sind zum 

Beispiel „Bus1“ und „Bus2“ beide Instanzen der Komponentenklasse „Bus“. 
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Tabelle 29 gibt einen Überblick über die einzelnen modellierten Komponentenklassen. 

Komponentenklasse Instanzen Beschreibung 

Battery 2 Ein Batteriepack, bestehend aus vier einzelnen 
Batterien. Die Hauptenergiequelle des Satelliten. 

Solarpanel 4 Ein einzelnes Solarpanel, modelliert als explizite 
Sensorkomponente. 

Boostconverter 2 Der Entladeregler wird verwendet, um eine stabile 
Busspannung zu erzeugen. Da die meisten 
Verbraucher eine Versorgungsspannung benötigen, 
die höher ist als die, die die Hauptenergieversorgung 
zur Verfügung stellen kann, verwendet jeder Bus 
einen dieser Entladeregler. 

Bus 2 Der Energieversorgungsbus verbindet die Verbraucher 
mit der Hauptenergieversorgung über einen 
Entladeregler. 

Magnetorquer 2 Die Magnetorquer Komponente modelliert drei reale 
Magnetspulen. Es werden eine Ferritkernspule (X-
Richtung) und zwei Luftspulen (Y- und Z-Richtung 
verwendet). 

Terminationboard 2 Die Abschlussleiterplatine verbindet jeweils eine 
Magnetorquer Komponente in positive oder negative 
X-, Y-, und Z-Richtung mit einem 
Energieversorgungsbus. 

Reactionwheel 3 Ein einzelnes experimentelles Reaktionsrad. 

ASAP 1 Die ASAP-Nutzlast. 

AROS 2 Die AROS-Nutzlast. 

Interfaceboard1 1 Die Interfaceplatine1 verbindet zwei Reaktionsräder, 
eine AROS Einheit und ASAP mit einem 
Energieversorgungsbus. 

Interfaceboard2 1 Die Interfaceplatine2 verbindet ein Reaktionsrad, eine 
AROS Einheit und ASAP mit einem 
Energieversorgungsbus. 

ADCSConv 2 Der Spannungswandler des Lageregelungssystems. 

ADCS 2 Das Lageregelungssystem des Satelliten. 

Magnetometer 4 Das Magnetometer des Lageregelungssystems. 

Gyro 4 Das Gyroskop des Lageregelungssystems. 

Transceiver 2 Der Transceiver des Satelliten. 

HISPICO 2 Die HISPICO Einheit des Satelliten. 

SSTV 2 Die SSTV Einheit des Satelliten. 

PCU 2 Der dedizierte Microcontroller der PCU. 

ADIA 2 Die ADIA-Nutzlast. 

OBDHConv 4 Der Spannungswandler des on-board Computers. 

OBDH 4 Der on-board Computer des Satelliten. 

SunSensor 1 Die SunSensor Komponente vereinigt 12 reale 
Sternensensoren. 

Tabelle 29: Übersicht über die einzelnen modellierten Komponentenklassen. 

Die meisten Verbraucher, die redundant vorhanden sind, sind an jeweils einen 

Energieversorgungsbus angeschlossen, zum Beispiel ist Transceiver1 mit Bus1 und 

Transceiver2 mit Bus2 verbunden. Verbraucher, die nicht redundant verfügbar sind, wie zum 
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Beispiel die ASAP-Nutzlast, ein System zur Erkennung von kurzzeitigen Phänomenen [142] 

und Planung, sowie die OBDHConv und OBDH Komponenten, können von beiden Bussen 

versorgt werden. Im realen System wählen die OBDHConv und OBDH Komponenten beim 

Einschalten zufällig von welchem Bus sie mit Energie versorgt werden. Im Modell kann durch 

einen speziellen Parameter festgelegt werden über welchen Bus die OBDHConv und OBDH 

Komponenten mit Energie versorgt werden. Dieser Parameter ist als Eingabe-Port modelliert 

und lässt sich zur Laufzeit anpassen. Für die dynamischen und manuell schwierig zu 

kalibrierenden Komponenten wurden die automatisch kalibrierten Modelle aus Kapitel 8 

verwendet. Diese waren die Reaktionsräder aus Kapitel 8.1, die Entladeregler der 

Energieversorgungsbusse aus Kapitel 8.2, die Magnetspulen und Abschlussleiterplatinen aus 

Kapitel 8.3 und die Batterien aus Kapitel 8.4. Die Komponenten, deren Verbrauch nur von 

ihren diskreten Betriebsmodi abhängig war, wurden manuell kalibriert. Für Komponenten, 

für die keine Messwerte zur Verfügung standen, wurden Parameterwerte auf Basis von 

früheren Komponententests oder geschätzte Parameterwerte verwendet. 

 

9.2 Versorgung mit Telemetriedaten 
 

Die Diagnose-Engine ist in die Telemetrie-Anzeigesoftware von Kapitel 3.3 integriert. Zur 

Verwendung der Diagnose-Engine muss zunächst der Java-Compiler ausgewählt und die 

Komponentenklassendefinitionen und der Konnektor aus Kapitel 4.2 und 4.3 geladen 

werden. Anschließend kann optional heuristischen Wissen, wie in Kapitel 4.4  beschrieben, 

geladen werden. Zur Auswertung der Telemetriedaten durch die Diagnose-Engine, müssen 

die Werte der Telemetrieparameter aus den Housekeeping-Daten zunächst zu Ports des 

Modells gemappt und an die Diagnose-Engine übergeben werden. Hierfür muss ein Mapping 

von Telemetrieparametern zu Ports des Modells geladen werden. 

 
Abbildung 98: Ausschnitt aus dem Telemetrieparameter-Mapping des Satellitenmodells. 

Abbildung 98 zeigt einen Ausschnitt aus dem Telemetrieparameter-Mapping des 

Satellitenmodells. Das Telemetrieparameter-Mapping enthält in der Spalte „Parameter“ den 

Telemetrieparameter der gemappt werden soll, in der Spalte „Port“ den Port des Modells, zu 

dem der entsprechende Telemetrieparameter gemappt werden soll, in der Spalte „isOutput“ 

eine Angabe, ob es sich beim entsprechenden Port um einen Ausgabe-Port handelt, und in 

der Spalte „Condition“ eine Bedingung, die angibt, wann das entsprechende Mapping 

erzeugt werden soll.  Die Syntax für die Angabe von Ports in der Spalte „Port“ ist <

Parameter Port isOutport Condition

CUR5V1 Bus1.CurrentOut true

CUR5V2 Bus2.CurrentOut true

TB1PWR Terminationboard1.PowerStatusIn

TB2PWR Terminationboard2.PowerStatusIn

TB1CUR Terminationboard1.CurrentOut true TB1PWR = 1.0

TB1VOL Terminationboard1.VOut true TB1PWR = 1.0

TB2CUR Terminationboard2.CurrentOut true TB2PWR = 1.0

TB2VOL Terminationboard2.VOut true TB2PWR = 1.0
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𝐼𝑛𝑠𝑡𝑎𝑛𝑧𝑛𝑎𝑚𝑒 >. < 𝑃𝑜𝑟𝑡 − 𝑁𝑎𝑚𝑒 >. Die Spalte „isOutport“ enthält „true“, wenn der 

entsprechende Port ein Ausgabe-Port ist und keinen Eintrag sonst. Der Telemetrierahmen 

weist weiterhin eine zusätzliche Besonderheit auf. Die Position jedes Telemetrieparameters 

innerhalb der Telemetrierahmen ist zwar fest, allerdings teilen sich redundant 

vorkommende Komponenten Telemetrieparameter. So ist der Parameter ARSMOD immer an 

Position 281 in jedem Telemetrierahmen, aber er ist entweder zu AROS1 oder AROS2 

zugehörig. Aus diesem Grund kann zu jedem Mapping eines Telemetrieparameters, zu einem 

Port des Modells, ein Ausdruck angegeben werden, der definiert, unter welcher Bedingung 

ein entsprechendes Mapping erzeugt werden soll. So wird nach dem entsprechenden Eintrag 

aus Abbildung 98, das Mapping von Telemetrieparameter TB1CUR, der den Stromverbrauch 

der ersten Abschlussleiterplatine Terminationboard1 angibt, zum Port 

Terminationboard1.CurrentOut nur dann erzeugt, wenn der Parameter TB1PWR den Wert 

1.0 hat. Der Telemetrieparameter TB1PWR hingegen gibt an, ob die erste 

Abschlussleiterplatine eingeschaltet oder ausgeschaltet ist. Wenn er den Wert 1.0 hat, so ist 

sie eingeschaltet, ansonsten ausgeschaltet. Damit wird durch diese Bedingung das Mapping 

vom Stromverbrauch der ersten Abschlussleiterplatine zum entsprechenden Port des 

Modells der ersten Abschlussleiterplatine nur dann erzeugt, wenn die erste 

Abschlussleiterplatine eingeschaltet ist und damit der Sensor, der den Wert des 

Stromverbrauchs erzeugt, gültige Werte liefert. Wenn die erste Abschlussleiterplatine 

ausgeschaltet ist, dann ist auch ihr Sensor ausgeschaltet und liefert keine gültigen Werte. Die 

Bedingungen können prinzipiell beliebig groß sein, arithmetische Ausdrücke enthalten, mit 

den Operatoren „AND“ und „OR“ verknüpft und beliebig tief geschachtelt sein. Wenn das 

Modell über veränderbare Parameter verfügt, dann muss ein Parameter-Wert-Mapping 

geladen werden. Dieses Mapping weist jedem Parameter einen Wert zu, indem dem 

entsprechenden Parameter-Port ein Wert zugewiesen wird. 

 
Abbildung 99: Ausschnitt aus dem Parameter-Wert-Mapping des Satellitenmodells. 

Abbildung 99 zeigt einen Ausschnitt aus dem Parameter-Wert-Mapping des 

Satellitenmodells. Die Parameter-Wert-Mappings enthalten in der Spalte „Port“ den Port des 

Parameters, dem ein Wert zugewiesen werden soll, und in der Spalte „Value“ den Wert, der 

dem entsprechenden Parameter zugewiesen werden soll. Die Syntax für die Angabe von 

Ports in der Spalte „Port“ ist < 𝐼𝑛𝑠𝑡𝑎𝑛𝑧𝑛𝑎𝑚𝑒 >. < 𝑃𝑜𝑟𝑡 − 𝑁𝑎𝑚𝑒 >. Die Parameter dieses 

Mappings lassen sich über die GUI des Telemetrie-Clients ändern. 

Port Value

Battery1.ResistanceParam 0.03715475

Battery2.ResistanceParam 0.03715475

Boostconverter1.BatResistanceParam 0.116347909

Boostconverter1.BaseVoltageParam 4.881565268

Boostconverter1.BoostResistanceParam 0.045838097

Boostconverter1.SigmoidBaseParam 1.07972729

Boostconverter1.SigmoidNegativeOffsetParam 0.232500121

Boostconverter1.SigmoidScalarParam 0.646942718

Boostconverter1.SigmoidOffsetParam 0.607391184
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 Abbildung 100: Fenster des Telemetrie-Clients zur Änderung von Modellparametern. 

 Abbildung 100 zeigt das Fenster des Telemetrie-Clients, über das die Modellparameter 

verändert werden können. Auf diese Weise lassen sich Anpassungen an den Parametern des 

Modells zur Laufzeit durchführen. Da die Modellparameter über Ports des Modells mit 

Werten versorgt werden, können die Parameter geändert werden, ohne dass das Modell 

neu kompiliert werden muss. Durch das drücken des Knopfes „Update“ werden die 

veränderten Parameter-Wert-Mappings in einer Datei gespeichert, sodass diese Mappings 

beim nächsten Start des Telemetrie-Clients erneut geladen werden können. 

 

9.3 Experimente 
 

Für die nachfolgenden Experimente wurden Housekeeping-Daten des Qualifizierungsmodells 

des SONATE-Nanosatelliten verwendet und direkt modifiziert, um Defekte von 

Komponenten zu simulieren. Für alle Experimente wurde ein cut-off Faktor von 1.0 

verwendet. Die Housekeeping-Daten wurden vom Qualifizierungsmodell des SONATE-

Nanosatelliten erzeugt und über UHF/VHF Radio an den Empfänger der Bodenstation 

übertragen, wo diese in der Telemetriedatenbank gespeichert wurden. Die Daten wurden 

anschließend vom Telemetrie-Client von der Telemetriedatenbank angefragt und an die 

Diagnose-Engine übergeben, die in den Telemetrie-Client integriert ist. Da die Spannungs- 

und Stromsensoren der OBDHs beim Qualifizierungsmodell deaktiviert waren, wurden diese 

Werte künstlich, auf Basis von erwarteten Werten die durch vorhergehende 

Komponententests bestimmt wurden, zu den Housekeeping-Daten hinzugefügt. Zur 

Simulation eines Fehlers wurden die Housekeeping-Daten als Ausgangswerte verwendet und 

entweder direkt verändert, oder es wurden bestimmte Modellparameter angepasst, dem 

Simulator übergeben, um die Antwort des Systems auf den simulierten Fehler zu erzeugen, 

und anschließend wurden die modifizierten Housekeeping-Daten mit der Antwort des 

Systems vereinigt, um konsistente Datenrahmen zu erzeugen, die den simulierten Fehler 
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enthielten. Die Diagnose-Engine erhielt nur Daten für diejenigen Ports, für die sie auch Daten 

erhalten hätte, wenn nicht-modifizierte Housekeeping-Daten verwendet worden wären. 

 

9.3.1 Entladeregler 

Zur Demonstration der Anwendbarkeit der Diagnose-Engine wurde die Abnahme der 

Effizienz eines der Entladeregler, Boostconverter2, simuliert. Die Komponente 

Boostconverter2 fordert durch die Modifikation mehr Strom von der Energieversorgung an, 

als erwartet. Dies wird durch eine Diskrepanz am Port CurrentDrawOut (CDO) festgestellt, 

wie in Abbildung 101 dargestellt ist, da das beobachtete Verhalten von Boostconverter2 um 

mehr als die in seiner Komponentenklassendefinition angegebenen Toleranzwerte von 

seinem erwarteten Verhalten abweicht. Diese Diskrepanz muss entweder vom Entladeregler 

selbst verursacht worden sein, oder durch einen Defekt einer der adjazenten Komponenten 

in der Nachbarschaft von Boostconverter2. In diesem Fall ist Battery2 eine ausgeschlossene 

Komponente, da wenn Battery2 defekt wäre, weitere Diskrepanzen an ihren Ausgabe-Ports 

erwartet werden würden (zum Beispiel an Port VBO). Der Port CurrentOut (CO) von Battery2 

ist nicht simulierbar, da er Messwerte der deaktivierten Solarpanels benötigt, die als 

explizite Sensorkomponenten modelliert wurden und aus diesem Grund keine simulierten 

Werte liefern. Daher haben die Solarpanels keine Auswirkung auf den Port CurrentOut (CO) 

von Battery2 und der Ausgabe-Port hat denselben Wert wie CurrentDrawIn (CDI), das heißt, 

der Wert von CurrentDrawIn wird an CurrentOut weitergeleitet. Die Komponente Battery2 

ist eine ausgeschlossene Komponente, da keiner ihrer gemessenen Ausgabewerte einen 

Grenzwert verletzt und für jeden ihrer simulierbaren Ausgabe-Ports sowohl ein gemessener, 

als auch ein simulierter Wert existiert, die nicht um mehr als die für den entsprechenden 

Port definierten Toleranzintervalle voneinander abweichen. Die Komponente Bus2 kann die 

Diskrepanz ebenfalls nicht verursacht haben, da die Werte ihres Ports CurrentOut (CO) 

korrekt sind und bei Bus2 keine weiteren Diskrepanzen aufgetreten sind und Bus2 daher 

keine Symptomkomponente ist. 

 
Abbildung 101: Vereinfachte schematische Darstellung der verdächtigten Komponente Boostconverter2 in Rot, 
zusammen mit ihren adjazenten Komponenten (nicht verdächtigt, daher in Grün), übernommen aus dem Modell des 
Satelliten aus Abbildung 97, mit den relevanten Ports (Boxen innerhalb der Komponenten mit ihren abgekürzten Namen 
über den Boxen, zum Beispiel VBO) und den relevanten Portwerten (Werte innerhalb der Portboxen wenn verfügbar, 
oberer Wert: gemessen, unterer Wert: simuliert). Vorwärtsverbindungen sind durch durchgezogene Linien und 
Rückwärtsverbindungen durch gestrichelte Linien dargestellt. Vergleiche von gemessenen und simulierten Werten 
werden an den Ausgabe-Ports durchgeführt (dargestellt durch Ausgehende Pfeile; wenn ein Ausgabewert nicht verfügbar 
ist, wird er mit „NA“ dargestellt; die Farbe der Port-Box ist Rot für erkannte Diskrepanzen, Grün für korrekte Werte und 
Weiß für unbekannt). Eingabe-Ports sind weiß, da für sie keine Diskrepanzen berechnet werden. Sie verwenden 
gemessene Werte, wenn verfügbar, ansonsten verwenden sie simulierte Werte. 
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Da eine Diskrepanz am Port CurrentDrawOut (CDO) von Boostconverter2 beobachtet wurde, 

wurde ein Symptom erzeugt, wobei Boostconverter2 die zugehörige Symptomkomponente 

und CurrentDrawOut der zugehörige Symptom-Port ist. Abbildung 102 zeigt das zugehörige 

Symptom, das in der diagnosis.xml-Datei, die durch die Diagnose-Engine erzeugt wurde, 

enthalten ist. 

 
Abbildung 102: Vollständig aufgeklapptes Symptom von Boostconverter2 mit Symptomtyp, Symptom-Port und den 
gemessenen und simulierten Werten, die die entsprechende Diskrepanz verursacht haben. Die Symptomkomponente ist 
Boostconverter2, der Symptom-Port ist CurrentDrawOut und der Symptomtyp ist 
MEASURED_OUTPUT_SIMULATED_OUTPUT_DISCREPANCY, der angibt, dass das Symptom durch eine Diskrepanz 
zwischen dem gemessenen und simulierten Ausgabewert des Symptom-Ports CurrentDrawOut erzeugt wurde. 

Die Diagnose-Engine hat genau eine Diagnose berechnet, die nur die Komponente 

Boostconverter2 enthält, für die ein Fehler erzeugt wurde, wie in Abbildung 103 zu sehen ist. 

Es wurden keine korrekt funktionierenden Komponenten fälschlicherweise verdächtigt. Die 

Diagnose hat eine Bewertung von 1.0, gegeben durch eine relative 

Pseudowahrscheinlichkeit, vereinfacht „probability“ genannt. 

 
Abbildung 103: Die zum Defekt von Boostconverter2 zugehörige Diagnose. Die Diagnose besteht nur aus 
Boostconverter2, was bedeutet, dass ein Defekt von Boostconverter2 alle Diskrepanzen erklären würde. 

In diesem Experiment war der von der Energieversorgung angeforderte Strom 0,34 A, 

während der erwartete Strom 0,18 A war. Der Unterschied zwischen dem beobachteten und 

dem erwarteten Wert ist relativ groß, aber die absoluten Werte sind nicht groß genug, um 

einen Grenzwert zu verletzen. Daher ist diese Anomalie nicht aus der Telemetrie direkt 

ersichtlich. Um einen solchen Fehler zu erkennen, würde ein Operator ausreichend Expertise 

benötigen, um bei 𝑋 verschiedenen Lasten von verschiedenen Komponenten von 

verschiedenen Telemetrieseiten und dem aktuellen Zustand der Energieversorgung 

abzuleiten, dass der Strom der von der Energieversorgung angefordert werden sollte 0,18 A 

anstelle von 0,34 A sein sollte. Es ist unwahrscheinlich, dass ein Operator einen solchen 

Fehler bemerken würde, da kein Grenzwert verletzt wurde. Grenzwertverletzungen treten 
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häufig kurz vor einem Komponentenausfall ein. Vor einem Komponentenausfall verhalten 

sich die Komponenten oft anormal, mit zunehmender Stärke der Abweichung von ihrem 

Nominalverhalten. Kleine Abweichungen vom Nominalverhalten können ein Hinweis auf 

einen Defekt sein, der im Laufe der Zeit einen Komponentenausfall verursachen könnte. Die 

frühzeitige Erkennung von solchen Hinweisen ist von Bedeutung, da dann 

Gegenmaßnahmen ergriffen werden können, die einen Komponentenausfall und damit 

womöglich einen Systemausfall verhindern können. 

 

9.3.2 Transceiver 

 

In den nicht-modifizierten Housekeeping-Daten des Qualifizierungsmodells des SONATE-

Nanosatelliten wurde eine besondere Anomalie beobachtet. Einer der Transceiver war 

eingeschaltet, aber sein Stromverbrauch wurde gemessen 0 zu sein, im Gegensatz zu einem 

erwarteten Stromverbrauch von etwa 16,14 mA. Diese Diskrepanz ist am Port CurrentOut 

(CO) von Transceiver1 in Abbildung 104 zu sehen. Die Ursache für die Diskrepanz ist 

entweder Transceiver1, Boostconverter1 oder Bus1. Da Boostconverter1 eine 

ausgeschlossene Komponente ist, kann es die Diskrepanz nicht verursacht haben, und 

während Bus1 anfänglich von Transceiver1 verdächtigt wird, wird Bus1 von anderen 

angeschlossenen Verbrauchern entlastet und daher auch nicht als mögliche Ursache für die 

beobachtete Diskrepanz angesehen. 

 
Abbildung 104: Vereinfachte schematische Darstellung der verdächtigten Komponente Transceiver1 und den relevanten 
benachbarten Komponenten (für eine genauere Erklärung der Elemente der Grafik siehe Abbildung 101). 

Da der Transceiver nicht eingeschaltet werden kann, ohne Strom zu verbrauchen, ist 

entweder der Stromsensor auf der Transceiver-Platine fehlerhaft oder der Transceiver ist 

ausgeschaltet, obwohl er eigentlich eingeschaltet sein sollte. Die Diagnose-Engine konnte 

Transceiver1 als Symptomkomponente identifizieren und die Diagnose enthielt nur den 

symptomatischen Transceiver. Die Diagnose-Engine konnte keine anderen Diskrepanzen 

finden. Die Lösung für diese Anomalie war, dass die Daten während Komponententests 

aufgezeichnet wurden und dass die Verbindung des Transceivers zur Stromversorgung des 

Satelliten unterbrochen war, während der Transceiver gleichzeitig extern mit Strom versorgt 

wurde. Daher konnte der Transceiver eingeschaltet sein, während er 0 mA Strom von der 

Stromversorgung des Satelliten verbrauchte. Die Möglichkeit, Transceiver1 extern mit Strom 
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zu versorgen, wurde bei der Modellierung nicht berücksichtigt und war beim ersten 

Auftreten unerwartet. Dieses Experiment zeigt, dass die Diagnose-Engine Fehlfunktionen 

erkennen kann, die durch willkürliches, vom Nominalverhalten abweichendes, Verhalten 

verursacht werden können. 

 

9.3.3 OBDH Spannungswandler 

 

Für das nächste Experiment wurde eine Fehlfunktion des Spannungswandlers OBDH1Conv 

von OBDH1 simuliert. Anstatt eine Spannung von 3,3 V über seinen Ausgabe-Port VoltageOut 

(VO) zu erzeugen, wird ein Ausgabewert von 3,12 V beobachtet, wie in Abbildung 105 zu 

sehen ist. OBDH1Conv kann von Bus1 und Bus2 mit Strom versorgt werden, er kann zu 

einem Zeitpunkt jedoch nur von jeweils einem Bus versorgt werden. Ein als Eingabewert 

modellierter Parameter definiert, welcher Bus OBDH1Conv mit Strom versorgt. In diesem 

Fall wird OBDH1Conv von Bus2 versorgt. Die dynamischen Port-Abhängigkeiten enthalten 

daher keine Verbindungen zu Bus1, sodass Bus1 und Boostconverter1 nicht berücksichtigt 

werden. Die verbleibenden Komponenten, die die beobachtete Diskrepanz verursacht haben 

könnten, sind OBDH1Conv selbst, OBDH1, Bus2 oder Boostconverter2. Da OBDH1 und 

Boostconverter2 ausgeschlossene Komponenten sind und Bus2 von anderen Verbrauchern 

entlastet wird, ist OBDH1Conv die einzige verdächtigte Komponente. 

 
Abbildung 105: Vereinfachte schematische Darstellung der verdächtigten Komponente OBDH1Conv und der relevanten 
benachbarten Komponenten (für eine genauere Erklärung der Elemente der Grafik siehe Abbildung 101). 

Die Diagnose-Engine identifizierte OBDH1Conv als Symptomkomponente und die Diagnose 

enthielt nur ODBH1Conv. Damit wurde der Defekt von OBDH1Conv erfolgreich erkannt und 

keine anderen Komponenten wurde fälschlicherweise verdächtigt nicht korrekt zu 

funktionieren. 
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9.3.4 OBDH Spannungswandler und OBDH 

 

Für das nächste Experiment wurden zwei Diskrepanzen erzeugt. Der Spannungswandler 

OBDH1Conv wurde wie zuvor manipuliert, und zusätzlich verursacht der Stromverbrauch 

von OBDH1 eine Diskrepanz an seinem Port CurrentOut (CO), wie in Abbildung 106 zu sehen 

ist. Wie im vorherigen Experiment werden OBDH1Conv und daher OBDH1 von Bus2 mit 

Strom versorgt. Daher haben Bus1 und Boostconverter1 keinen Einfluss auf das Verhalten 

von OBDH1Conv und OBDH1. Die Komponente Boostconverter2 ist eine ausgeschlossene 

Komponente und Bus2 wird von anderen Verbrauchern entlastet, sodass davon 

ausgegangen wird, dass er korrekt funktioniert. Im Gegensatz zum vorherigen Experiment 

wird OBDH1 nun ebenfalls verdächtigt, aufgrund der Diskrepanz an seinem Port CurrentOut 

(CO). Bedingt durch die zyklische Abhängigkeit von OBDH1Conv und OBDH1, kann ein Defekt 

von OBDH1 die bei OBDH1 und OBDH1Conv beobachteten Diskrepanzen erklären, und ein 

Defekt von OBDH1Conv kann die bei OBDH1Conv und OBDH1 beobachteten Diskrepanzen 

erklären. 

 
Abbildung 106: Vereinfachte schematische Darstellung der verdächtigten Komponenten OBDH1Conv und OBDH1 und der 
relevanten benachbarten Komponenten. Zusätzlich zur Erklärung von Abbildung 101, sind OBDH1Conv und OBDH1 in 
einem helleren Rot dargestellt, um zu veranschaulichen, dass die Wahrscheinlichkeit der Diagnosen, an denen sie 
beteiligt sind, geringer ist als in den vorherigen Experimenten. 

Aufgrund der zyklischen Abhängigkeit von OBDH1 und OBDH1Conv kann eine Fehlfunktion 

von OBDH1 durch eine (nicht unbedingt beobachtete) vorherige Fehlfunktion von 

OBDH1Conv und die Fehlfunktion von OBDH1Conv durch eine Fehlfunktion von OBDH1 

verursacht worden sein. Korrekterweise ist OBDH1 in der Konfliktmenge von OBDH1Conv 

enthalten und OBDH1Conv ist in der Konfliktmenge von OBDH1 enthalten. 

 
Abbildung 107: Die zu den erkannten Diskrepanzen gehörigen Symptomkomponenten OBDH1 und OBDH1Conv aus der 
diagnosis.xml-Datei. 
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Abbildung 107 zeigt die Symptomkomponenten, die in der diagnosis.xml-Datei aufgeführt 

sind. Beide erzeugten Diskrepanzen wurden von der Diagnose-Engine erkannt. Die in der 

diagnosis.xml-Datei enthaltenen Diagnosen sind in Abbildung 108 zu sehen. 

 
Abbildung 108: Die beiden in der diagnosis.xml-Datei enthaltenen Diagnosen. Die erste Diagnose ist der Defekt von 
OBDH1 und die zweite Diagnose ist der Defekt von OBDH1Conv. Beide Diagnosen haben dieselbe Wahrscheinlichkeit 
(probability = 0.5), da OBDH1 und OBDH1Conv dieselbe A-priori-Ausfallwahrscheinlichkeit haben (modelliert in den 
Komponentenklassendefinitionen) und beide alle beobachteten Diskrepanzen erklären können. 

Im Graph des Modells werden beide Komponenten in einem helleren Rot als in den 

vorherigen Experimenten dargestellt, da die relative Wahrscheinlichkeit jeder Komponente 

die Ursache aller Symptome zu sein, bei gegebenen gleichen Ausfallwahrscheinlichkeiten 

von OBDH1 und OBDH1Conv, jetzt geringer ist. 

 

9.3.5 Interfaceplatine 

 

Für das nächste Experiment wurde eine Fehlfunktion der ersten Interfaceplatine, 

Interfaceboard1, mit eingeschalteten ADCS1-, AROS1-, Reactionhweel1- und 

Reactionwheel2-Komponenten simuliert. Dieser Fehler führt zu einem abnormalen Abfall 

der Versorgungsspannung bei Interfaceboard1, was wiederum zu einer Veränderung der 

Stromstärke bei den angeschlossenen Verbrauchern führt. Dies resultiert in Diskrepanzen an 

den Ports CurrentOut (CO) von AROS1, CurrentOut (CO) von Reactionhweel1 und CurrentOut 

(CO) von Reactionhweel2, wie in Abbildung 109 dargestellt ist. Da kein Port von 

Interfaceboard1 direkt gemessen werden kann, kann keine Diskrepanz bei Interfaceboard1 

erkannt und kein Symptom für es erzeugt werden. Eine Fehlfunktion von Interfaceboard1 

kann nur über die beobachtete Abweichung des tatsächlichen Verhaltens der 

angeschlossenen Verbraucher von ihrem erwarteten Verhalten erkannt werden. Die 

Verbraucher, die von einer Fehlfunktion von Interfaceboard1 betroffen sein können, sind 

Reactionhweel1, Reactionhweel2, AROS1 und die ASAP-Nutzlast (nicht abgebildet, weil sie 

ausgeschaltet ist). Wenn bei diesen Komponenten jedoch abnormales Verhalten festgestellt 

wird, ist eine Fehlfunktion von Interfaceboard1 nur eine von mehreren möglichen Ursachen. 

Da alle Komponenten über einen Bus mit der Energieversorgung verbunden sind, ist auch 

eine Störung der Energieversorgung ein möglicher Kandidat. Zusätzlich werden die 

Reaktionsräder von beiden ADCS-Systemen, ADCS1 und ADCS2 (nicht dargestellt, weil es 

ausgeschaltet ist) gesteuert, was sie ebenfalls zu Kandidaten macht, die ein anormales 

Verhalten der Reaktionsräder verursachen können. Die einfachste Erklärung für die 

Fehlfunktion der Nutzlasten ist, dass die Nutzlasten selbst eine Fehlfunktion aufweisen. Dies 

wird jedoch umso unwahrscheinlicher, je mehr Nutzlasten gleichzeitig Diskrepanzen 

aufweisen. Da ASAP ausgeschaltet ist, hat es keinen Einfluss auf das restliche System. Jedes 

ADCS-System kann jedes Reaktionsrad steuern und ist daher mit jedem gesondert 

verbunden. Zu jeder Zeit ist allerdings höchstens ein ADCS-System aktiv. Da ADCS2 
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ausgeschaltet ist, enthalten die dynamischen Port-Abhängigkeiten keine Verbindungen zu 

ADCS2. Daher wird ADCS2 bei der Berechnung von Diagnosen nicht berücksichtigt. Die 

Komponenten Boostconverter1 und ADCS1 sind ausgeschlossene Komponenten, da für alle 

ihre Ausgabe-Ports gemessene und simulierte Werte vorliegen und diese nicht, um mehr als 

es die für sie definierten Toleranzintervalle erlauben, voneinander abweichen und kein 

gemessener Wert einen Grenzwert verletzt. Die verbleibenden Komponenten, die die 

beobachteten Diskrepanzen verursachen können, sind AROS1, Reactionwheel1, 

Reactionhweel2, Interfaceboard1 und Bus1. Bus1 wird von anderen Verbrauchern, 

einschließlich des ADCS1-Systems, über die ADCS1Conv-Komponente entlastet (aus Gründen 

der Lesbarkeit nicht dargestellt) und gilt als nicht verdächtig. Interfaceboard1 wird von 

Boostconverter1 entlastet, aber da es von allen Symptomkomponenten verdächtigt wird, 

wird Interfaceboard1 als defekt angesehen. 

 
Abbildung 109: Vereinfachte schematische Darstellung der verdächtigten Komponenten AROS1, Reactionhweel1, 
Reactionwheel2 und Interfaceboard1 und der relevanten benachbarten Komponenten (für eine genauere Erklärung der 
Elemente der Grafik siehe Abbildung 101). Die Darstellung von Interfaceboard1 in Dunkelrot gibt an, dass 
Interfaceboard1 Bestandteil einer Diagnose mit einer hohen Wahrscheinlichkeit ist und die Darstellung von AROS1, 
Reactionwheel1 und Reactionwheel2 in Hellrot gibt an, dass diese Komponenten Bestandteil einer Diagnose mit einer 
niedrigen Wahrscheinlichkeit sind. 

Ein Blick in die diagnosis.xml-Datei gibt Auskunft über die erkannten Diskrepanzen. 

 
Abbildung 110: Die zu den erkannten Diskrepanzen zugehörigen Symptomkomponenten AROS1, Reactionwheel1 und 
Reactionwheel2 aus der diagnosis.xml-Datei. 

Abbildung 110 zeigt die zu den entdeckten Diskrepanzen gehörigen Symptomkomponenten 

aus der diagnosis.xml-Datei. Die Symptomkomponenten sind AROS1, Reactionwheel1 und 

Reactionwheel2. Obwohl der Fehler für Interfaceboard1 erzeugt wurde, ist Interfaceboard1 

keine Symptomkomponente, da keiner ihrer Ausgabe-Ports gemessen werden kann und 

daher kein abnormales Verhalten direkt an Interfaceboard1 beobachtet werden kann. 
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Abbildung 111: Die beiden in der diagnosis.xml-Datei enthaltenen Diagnosen. Die erste Diagnose enthält nur 
Interfaceboard1 und hat eine Wahrscheinlichkeit von 0.93. Die zweite Diagnose enthält AROS1, Reactionwheel1 und 
Reactionwheel2 und hat eine Wahrscheinlichkeit von 0.07. 

Abbildung 111 zeigt die von der Diagnose-Engine berechneten Diagnosen. In diesem Fall 

wurden zwei Diagnosen berechnet. Die erste Diagnose ist ein Defekt von Interfaceboard1 

und die zweite Diagnose ist ein gleichzeitiger Defekt von AROS1, Reactionwheel1 und 

Reactionwheel2. Die erste Diagnose hat eine signifikant höhere Pseudowahrscheinlichkeit. 

Es ist wahrscheinlicher, dass Interfaceboard1 eine Fehlfunktion aufweist und alle Symptome 

verursacht, als dass AROS1, Reactionhweel1 und Reactionwheel2 gleichzeitig eine 

Fehlfunktion aufweisen und ihre jeweiligen Symptome unabhängig voneinander 

verursachen. Die zweite Diagnose ist jedoch auch nicht unmöglich, da keine definitive 

Aussage über den Zustand von Interfaceboard1 getroffen werden kann, da dieses nicht 

direkt messbar ist. Die zweite Diagnose hätte unter Verwendung eines geeigneten cut-off 

Faktors entfernt werden können. Da alle sich anormal verhaltenden Komponenten an Bus1 

angeschlossen sind, sind die an Bus2 angeschlossenen Komponenten nicht betroffen. Die 

Diagnose-Engine hat das anormale Verhalten von AROS1, Reactionwheel1 und 

Reactionwheel2 erkannt, die möglichen Ursachen identifiziert und sich auf die tatsächlich 

defekte Komponente konzentriert. 

 

9.3.6 Zusammenfassung der Ergebnisse 

 

Die Experimente haben gezeigt, dass die Diagnose-Engine die erzeugten Fehler erkennen 

und ihre Ursachen finden konnte. Es wurden drei Einzelfehler, ein zyklischer Fehler und ein 

Fehler, der nur indirekt beobachtet werden kann, betrachtet und diagnostiziert. Die 

Einzelfehler von Boostconverter2 aus Kapitel 9.3.1 und OBDH1Conv aus Kapitel 9.3.3 wurden 

erfolgreich identifiziert und korrekt diagnostiziert. Das unerwartete Verhalten von 

Transceiver1 aus Kapitel 9.3.2 wurde erfolgreich erkannt, obwohl für Transceiver1, während 

der Modellierung, nicht beachtet wurde, dass er extern mit Strom versorgt werden kann. Die 

zyklische Beziehung der Komponenten OBDH1Conv und OBDH1 aus Kapitel 9.3.4, für die 

Diskrepanzen erkannt wurden, wurde erfolgreich erfasst und diagnostiziert. Bei der nicht 

direkt beobachtbaren Fehlfunktion von Interfaceboard1 aus Kapitel 9.3.5, wurden alle 

Diskrepanzen erkannt und Interfaceboard1 mit einer sehr hohen Diagnosewahrscheinlichkeit 

als fehlerhaft bestimmt. Komponenten, die keine Fehlfunktion aufwiesen, wurden 

identifiziert und es wurde keine korrekt funktionierende Komponente fälschlicherweise 

verdächtigt fehlerhaft zu sein. Da bei keinem der Experimente eine Grenzwertverletzung 

auftrat, hätten die in den Experimenten beobachteten Diskrepanzen nicht von einem 

Operator nur durch Verwendung der Telemetrie erkannt werden können. Weiterhin erfolgte 
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die Berechnung der Diagnosen momentan, was eine Zeiteinsparung gegenüber der 

manuellen Fehlererkennung darstellt. Tabelle 30 fasst die verschiedenen durchgeführten 

Experimente und ihre Ergebnisse zusammen. 

Ex Defekte 
Komponenten 

Bestimmte 
Diskrepanzen 

Berechnete Diagnosen 
(Wahrscheinlichkeit) 

Ergebnis 

1 Boostconverter2 CDO von 
Boostconverter2 

Boostconverter2 
(100%) 

Ursache der Diskrepanz 
erfolgreich bestimmt. 

2 Transceiver1 CO von 
Transceiver1 

Transceiver1 (100%) Ursache der Diskrepanz 
erfolgreich bestimmt. 

3 OBDH1Conv VO von 
OBDH1Conv 

OBDH1Conv (100%) Ursache der Diskrepanz 
erfolgreich bestimmt. 

4 OBDH1Conv VO von 
OBDH1Conv, 
CO von OBDH1 

OBDH1Conv (50%)/ 
OBDH1 (50%) 

Beide Diskrepanzen 
bestimmt. Zyklische 
Abhängigkeit 
identifiziert und die 
plausibelsten Diagnosen 
berechnet. 

5 Interfaceboard1 CO von AROS1, 
CO von 
Reactionwheel1, 
CO von 
Reactionwheel2 

Interfaceboard1 
(93%)/ 
AROS1, 
Reactionwheel1, 
Reactionwheel2 (7%) 

Diskrepanzen, die durch 
nicht direkt 
beobachtbare 
Fehlfunktion verursacht 
wurden bestimmt. 
Ursachen bestimmt und 
den Diagnosen plausible 
Wahrscheinlichkeiten 
zugewiesen. 

Tabelle 30: Zusammenfassung der verschiedenen durchgeführten Experimente und ihrer Ergebnisse. 
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10 Diskussion und Ausblick 
 

Dieses Kapitel fasst die Ergebnisse dieser Arbeit zusammen und diskutiert sie. Die 

automatische Kalibrierung und die Diagnose-Engine werden dabei jeweils getrennt 

voneinander betrachtet, ihre Hauptaufgabe zusammengefasst und ihr Nutzen erläutert. 

Weiterhin wird ein Ausblick über die mögliche weitere Entwicklung des Systems zur 

automatischen Kalibrierung und der Diagnose-Engine gegeben. Hierbei werden auch 

mögliche Strategien und Methoden aufgeführt, wie diese Änderungen umgesetzt werden 

könnten. 

 

10.1 Diskussion 
 

Die automatische Kalibrierung mithilfe eines Zyklischen Genetischen Algorithmus hat 

gezeigt, dass sie eine geeignete Alternative zur manuellen Kalibrierung darstellt. Es wurden 

ein Testaufbau und mehrere Satellitenkomponenten modelliert und kalibriert. Der 

Testaufbau bestand dabei aus einem Batteriepack, einem Laderegler, einem 

Tiefentladeschutz, einem Entladeregler, einem Stepper Motor HAT und einem Motor. Die 

Satellitenkomponenten waren ein Reaktionsrad, ein Entladeregler, drei Magnetspulen, eine 

Abschlussleiterplatine und eine Batterie. Für den Testaufbau wurde zusätzlich noch eine 

unabhängige manuelle Kalibrierung durchgeführt. Alle kalibrierten Modelle erreichten hohe 

Genauigkeiten. Für den Testaufbau lieferte die automatische Kalibrierung vergleichbare 

Ergebnisse zur manuellen Kalibrierung und übertraf diese sogar. Hierbei wurde die für die 

Kalibrierung benötigte Zeit, von ca. zwei Tagen für die manuelle Kalibrierung auf ca. eine 

Stunde für die automatische Kalibrierung, reduziert. Vorteilhaft für die automatische 

Kalibrierung ist, dass für sie keine guten initialen Parameterwerte benötigt werden, im 

Gegensatz zur manuellen Kalibrierung, die oft auf gute initiale Parameterwerte angewiesen 

ist. Initiale Parameterwerte werden meist durch Messung oder durch Erfahrungswissen 

bestimmt und dienen als Ausgangspunkt für die manuelle Kalibrierung. In der Praxis sind 

jedoch nicht alle Parameter messbar und es existieren nicht für alle Parameter 

Erfahrungswerte. Da diese initialen Parameterwerte allerdings der einzige Startpunkt der 

manuellen Kalibrierung sind, wird diese erschwert, wenn keine ausreichend guten initialen 

Werte für sie verfügbar sind. Die automatische Kalibrierung hingegen verfügt über eine 

Population von Individuen, die jeweils einem kompletten Parametersatz entsprechen, und 

damit über mehrere Startwerte. Somit ist sie weniger abhängig von der Wahl der initialen 

Parameterwerte. Weiterhin sorgt die Suchraumexploration durch Diversifikation der 

Population dafür, dass auch von schlechten Parameterwerten ausgehend lokale Optima 

überwunden und gute Lösungen gefunden werden können. Die Kalibrierung der 

Satellitenkomponenten hat gezeigt, dass auch Komponenten mit dynamischem Verhalten 

automatisch kalibriert werden können. Eine Besonderheit der Kalibrierung der 

Satellitenkomponenten war, dass für sie keine aufgezeichneten Profile, wie sie bei der 

manuellen Kalibrierung üblich sind, sondern willkürliche Betriebsdaten verwendet wurden. 

Während dies für die manuelle Kalibrierung eine Einschränkung darstellt, hat die 
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automatische Kalibrierung gezeigt, dass sie die Modelle unter diesen Umständen sehr genau 

kalibrieren kann. Damit wurde auch gezeigt, dass die automatische Kalibrierung für die 

Kalibrierung von Modellen von sich bereits im Einsatz befindlichen Systemen verwendet 

werden kann. Für solche Systeme können keine Profile aufgezeichnet werden, was die 

manuelle Kalibrierung erheblich erschwert. Neben der Kalibrierung von Modellen kann die 

automatische Kalibrierung auch zur Unterstützung der Modellbildung eingesetzt werden. 

Während die manuelle Kalibrierung oft keine Hinweise auf Defizite des Modells liefert, da 

bei einer geringen Genauigkeit des Modells nicht sicher gesagt werden kann, ob diese 

geringe Genauigkeit an Defiziten des Modells oder an einer unzureichenden Kalibrierung 

liegt, lässt sich die Modellbildung mithilfe der automatischen Kalibrierung unterstützen. 

Wenn die automatische Kalibrierung für ein Modell keinen zufriedenstellenden Satz von 

Parametern bestimmen kann, dann ist dies ein Hinweis auf Defizite des Modells. Das Modell 

kann anschließend angepasst und erneut automatisch kalibriert werden. Dieser Vorgang ist 

zwar ebenfalls unter Verwendung von manueller Kalibrierung möglich, allerdings ist der 

Aufwand hierfür prohibitiv hoch, da hier die aufwendige manuelle Kalibrierung iteriert 

werden muss. 

Die automatische Kalibrierung lässt sich mit einer Reihe von Hyperparametern 

parametrisieren. Da eine optimale Wahl von Hyperparametern durch Trial-and-Error erfolgt, 

sollten die Standard-Hyperparameter möglichst unverändert gelassen werden und nur dann 

angepasst werden, wenn die automatische Kalibrierung keinen zufriedenstellenden Satz von 

Parametern bestimmen kann, während Defizite des Modells ausgeschlossen werden können. 

Vor einer Anpassung der Hyperparameter sollte daher zuerst die maximale Anzahl an 

Generationen oder die Größe der Population für initiale Tests erhöht werden. Wenn dies 

keinen Effekt hat, kann in Erwägung gezogen werden die Hyperparameter zu verändern. 

Die automatische Kalibrierung kann mit der manuellen Kalibrierung kombiniert werden. So 

können Komponenten mit einfachem verhalten manuell und Komponenten mit komplexem 

dynamischen Verhalten automatisch kalibriert werden. Darüber hinaus kann die 

automatische Kalibrierung dafür genutzt werden einen initialen Parametersatz zu erzeugen, 

der anschließend manuell angepasst werden kann. 

Die Diagnose-Engine hat gezeigt, dass sie mithilfe eines quantitativen Modells Fehler 

erkennen und Diagnosen stellen kann. Die Fähigkeit der Diagnose-Engine Fehler zu erkennen 

und Diagnosen zu berechnen, wurde anhand eines Modells der Energieversorgung des 

Qualifizierungsmodells des SONATE-Nanosatelliten, das manuell und automatisch kalibrierte 

Komponenten enthielt, gezeigt. Es wurden für verschiedene Komponenten Fehler erzeugt 

und diese diagnostiziert. Die erzeugten Fehler wurden zuverlässig erkannt und passende 

Diagnosen mit plausiblen Wahrscheinlichkeiten gestellt. Weiterhin wurden korrekt 

funktionierende Komponenten nicht fälschlicherweise verdächtigt. 

Die Diagnose-Engine ist generisch und kann damit für die Diagnose von unterschiedlichen 

technischen Systemen eingesetzt werden. Eine wichtige Eigenschaft der Diagnose-Engine ist, 

dass das Modell vollständig vom Diagnosealgorithmus getrennt ist. Da Modelle meist von 

den Ingenieuren oder anderen Experten, die das Wissen über das zu modellierende System 

haben, erzeugt werden und nicht vorausgesetzt werden kann, dass sich diese Ingenieure 
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oder Experten in die Funktionsweise des Diagnosealgorithmus einarbeiten können, sollten 

sie in der Lage sein ein Modell nur mit ihrem Domänenwissen zu erzeugen. Dies ist nur dann 

möglich, wenn das Modell vom Diagnosealgorithmus getrennt ist, sodass kein Wissen über 

den Diagnosealgorithmus, bei der Erstellung eines Modells, benötigt wird. Weiterhin können 

die diagnostischen Fähigkeiten eines bestehenden Modells, durch diese Trennung und den 

komponentenorientierten Aufbau der Modelle, leicht erweitert werden. Zur Unterstützung 

der Modellbildung wird ein systemunabhängiges Modellformat mit Excel als Modelleditor 

verwendet, sodass für den Wissensingenieur die Einarbeitungszeit in eine neue 

Modellierungsumgebung entfällt. Durch die Verwendung von Python, für die Beschreibung 

des Verhaltens der einzelnen Komponenten, kann jede Verhaltensbeschreibung einfach 

erzeugt und einzeln getestet werden. Hierfür kann eine beliebige Python IDE verwendet 

werden. Durch die Definition von Komponentenklassen und ihrer anschließenden 

Instanziierung wird die Notwendigkeit der Mehrfachbeschreibung von Komponenten 

beseitigt. Einmal definierte Komponentenklassen können durch diesen Ansatz in anderen 

Modellen wiederverwendet werden. Weiterhin teilen sich die automatische Kalibrierung und 

die Diagnose-Engine denselben Simulator, sodass Modelle kalibriert werden können, ohne 

sie vorher in ein anderes Format übertragen zu müssen. Die Diagnose-Engine verwendet 

keine proprietären Drittanbieterbibliotheken und kann daher auf verschiedene Plattformen 

portiert werden. Durch die Modellierung von Modellparametern als Eingabe-Ports, können 

diese im laufenden Betrieb geändert werden, ohne das eine Neukompilierung des Modells 

nötig ist. Dies reduziert die Ausfallzeit des Systems bei einer Neukalibrierung und ermöglicht 

es verschiedene Einstellungen des Modells schnell und einfach zu ändern. 

 

10.2 Ausblick 
 

Im Idealfall werden Modelle einmalig vor dem Einsatz in der Diagnose-Engine kalibriert. 

Jedoch können Abnutzung und Verschleiß das Verhalten von Komponenten beeinflussen. 

Beispielsweise nimmt die Kapazität einer Batterie nach einer großen Zahl an Lade- und 

Entladezyklen und damit ihre Ausgangsspannung ab. Dieses veränderte Verhalten ist 

zunächst kein Defekt, sondern eine Änderung des Nominalverhaltens einer Komponente, die 

eine Neukalibrierung des Modells erfordert. Hierfür könnte die Diagnose-Engine um eine 

Komponente erweitert werden, die für einen erkannten Fehler Feedback entgegennimmt, 

ob dieser Fehler korrekt erkannt wurde, oder ob es sich bei ihm um einen False Positive 

handelt. Dieses Feedback müsste durch einen Experten erfolgen, der die erkannten Fehler 

beurteilt. Ferner müsste geprüft werden, ob die Anzahl der False Positives unnatürlich stark 

ansteigen. Wenn dies der Fall ist, sollte die Diagnose-Engine entsprechendes Feedback 

zurück an den Experten geben, welcher dann eine Neukalibrierung des Modells veranlassen 

kann. Alternativ kann eine Neukalibrierung periodisch in bestimmten Abständen 

durchgeführt werden. Die Abstände zwischen den einzelnen Kalibrierungen hängen dann 

allerdings von der Anzahl der Komponenten, die manuell kalibriert werden müssen, ab, da 

die manuelle Kalibrierung die Zeit der Experten in Anspruch nimmt, die während dieser Zeit 

nicht für andere Arbeiten zur Verfügung stehen. 
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Weiterhin treten in der Praxis bei technischen Systemen gelegentlich Spikes, wie zum 

Beispiel Stromspitzen auf. Beim SONATE-Nanosatelliten beispielsweise treten solche Spikes 

dann auf, wenn der on-board Computer zu stark ausgelastet ist, um rechtzeitig alle Sensoren 

für einen Telemetrie-Frame abzufragen oder wenn kurzzeitig die Datenübertragung eines 

Sensors gestört ist. Solche transienten Phänomene können ebenfalls False Positives 

hervorrufen und sind in der Regel nicht vorhersehbar. Die Diagnose-Engine könnte um eine 

Komponente erweitert werden, die versucht solche transienten Phänomene herauszufiltern. 

Hierfür würden Diagnosen nur noch versetzt berechnet werden, indem, wenn ein Fehler 

erkannt wurde, die entsprechende Komponente eine Zeit lang weiter beobachtet wird und 

nur dann eine Diagnose erzeugt wird, wenn wiederholt Fehler an dieser Komponente 

beobachtet werden. Im Falle des SONATE-Nanosatelliten halten solche Spikes meist nur 

einen Frame an und werden weitestgehend durch geeignete Availability-Ausdrücke 

herausgefiltert. Im Allgemeinen ist allerdings zu beachten, dass Komponenten 

zwischenzeitlich ausgeschaltet werden können, wodurch die Dauer der Beobachtung auch 

den Betriebsmodus einer Komponente in Betracht ziehen muss. Weiterhin können sich 

manche kritischen Fehler nur durch eine einmalige Anomalie bemerkbar machen, die 

ausreicht dem gesamten System zu schaden. Diese Fehler benötigen besonderer 

Betrachtung. Das Beobachtungsintervall darf außerdem nicht zu groß gewählt werden, um 

die Zeit, zwischen dem ersten Auftreten eines Fehlers und der Berechnung einer Diagnose, 

nicht unnötig zu vergrößern. Eine solche Funktion sollte optional ausschaltbar sein. 

Die Toleranzwerte der Ports einer Komponente sind über den gesamten Wertebereich des 

Ports fix. Eine mögliche Erweiterung wäre es die Toleranzwerte abhängig vom aktuellen 

Wert des Ports anzugeben. Dies wäre allerdings nur für die relativen Toleranzwerte 

interessant, da die absoluten Toleranzwerte dem Quantisierungsfehler entsprechen und 

damit fix sind. Relative Toleranzwerte könnten dann durch eine Funktion über dem Wert des 

entsprechenden Ports definiert werden. Hierfür wäre eine Anpassung des 

Beschreibungsformalismus nötig. Ferner könnte versucht werden den relativen Toleranzwert 

eines Ausgabe-Ports in Abhängigkeit der Werte der Eingabe-Ports, von denen der 

entsprechende Ausgabe-Port abhängig ist, mithilfe von Machine Learning Techniken, zu 

lernen. 

Zur weiteren Vereinfachung der Modellbildung könnte ein graphischer Modelleditor 

entwickelt werden, über den Komponentenklassen definiert, instanziiert und per Drag-and-

Drop portweise miteinander verknüpft werden könnten. Ein solcher Modelleditor müsste die 

erzeugten Modelle im Format des Simulators abspeichern können. 

Da die Diagnose-Engine keine proprietären Drittanbieterbibliotheken nutzt, ist es möglich, 

sie auf andere Plattformen zu portieren. So könnte die Diagnose-Engine portiert werden, um 

an Bord eines Satelliten eingesetzt zu werden. Hierdurch könnte der Satellit, unabhängig 

davon, ob Kontakt zu einer Bodenstation besteht, Diagnosen berechnen. Die auf diese Weise 

berechneten Diagnosen könnten dann bei Kontakt mit einer Bodenstation an diese 

Bodenstation gesendet werden, wo sie einem Operator übersichtlich präsentiert werden 

würden. Der Operator könnte dann auf Basis dieser Diagnosen Aktionen durchführen. 
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Da sich durch den Start des SONATE-Nanosatelliten am 05.07.2019 die Möglichkeit bietet 

das Diagnosesystem an Bord eines sich im Orbit befindlichen Satelliten einzusetzen, soll das 

Diagnosesystem auf den SONATE-Nanosatelliten portiert werden. Das Diagnosesystem soll 

anschließend per Software-Upload hochgeladen werden. Zur Verwendung des 

Diagnosesystems im Orbit oder am Boden müsste das Modell an das Flugmodell des 

SONATE-Nanosatelliten angepasst werden. Hierfür müssten die Modelle der Komponenten 

um weltallbedingte Einflüsse, wie temperaturabhängiges Verhalten, erweitert werden. 

Anschließend müssten die Komponenten des Modells mit den Telemetriedaten des SONATE-

Nanosatelliten erneut kalibriert werden. 

Das Diagnosesystem könnte zusätzlich um eine Komponente erweitert werden, die 

statistische Analysen oder polynomielle Regression auf den gemessenen und simulierten 

Werten ausführt und die erwartete Diskrepanz der gemessenen und simulierten Werte 

extrapoliert, um so Fehler zu erkennen, die sich erst in der Zukunft ereignen werden. Auf 

diese Weise könnten Aktionen eingeleitet werden, die noch nicht eingetretene Defekte 

verhindern könnten. Hierbei ist zu beachten, dass Komponenten ausgeschaltet werden 

können. Die Extrapolation muss miteinbeziehen, ob eine Komponente ausgeschaltet ist und 

wie lange sie ausgeschaltet ist. Weiterhin müssten Messwertausreißer erkannt und 

herausgefiltert werden, da solche Werte die Qualität der Extrapolation negativ beeinflussen 

können. 

Zur besseren Erkennung von maskierenden Fehlern, könnte eine Form des sogenannten 

General Observer Schemes umgesetzt werden. Die Diagnose-Engine lässt sich bereits 

mehrfach instanziieren und parallel ausführen, womit die Grundvoraussetzung für die 

Anwendung dieses Verfahrens gegeben ist. Beim General Observer Scheme existieren 

mehrere Diagnose-Engines parallel, die mit jeweils einer anderen Teilmenge der Messwerte 

arbeiten. Auf diese Weise könnten einige Diagnose-Engines Fehler entdecken, die durch 

andere Fehler maskiert werden. Da jede Diagnose-Engine mit einer anderen Teilmenge der 

Messwerte rechnet, sind einige Diagnose-Engines sensitiv gegenüber bestimmten Fehlern 

und nicht-sensitiv gegenüber anderen. Auf diese Weise könnten einige Diagnose-Engines 

Fehler erkennen, die unter Verwendung aller Messwerte von anderen Fehlern maskiert 

werden würden. Die Diagnosen der einzelnen Diagnose-Engines müssten miteinander zu 

einer Diagnose verrechnet werden. Bei diesem Ansatz müsste zunächst festgelegt werden, 

wie die Messwerte sinnvoll aufzuteilen sind und welche Messwerte von welcher Diagnose-

Engine verwendet werden sollen. Beim General Observer Scheme erhöht sich allerdings auch 

die Rechenlast, was ebenfalls miteinbezogen werden sollte. 

Die Qualität der Diagnosen hängt nicht unwesentlich von der Menge und der Qualität der 

verfügbaren Daten ab. Für ein technisches System stellt sich oft die Frage, welche Werte 

gemessen werden sollten. Es wäre daher von Vorteil ein Werkzeug zu entwickeln, das eine 

möglichst gute Wahl der gemessenen Werte durchführt. Hierfür müsste für jeden möglichen 

Wert erfasst werden, wie charakteristisch er für mögliche Fehler ist. Je leichter ein Fehler an 

einem Wert zu erkennen ist, desto wichtiger ist es, diesen Wert zu erfassen. Für Modelle, die 

komplett ohne nichtkünstliche Messwerte simulierbar sind, könnte dies durch Simulation 

von Fehlern und anschließendes eintrainieren eines Random Forests durchgeführt werden. 

Die Werte der einzelnen Zeitschritte, die gemessen werden könnten, sind dabei die 
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Trainingsdaten und die Information, ob für einen Zeitschritt ein Fehler simuliert wurde oder 

nicht, die Labels. Jeder Wert, der gemessen werden könnte, entspricht einem Feature des 

Random Forests. Für einen Random Forest kann berechnet werden, wie gut ein Feature den 

Entscheidungsraum aufteilt. Auf diese Weise können die möglichen gemessenen Werte, 

nach Wichtigkeit sortiert, bestimmt werden. 
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